




Общая характеристика работы

Актуальность темы. В работе исследуется проблема снижения размер-

ности пространства при решении задачи декодирования сигналов. Процесс

декодирования заключается в восстановлении зависимости между двумя гете-

рогенными наборами данных. Прогностическая модель предсказывает набор

целевых сигналов по набору исходных сигналов.

Исходное описание данных является избыточным. При высокой мультикорре-

ляции в исходном и целевом пространствах финальная прогностическая модель

оказывается неустойчивой. Для построения простой, устойчивой и точной моде-

ли применяются методы снижения размерности пространства (Motrenko: 2018,

Chun: 2010, Mehmood: 2012, Ивахненко: 1994) и выбора признаков (Katrutsa: 2017,

Li: 2017).

В работе решается задача декодирования с векторной целевой переменной.

Пространство целевых сигналов содержит скрытые зависимости. Методы сни-

жения размерности, не учитывающие зависимости в целевом пространстве, не

являются адекватными. При предсказании векторной целевой переменной ана-

лизируется структура целевого пространства. Предложены методы, которые

учитывают зависимости как в пространстве исходных сигналов, так и в про-

странстве целевых сигналов. Предлагается отобразить пространства исходных

и целевых сигналов в скрытые подпространства меньшей размерности. Для

построения оптимальной модели предлагаются методы согласования скрытых

пространств (Wold: 1975, Rosipal: 2005, Eliseyev: 2017). Предложенные мето-

ды позволяют учесть регрессионную компоненту между исходным и целевым

сигналами, а также авторегрессионную компоненту целевого сигнала.

Методы снижения размерности пространства понижают размерность исход-

ного пространства, и, как следствие, сложность модели существенно снижа-

ется (Голяндина: 2001, Tipping: 1999, Hotelling: 1992). Алгоритмы снижения

размерности находят оптимальные комбинации исходных признаков. Если число

таких комбинаций существенно меньше, чем число исходных признаков, то

полученное представление снижает размерность. Цель снижения размерности �

получение наиболее репрезентативных и информативных комбинаций признаков

для решения задачи.

Выбор признаков является частным случаем снижения размерности про-

странства (Katrutsa: 2015, 2017). Найденные комбинации признаков являются

подмножеством исходных признаков. Таким образом отсеиваются шумовые

неинформативные признаки. Рассматриваются два типа методов выбора при-

знаков (Li: 2017, Rodriguez-Lujan: 2010, Friedman: 2001). Первый тип методов

не зависит от последующей прогностической модели. Признаки отбираются на

основе свойств исходного и целевого пространств, а не на основе свойств модели.

Второй тип методов отбирает признаки с учётом знания о прогностической

модели.

После нахождения оптимального представления данных с помощью сниже-

3



ния размерности, ставится задача нахождения оптимальной метрики в скрытом

пространстве (Wang: 2017, Davis: 2007, Kulis: 2012, Yang: 2006, Weinberger: 2009).

В случае евклидова пространства естественным выбором метрики оказывается

квадратичная норма. Задача метрического обучения заключается в нахождении

оптимальной метрики Махаланобиса в скрытом пространстве сигналов.

В качестве прикладной задачи анализируется задача построения нейроком-

пьютерного интерфейса (Wolpaw: 2000, Allison: 2007). Цель состоит в извлече-

нии информации из сигналов мозговой активности (Nagel: 2018, Zhang: 2020,

Chiarelli: 2018). В качестве исходных сигналов выступают сигналы электроэнце-

фалограммы или электрокортикограммы. Целевым сигналом является траекто-

рия движения конечности индивидуума. Необходимо построить адекватную и

эффективную модель декодирования исходного сигнала в целевой сигнал. Про-

странство частотных характеристик мозговых сигналов и пространство целевых

сигналов являются чрезвычайно избыточными (Eliseyev: 2011, 2013). Построение

модели без учёта имеющихся зависимостей приводит к неустойчивости модели.

В диссертации решается задача декодирования с векторной целевой перемен-

ной. Для построения оптимальной модели декодирования сигналов предлагаются

методы выбора согласованных моделей с проекцией в скрытое пространство. Ис-

ходные и целевые сигналы проецируются в пространство существенно меньшей

размерности. Для связи проекций исходного и целевого сигналов предлагаются

методы согласования. Рассматриваются гетерогенные наборы сигналов, природа

источников измерений различны. Рассматриваются как линейные методы декоди-

рования, так и их нелинейные обобщения. Доказаны теоремы об оптимальности

предложенных методов выбора моделей.

Цели работы.
1. Исследовать свойства решения задачи декодирования сигналов с векторной

целевой переменной.

2. Предложить методы снижения размерности пространства, учитывающие

зависимости как в пространстве исходных сигналов, так и в целевом про-

странстве.

3. Предложить процедуру выбора признаков для задачи декодирования сиг-

налов.

4. Исследовать свойства линейных и нелинейных моделей для решения постав-

ленной модели. Получить теоретические оценки оптимальности моделей.

5. Провести вычислительные эксперименты для проверки адекватности пред-

ложенных методов.

Основные положения, выносимые на защиту.
1. Исследована проблема снижения размерности сигналов в коррелированных

пространствах высокой размерности. Предложены методы декодирования

сигналов, учитывающие зависимости как в исходном, так и в целевом

пространстве сигналов.
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2. Доказаны теоремы об оптимальности предлагаемых методов декодирова-

ния сигналов. Предлагаемые методы выбирают согласованные модели в

случае избыточной размерности описания данных.

3. Предложены методы выбора признаков, учитывающие зависимости как

в исходном, так и в целевом пространстве. Предложенные методы до-

ставляют устойчивые и адекватные решения в пространствах высокой

размерности.

4. Предложены нелинейные методы согласования скрытых пространств. Пред-

ложен метод выбора активных параметров для оптимизации нелинейной

модели. Исследованы свойства предлагаемого метода.

5. Предложен алгоритм метрического обучения для временных рядов с про-

цедурой их выравнивания.

6. Предложен ряд моделей для прогнозирования гетерогенных наборов сигна-

лов для задачи построения нейрокомпьютерных интерфейсов. Проведены

вычислительные эксперименты, подтверждающие адекватность моделей.

Методы исследования. Для достижения поставленных целей использу-

ются линейные и нелинейные методы регрессионного анализа. Для анализа

временных рядов используются авторегрессионные методы. Для извлечения

признаков используются частотные характеристики временного ряда. Для по-

строения скрытого пространства используются линейные методы снижения

размерности пространства, их нелинейные модификации, а также нейросетевые

методы. Для выбора признаков используются методы, основанные на реше-

нии задачи квадратичного программирования. Для построения метрического

пространства используются методы условной выпуклой оптимизации.

Научная новизна. Предложены методы построения моделей декодиро-

вания сигналов, учитывающие структуры пространств исходных и целевых

переменных. Предложены методы проекции сигналов в скрытое пространство, а

также процедуры согласования. Предложены методы выбора признаков с по-

мощью квадратичного программирования. Предложен метод выбора активных

параметров нелинейной модели с помощью выбора признаков. Предложены ме-

тоды построения оптимального метрического пространства для задачи анализа

временных рядов.

Теоретическая значимость. Доказаны теоремы об оптимальности пред-

лагаемых согласованных моделей декодирования сигналов. Доказаны теоремы

о корректности рассматриваемых методов проекций в скрытое пространство.

Доказаны теоремы о достижении точки равновесия для предлагаемых методов

выбора признаков.

Практическая значимость. Предложенные в работе методы предназначе-

ны для декодирования набора временных рядов сигналов электрокортикограмм;
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выбора оптимальных частотных характеристик сигналов; выбора активных па-

раметров модели; классификации и кластеризации временных рядов физической

активности.

Степень достоверности и апробация работы. Достоверность результа-

тов подтверждена математическими доказательствами, экспериментальной про-

веркой результатов предлагаемых методов на реальных данных, публикациями

результатов в рецензируемых научных изданиях, в том числе рекомендованных

ВАК. Результаты работы докладывались и обсуждались на следующих научных

конференциях.

1. Р. В. Исаченко. Метрическое обучение в задачах мультиклассовой класси-

фикации временных рядов. Международная научная конференция �Ломо-
носов�, 2016.

2. R. V. Isachenko, et al. Multimodal forecasting multiscale time series in

internet of things. Международная научная конференция �11th International
Conference on Intelligent Data Processing: Theory and Applications�, 2016.

3. Р. В. Исаченко, и др. Локальные модели для классификации объектов слож-

ной структуры. Всероссийская научная конференция �Математические
методы распознавания образов�, 2017.

4. R. V. Isachenko. Dimensionality reduction for multicorrelated signal decoding

with projections to latent space. Международная научная конференция
�12th International Conference on Intelligent Data Processing: Theory and
Applications�, 2018.

5. Р. В. Исаченко. Снижение размерности в задаче декодирования времен-

ных рядов. Международная научная конференция �13th International
Conference on Intelligent Data Processing: Theory and Applications�, 2020.

Публикации по теме диссертации. Основные результаты по теме дис-

сертации изложены в 6 печатных изданиях, 4 из которых изданы в журналах,

рекомендованных ВАК.

Структура и объем работы. Диссертация состоит из оглавления, введе-

ния, 6 глав, заключения, списка иллюстраций, списка таблиц, списка основных

обозначений и списка литературы из 112 наименований. Основной текст занима-

ет 122 страницы.

Личный вклад. Все приведенные результаты, кроме отдельно оговорен-

ных случаев, получены диссертантом лично при научном руководстве д.ф.-м.н.

В. В. Стрижова.

Основное содержание работы

Во введении обоснована актуальность диссертационной работы, сформули-

рованы цели и методы исследования, обоснована научная новизна, теоретическая
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и практическая значимости полученных результатов.

В главе 1 ставится общая задача декодирования временных рядов. Ставится

задача построения оптимальной линейной регрессионной модели декодирования.

Пусть X ⇢ Rn
� пространство исходной переменной, Y ⇢ Rr

� пространство

целевой переменной. Пусть задано множество пар {(xi,yi)}mi=1, где xi 2 X –

вектор исходной переменной, yi 2 Y �вектор целевой переменной. Обозначим

за X 2 Rm⇥n
исходную матрицу, за Y 2 Rn⇥k

целевую матрицу:

X = [x1, . . . ,xm]
T
= [�1, . . . ,�n]; Y = [y1, . . . ,ym]

T
= [⌫1, . . . ,⌫r].

Столбцы {�j}nj=1 матрицы X являются исходными признаками, столбцы {⌫j}rj=1

матрицы Y являются целевыми столбцами. Требуется построить прогностиче-

скую модель f : X ! Y.

Для сужения пространства поиска моделей будем рассматривать парамет-

рические модели f(x,⇥), где ⇥ � параметры модели. Задача восстановления

регрессионной зависимости состоит в нахождении оптимальных параметров ⇥
⇤

по заданным матрицам X и Y:

f
⇤ = argmin

f
L(f ,X,Y). (1)

Рассмотрим задачу восстановления линейной регрессии. Предположим, что

зависимость f(x,⇥) линейная:

y = f(x,⇥) + " = ⇥
T
x+ ", (2)

где ⇥ 2 Rn⇥r
� матрица параметров модели. Оптимальные параметры ⇥

определяются минимизацией функции ошибки:

L(⇥,X,Y) =

���� Y
m⇥r

� X
m⇥n

· ⇥
r⇥n

����
2

2

! min
⇥

, ⇥ = (X
T
X)�1

X
T
Y. (3)

Если существует вектор ↵ 6= 0n такой, что X↵ = 0m, то добавление ↵ к любому

столбцу матрицы ⇥ не меняет значение функции потерь L(⇥,X,Y). В этом

случае матрица X
T
X близка к сингулярной и не обратима.

Задача декодирования сигналов состоит в восстановлении регрессионной

зависимости (1) между наборами гетерогенных сигналов. Пусть имеются два

множества временных рядов Sx = {six}mi=1 и Sy = {siy}ri=1, состоящие из m и r
временных рядов соответственно. Каждый временной ряд s = (s1, s2, . . . , sT ) яв-

ляется последовательностью измерений некоторый величины в течение времени.

Определение 1. Временное представление xt = ([s1x]t, . . . , [s
m
x ]t) 2 Rm

состоит

из измерений временных рядов исходных сигналов в момент времени t. Анало-

гично определим временное представление yt = ([s1y]t, . . . , [s
r
y]t) 2 Rr

целевых

сигналов.
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Определение 2. Определим представление предыстории длины h для момента

времени t множества временных рядов исходных сигналов Sx как совокупность

представлений Xt,h = [xt�h+1, . . . ,xt]
T 2 Rh⇥m

. Аналогично определим представ-

ление предыстории целевых сигналов Sy.

Определение 3. Определим представление горизонта прогнозирования длины

p для момента времени t множества временных рядов исходных сигналов Sx

как совокупность представлений Xt,p = [xt+1, . . . ,xt+p]
T 2 Rp⇥m

. Аналогично

определим представление горизонта прогнозирования целевых сигналов Sy.

Определение 4. Прогностическая модель f
AR
x : Rh⇥m ! Rp⇥m

является авто-
регрессионной моделью, которая по представлению предыстории Xt,h множества

временных рядов исходных сигналов Sx предсказывает представление горизонта

прогнозирования Xt,p множества временных рядов исходных сигналов Sx. Ана-

логично вводится прогностическая модель f
AR
y : Rh⇥r ! Rp⇥r

для множества

целевых сигналов Sy.

Определение 5. Определим задачу регрессионного декодирования как задачу

построения прогностической модели f
R
xy : Rh⇥m ! Rp⇥r

, которая по представ-

лению предыстории Xt,h множества временных рядов исходных сигналов Sx

предсказывает представление горизонта прогнозирования Yt,p множества вре-

менных рядов целевых сигналов Sy.

Определение 6. Общая задача декодирования состоит в построении прогно-

стической модели fxy : Rhx⇥m ⇥ Rhy⇥r ! Rp⇥r
, которая по представлениям

предыстории Xt,hx и Yt,hy временных рядов исходных и целевых сигналов пред-

сказывает представление горизонта прогнозирования Yt,r временных рядов

целевых сигналов.

Задача декодирования временных рядов декомпозируется на следующие

подзадачи.

1. Порождение признакового пространства.

2. Снижение размерности пространства или выбор признаков.

3. Построение оптимальной модели декодирования.

В главе 2 приводится формальная постановка задачи построения согласо-

ванных моделей декодирования. Вводятся понятия скрытого пространства и

процедуры согласования. Доказываются теоремы о выборе оптимальной модели

декодирования.

Предположение 1. Пусть пространства X и Y имеют избыточную размерность.

Это означает, что исходная переменная x и целевая переменная y принадлежат

некоторым многообразиям низкой размерности.

Определение 7. Назовём пространство T ⇢ Rl скрытым пространством
для пространства X ⇢ Rn

(l 6 n), если существуют функция кодирования
'x : X ! T и функция декодирования  x : T ! X, такие что для любого x 2 X
найдется t 2 T :  x('x(x)) =  x(t) = x.

Аналогично введём определение скрытого пространства U ⇢ Rs
для целе-

вого пространства Y, функции кодирования 'y : Y ! U и декодирования  y :
U ! Y, такие что для любого y 2 Y найдется u 2 U :  y('y(y)) =  y(u) = y.
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Образы исходной матрицы X и целевой матрицы Y в скрытых простран-

ствах T и U имеют вид

T = 'x(X) = [t1, . . . , tn]
T
= [⌧ 1, . . . , ⌧ l],

U = 'y(Y) = [u1, . . . ,un]
T
= [⌫1, . . . ,⌫s].

Определение 8. Скрытые пространства T и U являются согласованными, если

существует функция связи h : T ! U, такая что для любого u 2 U найдется

t 2 T : u = h(t).
Предположение 2. Предположим, что в задаче прогнозирования (1) про-

странства T и U являются скрытыми для пространств X и Y соответствен-

но. Предположим также, что для данных скрытых пространств T и U су-

ществует функция связи h : T ! U. Тогда для любого y 2 Y найдется

x 2 X : y =  y(u) =  y(h(t)) =  y(h('x(x))), и общая схема задачи поиска

согласованной модели декодирования принимает вид коммутативной диаграммы:

X ⇢ Rn Y ⇢ Rr

T ⇢ R` U ⇢ Rs

f

 x  y'x 'y

h

(4)

Определение 9. Согласно диаграмме (4), определим согласованную модель

декодирования f : X ! Y как суперпозицию f =  y � h �'x.

Для поиска оптимальных параметров функций кодирования 'x и 'y, деко-

дирования  x и  y, а также функции связи h ставится задача максимизации

функции согласования

g : Rm ⇥ Rm ! R, g(⌧ ,⌫) ! max
'x,'y,h

.

Каждая пара векторов ⌧ ,⌫ ищется последовательно.

Метод главных компонент для задачи декодирования. Mетод глав-

ных компонент (PCA) находит низкоразмерное представление матрицы X = TP.

Вектора p строятся так, чтобы выборочная дисперсия столбцов проекций мат-

рицы X была максимальной:

p = argmax
kpk2=1

g(⌧ ) = argmax
kpk2=1

[var(⌧ )] = argmax
kpk2=1

[var(Xp)].

После нахождения матрицы отображения P задача (3) принимает вид

L(B,T,Y) =

���� Y
m⇥r

� T
m⇥l

· B
l⇥r

����
2

2

! min
B

.
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Модель прогнозирования (2) в случае снижения размерности с помощью PCA

принимает вид:

y = B
T
t+ " = B

T
Px+ " = ⇥x+ ", где ⇥ = B

T
P.

Функции кодирования 'x : Rn ! Rl
и декодирования  x : Rl ! Rn

имеют

вид

'x(X) = X
m⇥n

· P
n⇥l

T
,  x(T) = T

m⇥l
· P
l⇥n

,

где P = [p1, . . . ,pl]
T
, при этом PP

T
= I.

Метод PCA не согласует исходные переменные и целевые переменные. А

именно метод PCA не находит функции кодирования 'y и декодирования  y, а

также функцию связи h. При этом функция согласования скрытых векторов g(⌧ )
зависит только от одного аргумента.

Метод частичных наименьших квадратов для задачи декодирова-
ния. Основным недостатком метода PCA является отсутствие учёта взаимосвязи

между исходными признаками �j и целевыми столбцами ⌫j. Метод частичных

наименьших квадратов (PLS) проецирует исходную матрицу X и целевую мат-

рицу Y в скрытое пространство малой размерностью l (l < n). Метод PLS

находит в скрытом пространстве матрицы T,U 2 Rm⇥l
, которые лучше всего

описывают исходные матрицы X и Y. При этом PLS максимизирует ковариацию

между столбцами матриц T и U соответственно. Исходная матрица X и целевая

матрица Y проецируются на скрытое пространство следующим образом:

X
m⇥n

= T
m⇥l

· P
l⇥n

+ Ex
m⇥n

=
lX

k=1

⌧ k
m⇥1

· pT

k
1⇥n

+ Ex
m⇥n

,

Y
m⇥r

= U
m⇥l

· Q
l⇥r

+ Ey
m⇥r

=
lX

k=1

⌫k
m⇥1

· qT

k
1⇥r

+ Ey
m⇥r

.

Метод PLS восстанавливает линейную зависимость между столбцами мат-

риц T и U

U ⇡ TB, B = diag(�k), �k = ⌫
T

k⌧ k/(⌧
T

k⌧ k),

где {⌧ k}lk=1, {⌫k}lk=1 � столбцы матриц T и U соответственно.

Метод решает следующую оптимизационную задачу:

max
kpk2=kqk2=1

[cov(Xp,Yq)2] = max
p,q

p
T
X

T
Yqp

p
T
p

p
q

T
q

. (5)

Канонический анализ корреляций для задачи декодирования. Оп-

тимизационная задача канонического корреляционного анализа (CCA) отличает-

ся от задачи PLS (5) тем, что вместо максимизации ковариации максимизируется

10



корреляция:

max
kpk2=kqk2=1

[corr(Xp,Yq)2] = max
p,q

p
T
X

T
Yqp

p
T
X

T
Xp

p
q

T
Y

T
Yq

.

В методах PLS и CCA функции кодирования и декодирования имеют вид

'x(X) = XW, 'y(Y) = YC,

 x(T) = TP
T
,  y(U) = UQ

T
.

Функция связи h имеет вид линейной модели, связывающей образы проекций в

скрытом пространстве u = h(t) = B
T
t. В данном случае схема декодирования (4)

принимает вид следующей коммутативной диаграммы.

X ⇢ Rn Y ⇢ Rr

T ⇢ R` U ⇢ Rs

f

W P CQ

B

Для метода PLS функция согласования скрытых векторов имеет вид g(⌧ ,⌫) =
cov(⌧ ,⌫), а для метода CCA: g(⌧ ,⌫) = corr(⌧ ,⌫).

Нелинейный канонический анализ корреляций. Предлагаемый метод

DeepCCA максимизирует корреляцию между представлениями, полученными

на выходе нейросети:

max
kpk2=kqk2=1

⇥
corr('x(X) · p,'y(Y) · q)2

⇤
=

= max
p,q

p
T
'x(X)

T
'y(Y)q

p
p

T'x(X)T'x(X,Wx)p
q

q
T'y(Y)T'y(Y)q

.

Здесь 'x(X) и 'y(Y) � нелинейные проекции исходной и целевой матриц. С

использованием нейросетевых функций модель декодирования способна учиты-

вать существенно нелинейные зависимости как в исходном пространстве, так и

в целевом пространстве.

Функции кодирования и декодирования являются нелинейными функциями

вида

t = 'x(x) = W
L
x�
�
. . . �

�
W

2
x�(W

1
xx)
�
. . .
�
,

u = 'y(y) = W
L
y�
�
. . . �

�
W

2
y�(W

1
yy)
�
. . .
�
,

x =  x(t) = W
L
t �
�
. . . �

�
W

2
t�(W

1
tt)
�
. . .
�
,

y =  y(u) = W
L
u�
�
. . . �

�
W

2
u�(W

1
uu)
�
. . .
�
.
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Каждая функция является нейросетью, т.е. суперпозицией линейных отображе-

ний и поэлементных функций активаций.

Требуется найти такие параметры, при которых функция согласования g
достигает своего максимума:

g(⌧ ,⌫) ! max
W

,

где W =
�
W

i
x,W

i
y,W

i
t,W

i
u

 L
i=1

.

При использовании в качестве функции согласования корреляции между

проекциями g(⌧ ,⌫) = corr(⌧ ,⌫) частная производная функции согласования по

первому аргументу принимает вид

@g(T,U)

@T
=

1

m� 1

⇣
⌃

�1/2
1 UV

T
⌃

�1/2
2 U�⌃

�1/2
1 UDV

T
⌃

�1/2
1

⌘
,

где U,D,V = SVD(⌃), ⌃ = ⌃
�1/2
1 ⌃12⌃

�1/2
2 , ⌃1 =

1
m�1TT

T
, ⌃2 =

1
m�1UU

T
,

⌃12 =
1

m�1TU
T
. Аналогичное выражение имеет частная производная по второму

аргументу. Полученное выражение для градиента позволяет построить эффек-

тивный алгоритм для решения задачи с использованием градиентных методов

оптимизации.

Утверждение 1. Максимизация ковариации между векторами ⌧ k и ⌫k сохра-

няет дисперсию столбцов матриц X и Y и учитывает их линейную зависимость.

Утверждение 2. Вычисленные вектора wk и ck с помощью итеративной про-

цедуры обновления:

⌧ k :=
Xkwk

kwkk
, wk :=

X
T

k⌫k�1

⌫
T

k�1⌫k�1
; ⌫k :=

Ykck

kckk
, ck :=

Y
T

k⌧ k

⌧
T

k⌧ k
. (6)

будут собственными векторами матриц X
T

kYkY
T

kXk и Y
T

kXkX
T

kYk, соответству-

ющими максимальным собственным значениям.

Утверждение 3. Вычисленные вектора ⌧ k и ⌫k с помощью итеративной про-

цедуры обновления (6) обладают максимальной ковариацией cov(⌧ ,⌫).
Теорема 1. В случае линейных функций декодирования  x(T) = TP,  y(U) =
UQ и функции согласования g(⌧ ,⌫) = cov(⌧ ,⌫) параметры

⇥ = W(P
T
W)�1

BQ

являются оптимальными для модели (2).

Финальная модель является линейной, низкоразмерной в скрытом простран-

стве. Это снижает избыточность данных и повышает стабильность модели.

Пусть f1(x1,⇥1), f2(x2,⇥2) � линейные модели декодирования сигналов.

Определение 10. Назовём аддитивной суперпозицией моделей декодирования

модель (2) вида

Y = f(x,⇥) + " = f1(x1,⇥1) + f2(x2,⇥2) + " = ⇥
T

1x1 +⇥
T

2x2 + ", (7)

где вектор x = [x1,x2] 2 Rn
состоит из двух подвекторов x1 2 Rk

, x2 2 Rn�k
.
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Утверждение 4. Оптимальная матрица параметров ⇥ для модели (7), достав-

ляющая минимум функции ошибки (3), имеет вид:

⇥1 = (X
T

1MX2X1)
�1
X

T

1MX2Y, ⇥2 = (X
T

2MX1X2)
�1
X

T

2MX1Y,

MXi = (I�PXi), PXi = Xi(X
T

iXi)
�1
X

T

i , i = {1, 2}.
Утверждение 5. Оптимальная подматрица ⇥2 в модели (7) является решением

задачи регрессии

kY1 �X21⇥2k2 ! min
⇥2

,

где Y1 = MX1Y, X21 = MX1X2.

Утверждение 6. Если в задаче (7) span(X1)\ span(X2) = ?, то есть столбцы

матрицы X1 ортогональны столбцам матрицы X2, то ⇥2 является решением

задачи регрессии

kY �X2⇥2k2 ! min
⇥2

.

Утверждение 7. Ошибка аддитивной суперпозиции моделей не превышает

ошибки каждой из отдельных моделей

L(⇥⇤,X,Y) 6 L(⇥1,X1,Y), L(⇥⇤,X,Y) 6 L(⇥2,X2,Y).

Утверждение 8. Пусть для аддитивной суперпозиции моделей (7) выполнены

следующие условия

Y 6= PX2Y, X1 6= PX2X1, Y
T
MX2X1 6= 0.

Тогда выполнено строгое неравенство

L(⇥⇤,X,Y) < L(⇥2,X2,Y).

Глава 3 посвящена задаче выбора признаков для задачи декодирования

сигналов. Задача выбора признаков заключается в поиске оптимального под-

множества A ⇢ {1, . . . , n} индексов признаков среди всех возможных 2n � 1
вариантов. Существует взаимооднозначное отображение между подмножеством

A и булевым вектором a 2 {0, 1}n, компоненты которого указывают, выбран ли

признак. Для нахождения оптимального вектора a введем функцию ошибки

выбора признаков S(a,X,Y):

a = argmin
a02{0,1}n

S(a0,X,Y). (8)

Целью выбора признаков является построение функции S(a,X,Y).
Для решения задачи (8) применяется релаксация задачи (8) к непрерывной

области определения [0, 1]n:

z = argmin
z02[0,1]n

S(z0,X,Y).
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Решение (8) восстанавливается с помощью отсечения по порогу a = [aj]nj=1,

aj = [zj > ⌧ ]. Как только решение a задачи (8) получено, задача (3) принимает

вид:

L(⇥A,XA,Y) = kY �XA⇥Ak22 ! min
⇥A

.

Если между столбцами исходной матрицы X существует линейная зависи-

мость, то решение задачи линейной регрессии

k� �X✓k22 ! min
✓2Rn

.

оказывается неустойчивым. Методы выбора признаков находят подмноже-

ство A 2 {1, . . . , n} оптимальных столбцов матрицы X.

Метод QPFS выбирает некоррелированные признаки, релевантные целевому

столбцу �. Введем две функции: Sim(X) контролирует избыточность между

признаками, Rel(X,�) содержит релевантности между каждым признаком и

целевым столбцом.

Метод QPFS минимизирует следующую функцию ошибки

z
T
Qz| {z }

Sim

�↵ · bT
z|{z}

Rel

! min
z2Rn

+

kzk1=1

. (9)

Элементы матрицы парных взаимодействий Q 2 Rn⇥n
содержат коэффици-

енты попарного сходства между признаками. Вектор релевантностей призна-

ков b 2 Rn
выражает сходство между каждым признаком и целевым столбцом �.

Нормированный вектор z отражает значимость каждого признака. Параметр ↵
позволяет контролировать компромисс между Sim и Rel:

↵ =
Q

Q+ b
, где Q = mean(Q), b = mean(b).

Для измерения сходства используется выборочный коэффициент корреляции

Пирсона между парами признаков для функции Sim, и между признаками и

целевым столбцом для функции Rel:

Q =
⇥
|corr(�i,�j)|

⇤n
i,j=1

, b = [|corr(�i,�)|]
n
i=1 .

В случае векторной целевой переменной компоненты целевой переменной

коррелируют между собой. Предлагаются методы, учитывающие зависимости

как в исходном, так и в целевом пространствах.

Агрегация релевантностей целевых столбцов. Чтобы применить метод

QPFS к векторному случаю (r > 1), релевантности признаков агрегируются по

всем r компонентам целевой переменной. Вектор релевантностей b агрегируется

по всем компонентам целевой переменной и определяется как

b =

"
rX

k=1

|corr(�i,�k)|
#n

i=1

.
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Недостатком такого подхода является отсутствие учёта зависимостей в столбцах

матрицы Y.

Симметричный учёт значимости признаков и целевых перемен-
ных. Добавим член Sim(Y) и изменим член Rel(X,Y) следующим образом:

↵1 · z
T

xQxzx| {z }
Sim(X)

�↵2 · z
T

xBzy| {z }
Rel(X,Y)

+↵3 · z
T

yQyzy| {z }
Sim(Y)

! min
zx>0n,1

T
nzx=1

zy>0r,1
T
r zy=1

. (10)

Определим элементы матриц Qx 2 Rn⇥n
, Qy 2 Rr⇥r

и B 2 Rn⇥r
следующим

образом:

Qx =
⇥
|corr(�i,�j)|

⇤n
i,j=1

, Qy = [|corr(�i,�j)|]ri,j=1 , B = [|corr(�i,�j)|]i=1,...,n
j=1,...,r

.

Вектор zx содержит коэффициенты значимости признаков, zy � коэффициенты

значимости целевых столбцов.

Утверждение 9. Баланс между Sim(X), Rel(X,Y) и Sim(Y) в задаче (10)

достигается при

[↵1,↵2,↵3] =
1

QyB +QxQy +QxB

⇥
QyB, QxQy, QxB

⇤
.

Здесь Qx, B и Qy � средние значения соответствующих матриц Qx, B и Qy

членов Sim(X), Rel(X,Y) и Sim(Y).
Минимаксная постановка задачи выбора признаков. Сформулируем

две взаимосвязанные задачи:

↵1 · z
T

xQxzx| {z }
Sim(X)

�↵2 · z
T

xBzy| {z }
Rel(X,Y)

! min
zx>0n,

1
T
nzx=1

, ↵3 · z
T

yQyzy| {z }
Sim(Y)

+↵2 · z
T

xBzy| {z }
Rel(X,Y)

! min
zy>0r,

1
T
r zy=1

. (11)

Задачи (11) объединяются в совместную минимакс или максмин постановку

min
zx>0n

1
T
nzx=1

max
zy>0r

1
T
r zy=1

f(zx, zy),

0

B@или max
zy>0r

1
T
r zy=1

min
zx>0n

1
T
nzx=1

f(zx, zy)

1

CA , (12)

где

f(zx, zy) = ↵1 · z
T

xQxzx| {z }
Sim(X)

�↵2 · z
T

xBzy| {z }
Rel(X,Y)

�↵3 · z
T

yQyzy| {z }
Sim(Y)

.

Теорема 2. Для положительно определенной матрицы Qx и Qy, максмин и

минимакс задачи (12) имеют одинаковое оптимальное значение.

Утверждение 10. Минимаксная задача (12) эквивалентна задаче квадратич-

ного программирования с n+ r + 1 переменными.
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Несимметричный учёт значимостей признаков и целевых перемен-
ных. Добавим линейный член b

T
zy в член Rel(X,Y) следующим образом:

↵1 · z
T

xQxzx| {z }
Sim(X)

�↵2 ·
⇣
z

T

xBzy � b
T
zy

⌘

| {z }
Rel(X,Y)

+↵3 · z
T

yQyzy| {z }
Sim(Y)

! min
zx>0n,1

T
nzx=1

zy>0r,1
T
r zy=1

. (13)

Утверждение 11. Пусть вектор b равен

bj = max
i=1,...n

[B]i,j.

Тогда значение коэффициентов значимостей вектора zy будут неотрицательными

в Rel(X,Y) для задачи (13).

Утверждение 12. Баланс между членами Sim(X), Rel(X,Y) и Rel(X,Y) для

задачи (13) достигается при следующих коэффициентах:

[↵1,↵2,↵3] =
1

Qy

�
b� B

�
+QxQy +QxB

⇥
Qy

�
b� B

�
, QxQy, QxB

⇤
.

Теорема 3. В случае скалярной целевой переменной (r = 1) предлагаемые

методы выбора признаков SymImp (10), MinMax (12), AsymImp (13) совпадают

с оригинальным методом QPFS (9).

Таблица 1 демонстрирует основные задачи и функции ошибок для каждого

метода. RelAgg является базовой стратегией и не учитывает корреляции в целе-

вом пространстве. SymImp штрафует попарные корреляции между целевыми

столбцами. MinMax более чувствителен к целевым столбцам, которые трудно

предсказать. Стратегия Asymimp добавляет линейный член к функции SymImp,

чтобы сделать вклад исходных признаков и целевых столбцов асимметричным.

Таблица 1: Обзор предлагаемых обобщений метода QPFS для векторной целевой

переменной

Метод Задача Функция ошибки S(z|X,Y)

RelAgg min
⇥
Sim(X)� Rel(X,Y)

⇤
min
zx

⇥
(1� ↵) · zT

xQxzx � ↵ · zT

xB1r

⇤

SymImp
min

⇥
Sim(X)� Rel(X,Y)

+ Sim(Y)
⇤ min

zx, zy

h
↵1 · z

T

xQxzx � ↵2 · z
T

xBzy + ↵3 · z
T

yQyzy

i

MinMax
min

⇥
Sim(X)� Rel(X,Y)

⇤

max
⇥
Rel(X,Y) + Sim(Y)

⇤ min
zx

max
zy

⇥
↵1 · z

T

xQxzx � ↵2 · z
T

xBzy � ↵3 · z
T

yQyzy

⇤

AsymImp
min

⇥
Sim(X)� Rel(X,Y)

⇤

max
⇥
Rel(X,Y) + Sim(Y)

⇤ min
zx,zy

⇥
↵1 · z

T

xQxzx � ↵2 ·
⇣
z

T

xBzy � b
T
zy

⌘
+ ↵3 · z

T

yQyzy

⇤

В главе 4 предлагается метод выбора активных параметров модели с ис-

пользованием метода выбора признаков с помощью квадратичного програм-

мирования. Приводится анализ параметров модели, которые не находятся в

оптимуме.
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Модель f(x,✓) с параметрами ✓ 2 Rp
предсказывает целевую перемен-

ной y 2 Y по исходной переменной x 2 X. Пространство Y представляет собой

бинарные метки классов {0, 1} для задачи двухклассовой классификации и R для

задачи регрессии. Параметры ✓ вычисляются минимизацией функции ошибки:

✓⇤ = argmin
✓2Rp

L(✓,X,y). (14)

В качестве функции ошибки L(✓,X,y) рассматриваются квадратичная ошибка

для задачи регрессии:

L(✓,X,y) =
1

2
ky � f(X,✓)k22 =

1

2

mX

i=1

�
yi � f(xi,✓)

�2
, (15)

и функция кросс-энтропии для задачи бинарной классификации:

L(✓,X,y) =
mX

i=1

⇥
yi log f(xi,✓) + (1� yi) log

�
1� f(xi,✓)

�⇤
. (16)

Для выбора вектора обновлений �✓ используется метод оптимизации Ньюто-

на. Метод Ньютона нестабилен и вычислительно сложен. В работе предлагается

стабильный метод Ньютона. Перед шагом градиента предлагается выбрать

подмножество активных параметров модели, которые оказывают наибольшее

влияние на функцию ошибки L(✓,X,y).
Определение 11. Параметр ✓j для модели f(x,✓) является активным, если

J
T
(f(x,✓)� y) 6= 0.
Обновление параметров производится только для отобранного множества

индексов A =
�
j : aj = 1, a 2 {0, 1}p

 
,

✓kA = ✓k�1
A +�✓k�1

A , ✓A = {✓j : j 2 A}; ✓kĀ = ✓k�1
Ā , ✓Ā = {✓j : j /2 A}.

Метод QPFS выбирает подмножество параметров a для вектора обновлений �✓,

которые оказывают наибольшее влияние на вектор остатков и являются попарно

независимыми:

a = argmax
a02{1,0}p

S(a0,X,y,✓) , argmin
a2Rp

+, kak1=1

⇥
a

T
Qa� ↵ · bT

a
⇤
.

Метод Ньютона использует условие оптимизации первого порядка для зада-

чи (14) и линеаризует градиент S(✓):

rS(✓ +�✓) = rS(✓) +H ·�✓ = 0, �✓ = �H
�1rS(✓),

где H = r2S(✓) является матрицей Гессиана функции ошибки S(✓).
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Теорема 4. Пусть модель f(x,✓) близка к линейной в окрестности точки ✓+�✓

f(X,✓ +�✓) ⇡ f(X,✓) + J ·�✓,

где J 2 Rm⇥p
является матрицей Якоби. Тогда вектор обновления �✓ для

функции ошибки (15) является решением задачи линейной регрессии

ke� F�✓k22 ! min
�✓2Rp

, e = f � y, F = J. (17)

Теорема 5. Рассмотрим модель логистической регрессии вида f(x,✓) = �(x
T
✓)

с сигмоидной функцией активации �(·). Вектор обновлений �✓ для функции

ошибки (16) является решением задачи линейной регрессии

ke� F�✓k22 ! min
�✓2Rp

, e = R
�1/2(y � f) F = R

1/2
X. (18)

Предлагается адаптация метода QPFS для решения задач (17) и (18). Мат-

рица парных взаимодействий Q и вектор релевантностей b имеют вид

Q = Sim(F), b = Rel(F, e).

Утверждение 13. В оптимальной точке ✓⇤ вектор релевантностей b = Rel(F, e)
равен нулю.

В главе 5 ставится задача метрического обучения как поиск оптимальной

метрики Махаланобиса в целевом пространстве. При использовании в качестве

функции ошибки квадратичной ошибки предполагается, что целевое простран-

ство является евклидовым. Данное предположение не всегда является адек-

ватным. Рассматриваются задачи кластеризации и классификации множества

временных рядов.

Требуется выявить кластерную структуру данных и разбить пространство ис-

ходной переменной X на множество непересекающихся кластеров Y = {1, . . . , K},
т. е. построить отображение f : X ! Y.

Определение 12. Центроидом класса e 2 Y набора векторов E = {xi : i =
1, . . . ,m, yi = e} по расстоянию ⇢ назовем вектор ce 2 Rn

, такой что

ce = argmin
c2Rn

X

xi2E
⇢(xi,c). (19)

В случае использования в качестве расстояния ⇢ евклидовой метрики фор-

мула (19) принимает вид

c =
1

m

mX

i=1

xi, ce =

Pm
i=1[yi = ye]xiPm
i=1[yi = ye]

.

Здесь вектор c является центроидом всех строк исходной матрицы X.
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Введем в пространстве исходной переменной X расстояние Махаланобиса

dA(xi,xj) =
q

(xi � xj)
T
A�1(xi � xj), (20)

где матрица трансформаций A 2 Rn⇥n
является симметричной и неотрицатель-

но определенной (A
T
= A, A ⌫ 0). Зададим в качестве матрицы трансформации

матрицу выборочной ковариации

A =
1

m

mX

i=1

(xi � c)(xi � c)
T
. (21)

Поставим задачу кластеризации как задачу минимизации межкластерного рас-

стояния

L
�
{cj}Kj=1,X,y

�
= �

KX

j=1

mjd
2
A(cj, c) ! min

cj2RT
, (22)

где mj =
Pm

i=1[yi = yj] � число векторов в кластере j. Найдем такую матрицу A,

для которой функционал качества принимает максимальное значение:

A
⇤ = argmin

A2Rn⇥n

S
�
{c⇤j}Kj=1,X,y

�
, (23)

где {c⇤j}Kj=1 � решение задачи кластеризации (22).

Для решения задач (22), (23) используется алгоритм адаптивного метри-

ческого обучения. Предлагается понизить размерность пространства исходной

переменной X с помощью линейного преобразования P 2 Rl⇥n
, P

T
P = I, где

новая размерность l < n.

Расстояния между векторами вычисляются по формуле (20), где в качестве

матрицы Â используется матрица ковариаций (21) множества векторов {t̂i}mi=1

Â =
1

m

mX

i=1

(ti � ĉ)(ti � ĉ)
T
=

1

m

mX

i=1

P(xi � c)(xi � c)
T
P

T
= PAP

T
.

Определение 13. Взвешенной индикаторной матрицей назовем матрицу

N 2 Rm⇥K
, элементы которой равны nij =

1p
mj
[f(xi) = yj].

Задача кластеризации (22) и задача метрического обучения (23) сводятся к

общей задаче минимизации функции ошибки

L = � 1

m
trace(N

T
X

T
P

T
Â

�1
PXN) ! min

P,N
. (24)

Для решения задачи (24) используется EM алгоритм.

Утверждение 14. Обозначим B = XNN
T
X

T
. Обозначим через P =

[v1, . . . ,vr]
T

матрицу, состоящую из r собственных векторов матрицы A
�1
B,

отвечающих наибольшим собственным значениям. Тогда решением (24) является

ортогональная матрица, полученная QR-разложением матрицы P
T
.
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Для оптимизации матрицы N с фиксированной матрицей P обозначим

K̂ = 1
mX

T
P

T
Â

�1
PX. При фиксированной матрице P задача (24) принимает

вид:

trace(N
T
K̂N) ! max

L2Rm⇥r
.

Для нахождения оптимального соответствия между временными рядами при

решении задачи классификации предлагается процедура выравнивания времен-

ных рядов. Представим модель классификации a : X ! Y в виде суперпозиции

a(x) = b � f �G
�
x, {ce}Ke=1

�
,

где G � процедура выравнивания временных рядов относительно центроидов

классов {ce}Ke=1, f � алгоритм метрического обучения, b � алгоритм многоклас-

совой классификации.

Для нахождения центроида предлагается в качестве расстояния ⇢ между вре-

менными рядами использовать путь наименьшей стоимости, найденный методом

динамической трансформации времени.

Метрическое обучение. Введем на множестве выравненных временных

рядов расстояние Махаланобиса dA (20). Представим матрицу трансформации A

в виде разложения A
�1 = L

T
L.

Расстояние dA(xi,xj) есть евклидово расстояние между Lxi и Lxj:

dA(xi,xj) =
q

(xi � xj)
T
L

T
L(xi � xj) = kL(xi � xj)k2.

В качестве алгоритма метрического обучения в данной работе был выбран

алгоритм LMNN. Алгоритм минимизирует расстояния между k ближайшими

векторами, находящимися в одном классе:

Q1(L) =
X

j i

kL(xi � xj)k2 ! min
L

,

где j  i означает, что xj является одним из k ближайших соседей для xi.

Также алгоритм максимизирует расстояния между каждым вектором и его

векторами-нарушителями.

Определение 14. Вектором-нарушителем для xi назовем вектор xl такой,

что

kL(xi � xl)k2 6 kL(xi � xj)k2 + 1, где j  i.

Таким образом, необходимо минимизировать следующий функционал:

Q2(L) =
X

j i

X

l

[yi 6= yl]
⇥
1 + kL(xi � xj)k2 � kL(xi � xl)k2

⇤
+
! min

L
.
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Задача метрического обучения состоит в нахождении линейного преобразова-

ния f(x) = Lx, то есть нахождении матрицы L в виде решения оптимизационной

задачи

Q(L) = µQ1(L) + (1� µ)Q2(L) ! min
L

.

В главе 6 ставится задача порождения информативного признакового

пространства. Временные ряды акселерометра образуют множество S сегмен-

тов s = [x1, . . . , xT ]
T

фиксированной длины T . Необходимо построить модель

классификации a : RT ! Y. Пусть {(si, yi)}mi=1 � исходная выборка, где si 2 S
и yi = a(si) 2 Y.

Предлагается построить модель a в виде суперпозиции a = f � g.

Определение 15. Порождающей функцией будем называть функцию g : RT !
X, отображающую исходные временные ряды s из пространства RT

в признако-

вое пространство X ⇢ Rn
.

Имея порождающую функцию g, преобразуем исходную выборку в

{(xi, yi)}mi=1, где xi = g(si) 2 X.

Модель классификации f = f(x,✓) является параметрической функцией с

вектором параметров ✓. Оптимальные параметры ✓⇤ определяются оптимизаци-

ей функции ошибки классификации

✓⇤ = argmin
✓

L(✓,X,y,µ).

Экспертные функции. Признаковым описанием g(s) временного ряда s

являются значения заданных экспертных статистик

x = g(s) = [g1(s), . . . , gn(s)]
T
.

Авторегрессионная модель. Оптимальные параметры w
⇤

авторегресси-

онной модели используются как признаки g(s):

x = g(s) = w
⇤ = argmin

w2Rn

 
TX

t=n

kxt �w
T
xt�n:t�1k2

!
.

Анализ сингулярного спектра. Признаковое описание временного ряда s

задаётся спектром матрицы S
T
S, где S траекторная матрица:

x = g(s) = [�1, . . . ,�n]
T

.

Аппроксимация сплайнами. Предполагается, что узлы сплайна {⇠`}M`=0
равномерно распределены по временной оси. Кусочные модели, построенные на

отрезках [⇠`�1; ⇠`], заданы коэффициентами {w`}M`=1. Объединение всех парамет-

ров сплайна задаёт признаковое описание временного ряда:

x = g(s) = [w1, . . . ,wM ]
T

.

В заключении представлены основные результаты диссертационной рабо-

ты.

21



1. Исследована задача декодирования сигналов в пространствах высокой раз-

мерности. Предложены методы, учитывающие зависимости как в исходном,

так и в целевом пространстве сигналов.

2. Предложены методы согласования зависимостей в скрытых пространствах.

Доказаны теоремы об оптимальности предлагаемых методов декодирова-

ния сигналов.

3. Предложены методы выбора признаков, для случая векторной целевой

переменной. Предложенные методы доставляют устойчивые и адекватные

решения в пространствах высокой размерности.

4. Предложены методы согласования скрытых пространств для нелинейных

моделей. Предложен метод выбора активных параметров для оптимизации

нелинейной модели.

5. Предложен алгоритм метрического обучения для задачи анализа времен-

ных рядов с процедурой динамического выравнивания.

6. Предложены модели для построения нейрокомпьютерных интерфейсов

между гетерогенными наборами сигналов.
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