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СПИСОК СОКРАЩЕНИЙ И УСЛОВНЫХ ОБОЗНАЧЕНИЙ 

ANFIS – Adaptive Neuro-Fuzzy Inference System; адаптивная нейро-нечёткая система вы-

вода 

AOMO – AutoML for Model Explanation; класс решений, в которых построение объяснения 

включено в контур автоматизированного выбора и проверки 

AOPC – Area Over the Perturbation Curve; метрика оценки качества объяснения, отража-

ющая изменение качества модели при последовательном возмущении наиболее 

значимых признаков 

AUC – Area Under the Curve; площадь под кривой 

AutoML – Automated Machine Learning; автоматизированное машинное обучение 

AutoXAI – Automated Explainable Artificial Intelligence; автоматизированный контур выбора, 

настройки, сопоставления и оценки методов объяснения в составе жизненного 

цикла модели 

BI-RADS – Breast Imaging-Reporting and Data System; система стандартизированного описа-

ния и категоризации результатов исследований молочной железы 

CAD – Computer-Aided Detection/Diagnosis; компьютерная поддержка выявления и диа-

гностики 

CAM – Class Activation Mapping; семейство методов визуализации значимых областей 

входа, влияющих на решение модели 

CLAHE – Contrast Limited Adaptive Histogram Equalization; адаптивное выравнивание ги-

стограммы с ограничением контраста 

CNN – Convolutional Neural Network; свёрточная нейронная сеть 

CRF – Conditional Random Fields; условные случайные поля 

CXR – Chest X-Ray; рентгенограмма органов грудной клетки 

DARTS – Differentiable Architecture Search; дифференцируемый поиск архитектуры 

нейронной сети 

DevOps – Development and Operations; практики совместной разработки и эксплуатации 

программного обеспечения 

DICOM – Digital Imaging and Communications in Medicine; стандарт хранения и передачи 

медицинских изображений 
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ENAS – Efficient Neural Architecture Search; эффективный поиск архитектуры нейронной 

сети 

ExplainRunResult – унифицированная структура результата выполнения XAI-конвейера, 

содержащая полученные объяснения, значения метрических показателей и ин-

формацию о параметрах выполнения 

ExplainSpec – декларативная спецификация запроса на построение объяснения, определяющая 

входные данные, целевую задачу, параметры генерации объяснения и уровень 

детализации результата 

FFR – Fractional Flow Reserve; фракционный резерв кровотока 

Grad-CAM – Gradient-weighted Class Activation Mapping; метод визуального объяснения ре-

шений нейросетевой модели на основе градиентно-взвешенных карт активации 

IEC – International Electrotechnical Commission; Международная электротехническая 

комиссия 

IEEE – Institute of Electrical and Electronics Engineers; Институт инженеров электротех-

ники и электроники 

ISO – International Organization for Standardization; Международная организация по 

стандартизации 

KernelSHAP – модельно-независимая реализация метода SHAP на основе ядерной аппроксима-

ции 

LIME – Local Interpretable Model-agnostic Explanations; модельно-независимый метод 

локального объяснения предсказаний 

LLM – Large Language Model; большая языковая модель, обученная на больших масси-

вах текста для понимания и генерации естественного языка 

MCP – Model Context Protocol; протокол, позволяющий языковым моделям подклю-

чаться к локальным файлам, базам данных и инструментам разработчика 

MLOps – Machine Learning Operations; практики эксплуатации и сопровождения моделей 

машинного обучения 

NAS – Neural Architecture Search; поиск архитектуры нейронной сети 

PACS – Picture Archiving and Communication System; система архивирования и передачи 

медицинских изображений 

PGMI – Perfect, Good, Moderate, Inadequate; шкала оценки качества укладки при маммо-

графии 

RIS – Radiology Information System; радиологическая информационная система 
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RuntimeConfig – конфигурация среды выполнения, фиксирующая вычислительные ресурсы, 

параметры сохранения артефактов и сведения об окружении, необходимые для 

обеспечения воспроизводимости эксперимента 

self-attention – механизм самовнимания 

SHAP – SHapley Additive exPlanations; метод объяснения предсказаний на основе значе-

ний Шепли 

SMAC – Sequential Model-based Algorithm Configuration; последовательная модельно-

ориентированная настройка алгоритмов 

TIMI – Thrombolysis in Myocardial Infarction; шкала оценки коронарного кровотока 

TreeSHAP – специализированная реализация метода SHAP для деревообразных моделей 

XAI – Explainable Artificial Intelligence; объяснимый искусственный интеллект 

XAIRegistry – реестр методов объяснения, обеспечивающий регистрацию, проверку примени-

мости и создание экземпляров объяснителей, используемых в рамках XAI-кон-

вейера 

ВАК – Высшая аттестационная комиссия при Министерстве науки и высшего образо-

вания Российской Федерации 

ГОСТ Р – национальный стандарт Российской Федерации 

ГП – городская поликлиника 

ИБС – ишемическая болезнь сердца 

ИИ – искусственный интеллект 

ЛПУ – лечебно-профилактическое учреждение 

л/у – лимфатический узел 

МО – медицинская организация 

НИР – научно-исследовательская работа 

ОИИ 1.0 – этап развития объяснимого искусственного интеллекта, основанный преимуще-

ственно на постмодельных методах объяснения 

ОИИ 2.0 – этап развития объяснимого искусственного интеллекта, ориентированный на 

встроенную, многоуровневую, воспроизводимую и согласованную объясни-

мость 

ОИЯИ – Объединённый институт ядерных исследований 

РМЖ – рак молочной железы 

РНФ – Российский научный фонд 
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СППР – система поддержки принятия решений 

ТКО – твёрдые коммунальные отходы 

УЗИ – ультразвуковое исследование 

ХОБЛ – хроническая обструктивная болезнь лёгких 

ЭВМ – электронная вычислительная машина 
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СПИСОК ТЕРМИНОВ 

Агрегирование объяснений – режим совместной обработки однородных объяснений, при кото-

ром частные объяснения приводятся к общему пространству представления и единой шкале и 

сводятся в одно итоговое представление (например, взвешенным усреднением или по правилам 

коллективного ранжирования). 

Адаптер модели – интерфейсный слой между ядром платформы и конкретной моделью машин-

ного обучения, унифицирующий работу с моделями независимо от библиотеки и архитектуры. 

Ансамблирование объяснений – совместная обработка нескольких частных объяснений, полу-

ченных разными методами, моделями, запусками или для разных модальностей, с целью постро-

ения итогового объяснения; включает режимы агрегирования, объединения и комплексирования. 

Артефакты эксперимента – обученные модели, карты объяснений, вычисленные метрики, кон-

фигурации запуска и отчёты, полученные при выполнении XAI-конвейера. 

Архитектурная объяснимость – форма объяснимости, при которой связь между результатом и 

механизмом его получения поддерживается на уровне архитектуры системы. 

Верность объяснения (faithfulness) – степень соответствия объяснения реальному поведению мо-

дели; для карт значимости оценивается по изменению предсказания при последовательном уда-

лении или вставке наиболее значимых признаков. 

Внутренняя согласованность объяснения – свойство многоуровневого объяснения, при котором 

его уровни подтверждают друг друга и образуют единую причинно и содержательно связанную 

структуру. 

Внутриметодная неопределённость – составляющая неопределённости, вызванная разбросом ре-

зультатов повторных запусков одного и того же метода. 

Воспроизводимость объяснения – возможность повторного получения сопоставимого объясне-

ния при фиксированных условиях построения модели, данных и метода. 

Воспроизводимый выбор объяснителя – формализованная процедура выбора метода объяснения 

по единым критериям качества, устойчивости, неопределённости и вычислительной стоимости с 

учётом контекста задачи, выполняемая в фиксированном протоколе сравнения допустимых кан-

дидатов и потому допускающая повторение. 

Встроенная объяснимость – объяснимость, обеспечиваемая архитектурой модели и непосред-

ственно связанная с механизмом её вывода. 
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Вычислительная стоимость объяснения – время и вычислительные ресурсы, затрачиваемые на 

построение объяснения. 

Гетерогенные объяснения – объяснения, различающиеся по способу построения, форме пред-

ставления, уровню анализа или модальности данных. 

Глобальная объяснимость – характеристика объяснения, раскрывающего общие закономерности 

поведения модели в целом. 

Граф объяснения – ориентированный граф, вершины которого соответствуют уровням объясне-

ния, а рёбра отражают допустимые переходы между ними и их внутреннюю связность. 

Доверенный искусственный интеллект – подход к построению и применению систем ИИ, при 

котором значимыми являются не только результативность, но и проверяемость, воспроизводи-

мость, устойчивость, управляемость рисков и обоснованность выводов. 

Интегральная неопределённость объединённого объяснения – характеристика границ доверия к 

объединённому объяснению, складывающаяся из межметодной, внутриметодной и межмодель-

ной неопределённости; в мультимодальных системах межмодальная неопределённость оценива-

ется отдельно. 

Интегральная оценка качества объяснения – обобщённый показатель пригодности объяснения, 

получаемый свёрткой частных метрик верности, устойчивости, полноты, простоты и вычисли-

тельной стоимости. 

Интегральный индекс доверия (trust score) – агрегированная оценка пригодности объяснения, по-

строенная по показателям верности, устойчивости и согласованности, результатам sanity-про-

верки и визуальной пригодности. 

Интерпретация – форма, в которой объяснение представлено пользователю, эксперту или иссле-

дователю. 

Интерпретируемая модель – модель, структуру и логику работы которой специалист может со-

держательно проанализировать, не прибегая к одним лишь внешним объясняющим процедурам. 

Интерпретируемость – свойство модели, показывающее, насколько обозрима её внутренняя 

структура и можно ли проследить связь между устройством модели и её выводом. 

Интерпретируемый уровень объяснения – уровень, на котором внутренние зависимости модели 

переводятся в правила, концепты, прототипы, нечёткие термы и другие конструкции, соотноси-

мые с предметной областью. 

Квантификация неопределённости объяснения – процедура, которая выявляет и количественно 

выражает неопределённость, нестабильность или вариативность итогового объяснения. 
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Комплексирование объяснений – режим совместной обработки, при котором итоговое представ-

ление сохраняет разнородную структуру входящих объяснений и не сводит их к одному носи-

телю. 

Контекст применения – кортеж параметров задачи, учитываемых при выборе объяснителя: тип 

данных и модальность, класс модели, вычислительный бюджет, прикладные ограничения и тре-

бования надёжности, а также цель объяснения. 

Локальная объяснимость – объяснимость на уровне отдельного решения модели для конкретного 

объекта или случая. 

Межметодная неопределённость – составляющая неопределённости, вызванная расхождением 

результатов разных объяснителей. 

Межмодальная когерентность – степень согласованности объяснительных сигналов, полученных 

из разных модальностей данных в мультимодальной системе. 

Межмодальная неопределённость – составляющая неопределённости, вызванная конфликтом 

объяснений, полученных по разным модальностям данных; вычисляется как дополнение межмо-

дальной когерентности до единицы. 

Межмодельная неопределённость – составляющая неопределённости, вызванная различием объ-

яснений, построенных для нескольких моделей сопоставимого качества. 

Межуровневое расхождение – мера несоответствия между объяснительными объектами двух 

уровней, которая вычисляется после их приведения к сопоставимой форме и показывает, 

насколько уровни расходятся по содержанию, структуре или количественным оценкам. 

Метрический контур оценки качества объяснений – набор формальных критериев, протоколов 

проверки и правил сравнения, при котором качество объяснений оценивается сопоставимо и вос-

производимо. 

Метрический протокол – процедура количественной оценки качества объяснений. Она выполня-

ется после их генерации, не зависит от объясняющего метода и включает фиксированный набор 

проверок и метрик. 

Многоуровневое объяснение – объяснение, в котором сохранена связь между уровнями представ-

ления результата, от признаков и внутренних представлений модели до концептов и итогового 

вывода. 

Многоуровневое представление объяснения – запись объяснения кортежем взаимосвязанных 

компонентов признакового, модельного, интерпретируемого и результирующего уровней. 
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Многоуровневость интеллектуальной системы – характеристика организации сложной интеллек-

туальной системы, при которой путь от входных данных к итоговому выводу проходит через 

несколько взаимосвязанных уровней представления, обработки и интерпретации. 

Модельный уровень объяснения – уровень, на котором описываются внутренние представления 

модели, активации, латентные переменные, карты внимания и иные объекты, отражающие внут-

реннюю механику вывода. 

Мультимодальное объяснение – объяснение, формируемое на основе нескольких модальностей 

данных и отражающее их согласованный вклад в итоговый вывод. 

Объединение объяснений – режим совместной обработки, при котором итоговое объяснение 

строится поуровнево из нескольких частных объяснений с сохранением метаданных об их про-

исхождении, весе и роли. 

Объяснение – результат процедуры раскрытия оснований вывода модели в форме, пригодной для 

анализа и проверки. 

Объяснимость – свойство интеллектуальной системы представлять основания вывода в понят-

ной, проверяемой и практически значимой форме. 

Объяснитель – метод, алгоритм или программный компонент, предназначенный для формирова-

ния объяснения вывода модели. 

Объяснительный контур – процедуры, средства и критерии, с помощью которых объяснения 

строятся, представляются, проверяются и используются на протяжении жизненного цикла си-

стемы ИИ. 

Оператор переноса – отображение, которое переводит объяснительный объект одного уровня в 

форму, сопоставимую с объектами другого уровня, сохраняя содержательную корректность пе-

рехода. 

Оператор согласования уровней объяснения – оператор, переводящий исходное многоуровневое 

объяснение в согласованное. Для этого шкалы уровней нормализуются, области определения 

унифицируются, атрибуты синхронизируются, а перенос информации между уровнями подчиня-

ется заданным правилам. 

Плагин объяснения (XAI-плагин) – программный модуль с реализацией конкретного метода объ-

яснения, подключаемый к платформе через стандартизованный интерфейс. 

Полнота объяснения – степень, в которой объяснение охватывает значимые факторы, определя-

ющие поведение модели. 
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Постмодельное объяснение (постмодельная интерпретация) – подход, при котором объяснение 

строится по уже полученному результату модели и в её внутренний механизм вывода не входит. 

Признаковый уровень объяснения – уровень, на котором описывается вклад входных данных в 

итоговое решение: локальные атрибуции, ранги и карты важности признаков. 

Прозрачность – свойство интеллектуальной системы, состоящее в открытости её исходных пред-

посылок, данных, процедур обучения, обновления и контроля, а также условий применения. 

Простота объяснения – степень, в которой итоговая форма объяснения обозрима, компактна и 

понятна пользователю. 

Результирующий уровень объяснения – уровень, на котором согласованное объяснение прини-

мает форму, пригодную для предъявления человеку, экспертной системе или внешнему про-

граммному модулю. 

Согласование объяснений – установление содержательной и структурной связи между несколь-

кими объяснениями или уровнями объяснения. 

Стратегия маршрутизации – механизм выбора метода объяснения или конфигурации конвейера 

на основе правил, эвристик или процедур оптимизационного поиска. 

Устойчивое ядро объяснения – совокупность компонентов объяснения, которые воспроизводятся 

при использовании разных методов, запусков или моделей и потому могут рассматриваться как 

наиболее надёжная часть итоговой интерпретации. 

Устойчивость объяснения (stability) – степень сохранения структуры и содержания объяснения 

при малых реалистичных изменениях входа, параметров метода или условий запуска. 

Чёрный ящик – модель или система, внутренний механизм вывода которой недоступен для непо-

средственного анализа либо практически не поддаётся содержательной интерпретации. 

ExplainPlan – план выполнения XAI-конвейера, представляющий собой упорядоченную последо-

вательность операций обработки запроса, включая выбор методов объяснения и протоколов их 

проверки. 

Provenance – метаданные об условиях выполнения эксперимента, в том числе о версиях библио-

тек, параметрах среды и конфигурации запуска. 

SafetyGuard – подсистема предварительной проверки применимости метода объяснения. До за-

пуска она сверяет выбранный алгоритм с типом модели, структурой данных и условиями выпол-

нения. 
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Sanity-проверка – проверка чувствительности метода объяснения к рандомизации параметров 

модели. Она позволяет выявить псевдообъяснения, не зависящие от структуры модели. 

TrustEvaluator – модуль, который сводит метрические показатели качества объяснения и сигналы 

неопределённости модели в интегральный индекс доверия и выдаёт диагностические предупре-

ждения. 

XAI-конвейер – формализованная последовательность этапов генерации объяснений, включаю-

щая подготовку данных, получение предсказания модели, построение объяснения, метрическую 

проверку его качества и сохранение артефактов. 
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ВВЕДЕНИЕ 

Актуальность темы. Модели искусственного интеллекта всё шире применяются в зада-

чах, где цена ошибки высока. Высокой точности в таких задачах мало. Нужно проследить, как 

получено решение, оценить его устойчивость и меру достоверности. Объяснимость становится 

здесь необходимым условием надёжного, воспроизводимого и практически значимого примене-

ния ИИ, и считать её факультативным свойством модели уже нельзя. Государственная значи-

мость развития ИИ закреплена Указом Президента Российской Федерации от 10.10.2019 № 490 

«О развитии искусственного интеллекта в Российской Федерации» [1] и Указом Президента Рос-

сийской Федерации от 15.02.2024 № 124 [2]. Последним внесены изменения в указанный акт и в 

Национальную стратегию развития искусственного интеллекта на период до 2030 года. 

Острее всего проблема объяснимости стоит в здравоохранении. Ошибка здесь обходится 

особенно дорого, медицинские данные часто неполны и неоднозначны, а результат модели дол-

жен согласовываться с профессиональной логикой врача. Поэтому к интерпретируемости и обос-

нованности вычислительного вывода предъявляются повышенные требования. Потребность в та-

ких методах растёт по мере того, как технологии ИИ входят в медицинскую деятельность. Растёт 

она и вместе с цифровой трансформацией отрасли, которая предусматривает единый цифровой 

контур здравоохранения, структурированные электронные медицинские документы и развитие 

систем поддержки принятия врачебных решений. Эти направления отражены в распоряжении 

Правительства Российской Федерации от 17.04.2024 № 959-р и в постановлении Правительства 

Российской Федерации от 18.07.2023 № 1164 [3, 4]. 

С усложнением интеллектуальных систем одного уровня интерпретации перестаёт хва-

тать. Практически значимое объяснение должно связывать признаки, внутренние представления 

модели и содержательные выводы в одну согласованную картину. Отсюда необходимость фор-

мировать объяснения на нескольких уровнях, объединять их и явно учитывать неопределённость 

объединённого результата. Переход от отдельных объяснений к их согласованной системе и со-

ставляет одну из ключевых научных задач исследования. 

Построение систем поддержки принятия решений, интеллектуальных систем и методов 

ОИИ изучалось как в СССР и России, так и за рубежом. Из отечественных учёных вклад в эти 

направления внесли А.Н. Аверкин, В.В. Борисов, В.Б. Тарасов, О.И. Ларичев, Н.Н. Моисеев, В.П. 

Кутепов, А.П. Еремеев, Г.В. Рыбина, И.И. Зурабов, В.Л. Арлазаров, Е.В. Морозов, Ю.Н. Бабан-

ский, А.Г. Ивахненко, Б.Г. Соколов, О.В. Бондаренко, Е.А. Ляпунов, А.А. Смирнов и Д.В. Садов-

ников. На современные подходы существенно повлияли также работы Г. Саймона, М. Минского, 

М. Месаровича, Л. Заде, Р. Алиева, Б. Коско, Я. Лекуна, Й. Бенжио, Д. Хинтона, Ю. Шмидхубера, 

Т. Диттериха, Т. Митчелла, Дж. Шоу-Тейлора, Т. Хасти, Р. Тибширани, К. Бишопа, В. Вапника и 
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Дж. Пёрла. На этих исследованиях выросли современные направления ОИИ, интерпретируемых 

интеллектуальных систем и анализа данных. Ими опираются и модели, алгоритмы и программ-

ные решения для поддержки принятия решений. 

Результаты исследования востребованы на практике. Они используются в специализиро-

ванном программном обеспечении системы поддержки принятия врачебных решений ООО «МА-

КАО ИТ», в ГБУЗ Московской области «Дубненская больница», в Лаборатории информацион-

ных технологий им. М.Г. Мещерякова ОИЯИ, в Научно-исследовательском центре искусствен-

ного интеллекта и в учебном процессе Университета «Дубна». Они применялись и при выполне-

нии НИР по государственному заданию Минобрнауки РФ № 124112200072-2 и по грантам РНФ 

№ 22-71-10112 и № 22-17-00045. 

Этим определяется актуальность темы диссертационного исследования, посвящённого 

разработке методов, моделей и алгоритмов, многоуровневого формирования, согласования и 

объединения объяснений в системах ИИ с учётом неопределённости. 

Объект и предмет исследования. Объектом исследования являются процессы формиро-

вания, интерпретации и использования объяснений в системах ИИ в условиях неопределённости. 

Предметом исследования являются методы, модели и алгоритмы многоуровневого фор-

мирования, согласования, агрегирования и оценки объяснений в гетерогенных системах объяс-

нимого искусственного интеллекта. 

Целью исследования является повышение качества и воспроизводимости объяснений, 

формируемых для решений моделей машинного обучения, на основе разработки методов их мно-

гоуровневого формирования, согласования и объединения с учётом неопределённости, а также 

автоматизированного выбора метода объяснения.  

Для достижения поставленной цели были решены следующие задачи: 

1. провести системный анализ методов, моделей и подходов объяснимого искусствен-

ного интеллекта с целью выявления ограничений существующих решений, нере-

шённых задач многоуровневого формирования объяснений, их объединения и 

оценки качества; 

2. разработать методы многоуровневого формирования объяснений и их согласова-

ния в иерархически организованных объяснимых системах ИИ; 

3. разработать механизм агрегирования и объединения объяснений, включая опера-

ции над многоуровневыми модельными и постмодельными объяснениями и оценку 

неопределённости объединённого результата; 

4. сформировать протокол воспроизводимого выбора объяснителя и метрический 

контур оценки качества объяснений, связывающий качество с устойчивостью и 

воспроизводимостью; 
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5. разработать архитектуру платформы и программных компонентов, обеспечиваю-

щих оркестрацию выбора модели, формирования объяснения и процедуру про-

верки качества; 

6. апробировать платформенный подход на комплексе биомедицинских задач, демон-

стрирующих применимость многоуровневых объяснений, объединения и учёта не-

определённости в практическом контуре. 

Научная новизна диссертационного исследования заключается в следующем: 

1. метод многоуровневого формирования объяснений в иерархически организован-

ных системах ИИ, отличающийся представлением объяснимого контура в виде 

ориентированного графа узлов и переходов и формированием объяснительных 

объектов на его узлах и рёбрах с последующим выделением признакового, модель-

ного, интерпретируемого и результирующего уровней; 

2. метод согласования уровней объяснения, отличающийся использованием операто-

ров межуровневого переноса, мер расхождения и показателей согласованности для 

установления формально проверяемой связи между признаковым, модельным, ин-

терпретируемым и результирующим уровнями; 

3. формальный аппарат агрегирования, объединения и комплексирования гетероген-

ных объяснений, отличающийся разделением способов совместной обработки од-

нородных и разнородных объяснительных объектов и сохранением их типа и про-

исхождения в итоговом объяснении; 

4. метод квантификации неопределённости объединённого объяснения, учитываю-

щий расхождения между различными методами объяснения, повторными запус-

ками и моделями, а для мультимодальных систем также согласованность объясне-

ний различных модальностей; 

5. протокол воспроизводимого выбора метода объяснения и метрический контур его 

оценки, отличающиеся совместным учётом качества, устойчивости, неопределён-

ности, вычислительной стоимости и контекста применения в фиксированной про-

цедуре сопоставления кандидатов. 

Методы исследования. Задачи решаются методами дискретной математики, теории ал-

горитмов и теории вероятностей. Применяются также методы интеллектуального анализа дан-

ных и машинного обучения, обработки и анализа изображений, системного анализа, а также про-

ектирования, реализации и верификации программных систем и вычислительных контуров. 

Теоретическая и практическая значимость работы заключается в развитии положений 

объяснимого искусственного интеллекта о многоуровневом иерархическом формировании объ-
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яснений, их агрегировании и объединении с учётом неопределённости, а также в построении со-

поставимых процедур оценки качества объяснений, учитывающих их устойчивость и воспроиз-

водимость. На этой основе разработаны архитектура и программные компоненты платформы 

программно-методического комплекса для обучения и применения моделей, автоматизирован-

ного подбора моделей и методов объяснения и построения конвейеров обработки и анализа дан-

ных. Платформа формирует и оценивает объяснения с учётом неопределённости и повышает вос-

производимость вычислительных экспериментов. Результаты работы внедрены при создании 

специализированного программного обеспечения системы поддержки принятия врачебных ре-

шений, входящего в программный продукт ООО «МАКАО ИТ». По результатам исследования 

получены три свидетельства о государственной регистрации программ для ЭВМ. 

Положения, выносимые на защиту: 

1. Методы многоуровневого иерархического формирования и согласования объясне-

ний в гетерогенных системах искусственного интеллекта, реализуемые в составе 

вычислительного контура интеллектуальной системы. 

2. Методы агрегирования, объединения и комплексирования при ансамблировании 

гетерогенных объяснений, обеспечивающие совместное использование различных 

типов объяснений с учётом неопределённости итогового результата. 

3. Протокол воспроизводимого выбора метода объяснения на основе сопоставимой 

оценки качества, устойчивости, неопределённости, вычислительной стоимости и 

воспроизводимости объяснений, обеспечивающий автоматизацию выбора. 

4. Архитектурные, алгоритмические и программные решения гетерогенной гибрид-

ной платформы, обеспечивающие оркестрацию вычислений, реализацию разрабо-

танных методов формирования и оценки объяснений и их применение в задачах 

анализа данных и поддержки принятия решений. 

Достоверность научных результатов подтверждается корректным использованием ме-

тодов, обоснованием постановки задач, а также экспериментальными исследованиями на откры-

тых данных и данных индустриальных партнёров, демонстрирующими эффективность предло-

женных методов и алгоритмов, корректность работы разработанных программных решений. 

Реализация результатов работы. По результатам диссертационного исследования раз-

работаны три программы для ЭВМ, на которые получены свидетельства о государственной ре-

гистрации (см. приложение В). Разработанные методы, алгоритмы и программные средства внед-

рены при создании специализированного программного обеспечения системы поддержки приня-

тия врачебных решений в составе программного продукта ООО «МАКАО ИТ», а также исполь-

зованы в деятельности ГБУЗ Московской области «Дубненская больница», Лаборатории инфор-

мационных технологий им. М. Г. Мещерякова ОИЯИ, научно-исследовательского центра ИИ и в 
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учебном процессе Университета «Дубна», что подтверждается актами внедрения, использования 

и письмами поддержки. 

Результаты исследований также использованы при выполнении научно-исследователь-

ских работ: «Применение объяснительного искусственного интеллекта для интерпретации алго-

ритмов машинного обучения» (государственное задание Министерства науки и высшего образо-

вания Российской Федерации тема № 124112200072-2), «Гибридные модели поддержки принятия 

решений на основе методов дополненного искусственного интеллекта, когнитивного моделиро-

вания и нечёткой логики в задачах персонализированной медицины» (грант РНФ, проект № 22-

71-10112), «Научное обоснование безопасного захоронения твёрдых коммунальных отходов в 

геологической среде» (грант РНФ, проект № 22-17-00045). 

Апробация результатов. Основные положения диссертационной работы, разработанные 

модели, методы, алгоритмы и результаты практического использования, представленные в дис-

сертации, докладывались и обсуждались на научных семинарах в Национальном исследователь-

ском университете «МЭИ» (2026 год) и Государственном университете «Дубна» (2024-2026), а 

также представлялись и докладывались автором на 26 международных и всероссийских научных 

конференциях: AI-ZAMAN 2025 Interdisciplinary Conference on Artificial Intelligence: from theory to 

practice (Казань, 2025), IEEE 3rd International Conference on Problems of Informatics, Electronics 

and Radio Engineering (Новосибирск, 2024), VI и VII Международной конференции по нейрон-

ным сетям и нейротехнологиям (NeuroNT'2025, 2026, Санкт-Петербург, ЛЭТИ), 11th International 

Conference “Distributed Computing and Grid Technologies in Science and Education” (GRID'2025, 

Дубна), XXII Национальной конференции по искусственному интеллекту с международным уча-

стием (КИИ-2025, Санкт-Петербург), IX Международной научной конференции «Интеллекту-

альные информационные технологии для индустрии» (Федеральная территория «Сириус», 2025), 

XXXIII Международной конференции «Математика. Компьютер. Образование» (Дубна, 2026), 

XVII SRPSKI Simpozijum O Hidrogeologiji sa međunarodnim učešćem (Пирот, Сербия, 2024), 

International Science Conference “Science. Education. Practice” (Дели, Индия, 2025), Scientific 

Research of the SCO Countries: Synergy and Integration (Пекин, Китай, 2025), XXIX Международ-

ная конференция по мягким вычислениям и измерениям (SCM'2026 Санкт-Петербург, ЛЭТИ), 

27th International Conference of Young Professionals in Electron Devices and Materials (EDM) (Рес-

публика Алтай, 2026), International Conference on Industrial Engineering (Сочи, 2026), International 

Russian Smart Industry Conference (Сочи, 2026), XIII Международная научно-практическая кон-

ференция «Интегрированные модели и мягкие вычисления в искусственном интеллекте» 

(ИММВ-2026, Коломна), Донецкий международный круглый стол искусственный интеллект: 

теоретические аспекты и практическое применение (ДМКС-ИИ-2026), а также на XXIX, XXX и 
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XXXI Всероссийских научно-практических конференциях студентов, аспирантов и молодых спе-

циалистов (Дубна, 2024, 2025, 2026). 

Публикации. Результаты диссертации опубликованы в 40 работах, в том числе в 15 ста-

тьях в журналах из перечня ВАК РФ (3 статьи по специальности 1.2.1), в 10 статьях в изданиях, 

индексированных в международных базах Web of Science и Scopus. Получены 3 свидетельства о 

государственной регистрации программы для ЭВМ (см. приложение В). 

Личный вклад автора. Основные научные результаты, представленные в диссертации, 

получены автором лично под научным руководством к.ф.-м.н., доцента Аверкина А.Н. Поста-

новка научной задачи, формирование концептуальных подходов и определение направлений ис-

следования осуществлялись совместно с научным руководителем. Автором лично разработаны 

методы, алгоритмы и модели, выполнено проектирование архитектуры и реализация программ-

ного обеспечения, проведены вычислительные эксперименты, анализ и интерпретация получен-

ных результатов, а также подготовка научных публикаций по теме исследования. 

Соответствие паспорту специальности. 

Исследование выполнено в соответствии со следующими четырьмя научными направле-

ниями паспорта специальности 1.2.1 – «Искусственный интеллект и машинное обучение»: 

п 2. Исследования в области оценки качества и эффективности алгоритмических и про-

граммных решений для систем искусственного интеллекта и машинного обучения. Методики 

сравнения и выбора алгоритмических и программных решений при многих критериях. 

п 4. Разработка методов, алгоритмов и создание систем искусственного интеллекта и ма-

шинного обучения для обработки и анализа текстов на естественном языке, для изображений, 

речи, биомедицины и других специальных видов данных. 

п 7. Разработка специализированного математического, алгоритмического и программ-

ного обеспечения систем искусственного интеллекта и машинного обучения. Методы и средства 

взаимодействия систем искусственного интеллекта с другими системами и человеком-операто-

ром. 

п 12. Исследования в области «доверенных» систем класса ИИ, включая проблемы фор-

мирования тестовых выборок прецедентов, надежности, устойчивости, переобучения и т.д. 
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1. СИСТЕМНЫЙ ОБЗОР ПРЕДМЕТНОЙ ОБЛАСТИ 

Развитие методов ИИ привело к существенному изменению требований к вычислитель-

ным системам анализа данных [5, 6]. Если на ранних этапах развития машинного обучения ос-

новным критерием эффективности модели выступала точность предсказания, то в современных 

прикладных областях этого критерия оказывается недостаточно [7, 8]. По мере расширения при-

менения интеллектуальных систем в медицине, промышленности, финансовой аналитике и гос-

ударственном управлении всё большее значение приобретает вопрос о том, каким образом фор-

мируется результат модели и насколько обоснованным является её вывод [9–11]. Иначе стали 

понимать и качество интеллектуальной системы [12, 13]. Высокая метрика больше не считается 

исчерпывающим доказательством надёжности, если механизм формирования решения непрозра-

чен для исследователя и пользователя [14, 15]. Когда от ошибки модели зависит клиническое 

решение, экономическая оценка или управленческая процедура, скрытый механизм вывода ста-

новится источником неопределённости и потенциального риска [16, 17]. Объяснимость стали 

рассматривать как одно из условий ответственного применения ИИ [12, 18]. 

Из этих запросов выросло отдельное научное направление — объяснимый искусственный 

интеллект (ОИИ). Его задача — разрабатывать методы, которые раскрывают внутреннюю логику 

работы интеллектуальных моделей и представляют её в форме, пригодной для анализа и про-

верки [16, 19]. Важны здесь прозрачность исходных предпосылок, воспроизводимость процедур, 

устойчивость модели к изменениям данных и возможность содержательно проверить само объ-

яснение [20, 21]. В современной литературе объяснимость относят к ключевым свойствам дове-

ренного искусственного интеллекта, наряду с безопасностью, устойчивостью, справедливостью 

и воспроизводимостью вычислительных процедур [18, 22, 23]. 

Сама задача объяснить результат человеку возникла задолго до ОИИ. В отечественной 

школе теории принятия решений О.И. Ларичев ввёл термин «система поддержки принятия реше-

ний». В рамках вербального анализа решений он рассматривал объяснение выбора лицу, прини-

мающему решение, на привычном для этого лица языке качественных оценок [24, 25]. 

Для исследования данной области необходим системный подход, позволяющий рассмат-

ривать объяснение не как отдельный аналитический приём, а как элемент более широкой архи-

тектуры интеллектуальной системы. В рамках системного анализа сложная информационная си-

стема рассматривается как совокупность взаимосвязанных компонентов, взаимодействие кото-

рых определяет её функциональные свойства и поведение в процессе эксплуатации [26–28]. 

Представление системы в виде структурированного набора элементов является частью базовых 

подходов теории систем [29]. 
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Объяснимую интеллектуальную систему в таком подходе удобно представить структур-

ным кортежем: 

 𝑆𝑆𝑋𝑋𝑋𝑋𝑋𝑋 =  ⟨𝐷𝐷, 𝐶𝐶, 𝑇𝑇, 𝑋𝑋, 𝑌𝑌, 𝑀𝑀, 𝐸𝐸, 𝐴𝐴, 𝑉𝑉 ⟩, (1.1) 

где 𝐷𝐷 — множество данных, используемых для обучения и функционирования системы; 

𝐶𝐶 — контекст применения системы; 

𝑇𝑇 — оператор преобразования исходных данных и контекста применения во входное пред-

ставление; 

𝑋𝑋 — пространство входных объектов; 

𝑌𝑌 — пространство выходных решений; 

𝑀𝑀 — модель машинного обучения; 

𝐸𝐸 — механизм формирования объяснения результата работы модели; 

𝐴𝐴 — механизм агрегирования объяснений; 

𝑉𝑉 — механизм валидации и оценки качества объяснений. 

Входное представление системы формируется преобразованием: 

 𝑇𝑇: 𝐷𝐷 × 𝐶𝐶 → 𝑋𝑋,  (1.2) 

которое с учётом контекста применения 𝐶𝐶 переводит исходные данные 𝐷𝐷 в пространство вход-

ных объектов 𝑋𝑋. Сюда входят подготовка и структурирование данных и их представление в 

форме, с которой может работать модель. 

Модель машинного обучения задаётся отображением: 

 𝑀𝑀 ∶  𝑋𝑋 → 𝑌𝑌, (1.3) 

где каждому объекту из пространства входных объектов 𝑋𝑋 сопоставляется результат в простран-

стве решений 𝑌𝑌. 

Механизм формирования объяснения представлен отображением: 

 𝐸𝐸(𝑥𝑥) = 𝐸𝐸(𝑀𝑀, 𝑥𝑥, 𝐵𝐵), (1.4) 

где 𝐸𝐸(𝑥𝑥) ∈ ℰ — объяснение результата модели для входного объекта 𝑥𝑥 ∈ 𝑋𝑋, 𝐸𝐸 — пространство 

объяснений, а 𝐵𝐵 ⊆ 𝑋𝑋 — опорное множество входных объектов, на которое опирается объясняю-

щий метод. 

Если объяснений несколько, их можно агрегировать: 

 𝐸𝐸∗(𝑥𝑥) = 𝐴𝐴 �𝐸𝐸(1)(𝑥𝑥), 𝐸𝐸(2)(𝑥𝑥), … , 𝐸𝐸(𝑘𝑘)(𝑥𝑥)�, (1.5) 
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где 𝐸𝐸(1)(𝑥𝑥), … , 𝐸𝐸(𝑘𝑘)(𝑥𝑥) — частные объяснения, полученные различными методами или на различ-

ных уровнях представления, а 𝐸𝐸∗(𝑥𝑥) — итоговое объяснение, полученное их совместной обра-

боткой. 

Качество сформированного объяснения оценивается функцией: 

 𝑞𝑞 = 𝑉𝑉(𝐸𝐸∗, 𝑋𝑋0), (1.6) 

где 𝑞𝑞 — совокупность метрик качества объяснения, в том числе устойчивости, согласованности 

и воспроизводимости, а 𝑋𝑋0 ⊆ 𝑋𝑋 — набор входных объектов, на которых выполняется оценка. 

Графическая интерпретация данной модели представлена на рисунке 1.1. 

 
Рисунок 1.1 – Структурная модель объяснимой интеллектуальной системы 

Объяснимость в этой модели оказывается свойством, которое возникает из взаимодей-

ствия данных, модели, механизмов формирования объяснений и процедур их оценки. Модель 

задаёт и основу для дальнейшего анализа: существующие подходы к объяснению решений ин-

теллектуальных моделей нужно рассматривать относительно её компонентов, а понятийный ап-

парат и методологические основания ОИИ — уточнять в тех же терминах. 

История ОИИ, развитие понятийного аппарата, нормативные требования к интерпретиру-

емости моделей и эволюция методов объяснения образуют взаимосвязанную линию анализа 

предметной области [17, 22, 30, 31]. В связи с этим далее последовательно рассматриваются: ста-

новление предметной области ОИИ, развитие её базовых понятий и основные направления эво-

люции методов объяснения результатов моделей машинного обучения. Такой порядок рассмот-

рения позволяет выявить ограничения существующих решений и подойти к постановке нерешён-

ных задач диссертационного исследования. 
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1.1. Место объяснимости в контуре доверенного искусственного интеллекта 

Обзор предметной области исходит из того, что объяснимость входит в более широкий 

контур доверенного искусственного интеллекта и к набору методов объяснения не сводится. Так 

в одну линию анализа связываются развитие моделей машинного обучения, требования к прове-

ряемости результата и необходимость последующего контроля объяснений. 

Сама область возникла потому, что изменились технологии ИИ. В экспертных, символи-

ческих и продукционных системах путь вывода, как правило, оставался обозримым, и объясне-

ние было встроено в структуру рассуждения [32, 33]. Со статистическим обучением по данным 

эта связь стала ослабевать. Модель начала выявлять зависимости, которые трудно выразить в 

явном виде. Переход от входа к решению перестал быть содержательно прозрачным и для иссле-

дователя, и для пользователя. 

В отечественной науке эта проблематика развивалась в работах по кибернетике, системам, 

основанным на знаниях, и интегрированным интеллектуальным системам. Для настоящего ис-

следования важны результаты по формализации знаний, организации механизмов вывода и про-

граммным средствам построения интеллектуальных систем, полученные в работах Л.Т. Кузина, 

Б.Н. Оныкого и Г.В. Рыбиной. Интеллектуальная система рассматривалась в них как программно 

реализуемое целое, в котором объединены представление знаний, механизм вывода и инструмен-

тальные средства разработки. 

С ростом предсказательных возможностей моделей изменились и требования к их оценке 

[9, 10]. Точность на тестовых выборках по-прежнему важна. Но в прикладных сценариях она не 

говорит, за счёт каких факторов получено решение, насколько оно согласуется с предметной ло-

гикой задачи и в каких границах ему можно доверять [9, 11]. Острее всего это ощущается там, 

где по результату модели ставят диагноз, оценивают риск или выбирают дальнейшие действия. 

В таких задачах предметно значимую закономерность нужно отличать от статистической регу-

лярности, которая держится только на конкретном корпусе данных. 

Так в структуре ОИИ появилось требование содержательной оценки результата [34, 35]. 

Объяснение стали понимать как способ раскрыть основание вывода в форме, пригодной для ана-

лиза, проверки и включения в процедуру принятия решения. Внешним комментарием к готовому 

ответу его больше не считают. Оценивать приходится уже всю связку «модель – результат – объ-

яснение – процедура проверки». 

Объяснимость вошла и в контур доверенного искусственного интеллекта [18, 21, 36]. Мо-

дели усложнялись, цена ошибки росла, и объяснимость стали рассматривать вместе с прозрачно-

стью, безопасностью, приватностью, справедливостью и воспроизводимостью вычислительных 
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процедур. Объяснение берёт на себя и интерпретационную, и контрольную функцию. Через него 

качество модели связывается с возможностью аудита результата и оценкой границ его примени-

мости. 

Место объяснимости среди свойств доверенного ИИ показано на рисунке 1.2 [18, 22, 23, 

37]. На схеме она предстаёт одним из компонентов широкой системы требований к надёжному и 

ответственному использованию интеллектуальных технологий. 

 
Рисунок 1.2 – Структура свойств доверенного искусственного интеллекта 

Развитие ОИИ не было линейным и с самого начала не сводилось к одному классу методов 

[9, 12]. Одни направления занимались интерпретацией уже обученных моделей, другие — по-

строением интерпретируемых архитектур, третьи уточняли само понятие объяснения и критерии 

его качества. Постепенно в области выделились четыре линии развития. Это постмодельная ин-

терпретация, интерпретируемые модели, встроенная архитектурная объяснимость и подходы, 

нацеленные на воспроизводимость, сопоставимость и проверяемость объяснений [13, 19]. 

Карта этих линий представлена на рисунке 1.3 [14, 19]. По ней видно, как исследователь-

ский фокус смещается от локального объяснения отдельного решения к согласованию, проверке 

и оценке объяснений на протяжении жизненного цикла модели. Моделирование, построение объ-

яснения, оценка качества, хранение артефактов эксперимента и контроль надёжности всё теснее 

связываются между собой и становятся компонентами единой интеллектуальной системы. 
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Рисунок 1.3 – Карта системного анализа предметной области ОИИ 

Объяснимость оказывается, таким образом, развивающимся свойством интеллектуальной 

системы [7, 10–12, 19, 35]. Сравнительная характеристика основных этапов развития ОИИ при-

ведена в таблице 1.1. 

Таблица 1.1 – Сравнительная характеристика основных этапов развития ОИИ 

Подход / этап 
развития 

Глубина 
интерпретации 

Воспроизводим
ость 

Учёт 
неопределённости 

Основное 
ограничение 

Постмодельная 
интерпретация 
(ОИИ 1.0) 

Объясняет от-
дельные реше-
ния, не раскры-
вая внутренний 
механизм вы-

вода 

Ограниченная, 
зависит от внеш-

него метода 
Выражен слабо 

Локальность и 
зависимость 

от метода 

Интерпретируем
ые модели 

Позволяют про-
следить струк-
туру модели и 
ход решения 

Выше, так как 
связана с устрой-

ством модели 

Представлен 
ограниченно 

Ограниченная 
применимость 

к сложным 
моделям и 

данным 

Встроенная 
архитектурная 
объяснимость 
(ОИИ 2.0) 

Связывает ре-
зультат и про-
цесс вывода в 

едином контуре 

Повышенная, так 
как включена в 
архитектуру мо-

дели 

Учитывается в 
составе объяснения 

Трудности со-
гласования 
различных 

уровней объ-
яснения 
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Подход / этап 
развития 

Глубина 
интерпретации 

Воспроизводим
ость 

Учёт 
неопределённости 

Основное 
ограничение 

Измеримый / 
доверенный ИИ 

Раскрывает ре-
зультат и гра-

ницы доверия к 
нему 

Высокая, опира-
ется на проце-
дуры контроля 

Явный элемент 
оценки 

Требует сопо-
ставимой 

оценки каче-
ства и воспро-

изводимого 
выбора ме-

тода объясне-
ния 

1.2. Уточнение базовых понятий: прозрачность, интерпретируемость, объяснимость и ин-

терпретация 

Терминологическая неоднородность в области ОИИ обусловлена тем, что развитие мето-

дов длительное время опережало формирование общего понятийного аппарата [38, 39]. В ряде 

работ прозрачность, интерпретируемость и объяснимость используются как близкие по смыслу 

характеристики понятности модели, тогда как в других исследованиях между ними проводится 

принципиальное различие, от которого зависят способ анализа, критерии оценки и ожидаемый 

результат [8, 40]. В этих условиях уточнение базовых понятий представляет собой необходимое 

условие последовательного анализа предметной области. 

В рамках данного исследования прозрачность рассматривается как характеристика си-

стемы в целом и её жизненного цикла [8, 12]. Она относится к степени открытости исходных 

предпосылок, данных, процедур обучения, модификации и контроля модели [23, 41]. Прозрач-

ность создаёт условия для прослеживаемости, аудита и проверки границ применимости резуль-

татов [42, 43]. Следовательно, прозрачность задаёт условия, при которых интеллектуальная си-

стема может быть исследована и проверена как технический объект. 

С интерпретируемостью связан вопрос об устройстве самой модели [13, 15]. Можно ли 

проследить, как из структуры модели получается её вывод? Когда внутренние зависимости обо-

зримы, исследователь анализирует механизм решения, а не только его результат [7, 44]. Интер-

претируемыми обычно называют модели, ход вывода которых специалист может понять по их 

структуре. 

Объяснимость отвечает на другой вопрос — на чём основан конкретный вывод [9, 16]. 

Речь идёт о причинах, факторах и зависимостях, которые привели к результату, и о том, можно 

ли сделать их доступными для анализа и проверки. Внешняя форма, в которой показан результат, 
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здесь вторична. Объяснимой систему делает способность порождать объяснения, содержательно 

связанные с её решениями. 

Интерпретация замыкает эту цепочку и касается того, как объяснение предъявлено чело-

веку [9, 45]. Форма предъявления подбирается под задачу, контекст применения и подготовку 

пользователя. Один и тот же объяснительный материал разные аудитории и предметные области 

прочитают по-разному [43, 46]. Интерпретация не совпадает ни с прозрачностью, ни с интерпре-

тируемостью, ни с объяснимостью. Она описывает предъявление и восприятие объяснения, ко-

торое к этому моменту уже сформировано. Соотношение понятий показано на рисунке 1.4 [38, 

39]. 

 
Рисунок 1.4 – Концептуальная модель понимания поведения ИИ 

Чтобы избежать терминологической путаницы, базовые понятия исследования сведены в 

таблицу 1.2 [12, 38]. Для каждого указаны уровень рассмотрения, основной смысл и роль в даль-

нейшем анализе. 
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Таблица 1.2 – Разведение базовых понятий, используемых в исследовании 

Понятие Уровень рас-
смотрения Основной смысл Функция в 

исследовании 

Прозрачность 
Система и её 
жизненный 

цикл 

Открытость предпосылок, 
данных и процедур функ-

ционирования системы 

Формирует условия для 
прослеживаемости, 

аудита и контроля гра-
ниц применимости 

Интерпретируемость 
Архитектура и 
структура мо-

дели 

Понятность внутреннего 
устройства модели и хода 

вывода 

Позволяет анализиро-
вать механизм получе-

ния результата 

Объяснимость Основание ре-
зультата 

Возможность раскрытия 
причин и факторов, опре-

деливших вывод 

Характеризует способ-
ность системы порож-
дать объяснение как 
раскрытие основания 

решения 

Интерпретация 
Пользователь-
ское представ-

ление 

Способ предъявления объ-
яснения человеку в зави-

симости от контекста 

Обеспечивает восприя-
тие и практическое ис-
пользование объясне-

ния 

Разграничение нужно и методологически [19, 35, 47]. Объяснимость бывает локальной, 

когда раскрываются основания отдельного решения, и глобальной, когда выявляются общие за-

кономерности поведения модели. По месту возникновения она бывает встроенной, заложенной в 

архитектуру, и постмодельной, которая строится после получения вывода. Одна и та же система 

может в итоге быть прозрачной лишь отчасти, интерпретируемой лишь в части компонентов и 

при этом давать объяснения разной глубины и проверяемости. 

Отсюда следует ещё одно различие, между объяснением и объяснимостью [19, 35]. Объ-

яснение — это конкретный результат построения интерпретации. Объяснимость означает, что 

система порождает такие результаты устойчиво и в форме, допускающей анализ и проверку. Оце-

нивать поэтому приходится и содержательность отдельного объяснения, и организацию всего 

контура, в котором оно формируется. Наконец, объяснение ещё не даёт основания для доверия 

[41]. Оно раскрывает причины решения, но само по себе не гарантирует, что решение приемлемо 

в прикладной среде. Доверие появляется, когда к объяснению добавляются прослеживаемость 

данных, устойчивость модели, контроль качества и понятная процедура проверки. Дальше объ-

яснения рассматриваются в двух качествах. Это отдельные результаты интерпретации и одновре-

менно элементы проверяемого контура, в котором результат формируется, оценивается и предъ-

является. 
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1.3. Нормативно-правовое, этическое и стандартное регулирование систем ИИ и объясни-

мости 

Для объяснимого искусственного интеллекта нормативная и стандартная рамка стано-

вится принципиальной тогда, когда интеллектуальные системы покидают исследовательскую 

среду и начинают работать в регулируемых сценариях [23, 37]. Результат модели перестаёт быть 

изолированным вычислительным предсказанием. Он входит в процедуру принятия решения, с 

которой связаны риски, ответственность и последующая проверка [22, 48]. Одного качества пред-

сказания в такой процедуре мало. Учитывать приходится происхождение данных, условия обу-

чения модели и порядок её обновления, устойчивость результатов и возможность восстановить 

основания принятого решения [23, 37]. Объяснимость получает здесь методологическое и при-

кладное значение. Она связывает результат интеллектуальной системы с требованиями контро-

лируемости, прослеживаемости и доверия к его использованию [31, 37]. 

У этой связи есть и другая сторона. Решение, принятое с участием модели, может быть 

оспорено, и тогда объяснение становится доказательным материалом. Убедительности для этого 

недостаточно. Объяснение должно сопоставляться с данными, версией модели и условиями за-

пуска. Его нужно сохранить в форме, которую можно передать третьей стороне и проверить спу-

стя время после самого решения. 

Российское регулирование искусственного интеллекта складывается в той же логике [1, 

2]. Национальная стратегия развития искусственного интеллекта закрепила ориентацию на без-

опасное и ответственное применение интеллектуальных систем. В число основных принципов 

развития и использования технологий она включила прозрачность, понимаемую как объясни-

мость работы ИИ и процесса достижения им результатов. Последующие документы о цифровой 

трансформации и отраслевых сценариях использования сместили акцент с деклараций на прак-

тическую верификацию результата [3, 4]. Принцип, сформулированный на уровне стратегии, на 

отраслевом уровне превращается в конкретный вопрос. Чем разработчик подтверждает коррект-

ность работы системы и кто и как может эту корректность проверить? 

Международные стандарты и рамки управления рисками развивают ту же линию в более 

технологической и процедурной форме [22, 31, 49]. Их внимание сосредоточено на устойчивости, 

прослеживаемости, управлении рисками, документировании и контроле жизненного цикла мо-

дели. Для ОИИ это важно, поскольку фокус смещается с единичного объяснения на процедуру 

его получения и повторной проверки [37, 50]. Чем выше цена ошибки, тем меньше значит разовое 

визуально убедительное пояснение без ясного протокола построения. 
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Большинство таких документов построено на риск-ориентированном подходе. Требова-

ния к прозрачности и документированию для разных систем неодинаковы и растут вместе с воз-

можными последствиями ошибки. Конкретных методов объяснения стандарты, как правило, не 

предписывают. Они задают цели и требуемые свойства результата, а выбор средств оставляют 

разработчику, который должен этот выбор обосновать. Выбор метода объяснения сам попадает 

в результате в число решений, которые документируются и предъявляются при внешней оценке. 

Требования к объяснимости адресованы при этом разным участникам. Регулятору и ауди-

тору нужно подтверждение того, что система работает в заявленных границах. Оператору нужны 

сведения, достаточные для контроля конкретного решения. Тому, кого решение касается, нужно 

понятное изложение его оснований. Одно объяснение редко удовлетворяет всех сразу. Это ещё 

один довод в пользу многоуровневого представления, в котором формы объяснения различаются, 

но опираются на общее согласованное основание. 

Этические принципы дополняют нормативную и стандартную рамку и переводят объяс-

нимость в плоскость ответственности за применение интеллектуальной системы [51, 52]. 

Наглядно представить результат модели недостаточно. Важно, позволяет ли объяснение обнару-

жить скрытую предвзятость, оценить допустимость использования данных и проследить границы 

применимости вывода. Не менее важно понять, не создаёт ли модель видимость надёжности, ко-

гда механизм принятия решения остаётся непрозрачным. Этический аспект определяет область 

практической значимости объяснимости, и внешним дополнением к ней его считать нельзя. 

В российской практике этические принципы закреплены в Кодексе этики в сфере искус-

ственного интеллекта, к которому организации присоединяются добровольно [53]. Мягкий ха-

рактер таких норм не делает их второстепенными. Они формируют ожидания профессионального 

сообщества и пользователей раньше, чем эти ожидания становятся обязательными требованиями. 

Там, где закон пока не даёт прямых указаний, ориентиры задают именно они. 

Из нормативной, стандартной и этической рамки вытекает важное методологическое след-

ствие. Объяснимость нужно рассматривать как воспроизводимую и проверяемую процедуру, 

единичного комментария к ответу модели для этого мало [22, 31]. Допустим, условия получения 

объяснения нельзя восстановить, устойчивость результата не оценить, а процедуру не повторить 

на тех же данных и при тех же параметрах. Тогда о пригодности такого объяснения для ответ-

ственной практики говорить трудно. Нормативный контур подталкивает ОИИ к более строгой 

валидации, сопоставимой оценке качества объяснений и выбору метода объяснения по явным 

критериям. 

Воспроизводимость требует, в свою очередь, привязки объяснения к конкретной версии 

модели и данных. После переобучения или обновления модели прежнее объяснение теряет силу, 
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даже если внешне поведение системы почти не изменилось. Поддерживать объяснимость прихо-

дится на всём жизненном цикле системы, и разовой проверки при вводе в эксплуатацию для этого 

недостаточно. 

Нормативно-правовая, стандартная и этическая среда задаёт ограничения, которые прямо 

влияют на архитектуру объяснимых интеллектуальных систем. Модель, объяснение, процедура 

оценки, условия применения и критерии доверия должны быть связаны в единый инженерный 

контур, где каждое звено документировано и проверяемо. Из этих требований вытекает и следу-

ющий шаг анализа — рассмотрение постмодельных подходов, их ограничений и перехода к ин-

терпретируемым и встроенно-объяснимым моделям. 

1.4. Постмодельные методы объяснения как первый этап развития ОИИ 

Постмодельные методы объяснения стали первым массовым этапом развития ОИИ по-

тому, что позволили работать с уже обученной непрозрачной системой без перестройки её архи-

тектуры [54, 55]. В рассматриваемый период именно такое решение выглядело наиболее реали-

стичным, поскольку прикладные успехи машинного обучения уже были связаны со сложными 

моделями, внутренний механизм которых плохо поддавался прямому анализу [5, 34]. Поэтому 

исследовательское внимание закономерно сместилось к процедурам, способным объяснять гото-

вое предсказание, не вмешиваясь в процесс обучения и устройство самой модели [56, 57]. 

Изначально область развивалась сразу в нескольких модальностях [34, 44]. В табличных 

задачах преобладали методы оценки вкладов признаков и локальной аппроксимации [55, 58]. В 

компьютерном зрении широкое распространение получили карты активации, градиентные ме-

тоды и методы окклюзии, связывающие ответ модели с определёнными областями изображения 

[56, 59]. В анализе текста и последовательностей развивались методы возмущений, внимания и 

контрфактуальные схемы, ориентированные на выделение значимых фрагментов входа [60]. 

Общий методологический смысл этого этапа состоял в том, что при отсутствии прямой 

интерпретируемости внутреннего устройства модели исследователь всё же получал возможность 

анализировать связь между результатом и входными факторами [55, 58]. Если путь вывода оста-

ётся скрытым, необходимо восстановить ту часть информации, которая позволяет понять, за счёт 

каких признаков, областей входа или фрагментов данных был получен результат [56, 61]. Такая 

логика сделала постмодельные методы первым рабочим языком взаимодействия с чёрным ящи-

ком [62, 63]. Благодаря этому объяснимость перестала быть исключительно теоретическим тре-

бованием и вошла в прикладную практику анализа моделей. 
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Более существенно, что этот этап впервые превратил проблему непрозрачности из общего 

теоретического затруднения в самостоятельную инженерную задачу. До этого отсутствие обо-

зримости сложных моделей воспринималось прежде всего, как неизбежное следствие повыше-

ния их выразительной способности. Постмодельные методы поставили вопрос иначе: если внут-

ренний механизм вывода скрыт, необходимо разработать процедуры, позволяющие хотя бы ча-

стично восстановить основания полученного результата. Благодаря этому объяснимость вошла в 

инженерную и прикладную практику как реальная процедура анализа уже функционирующей 

модели, а не как абстрактное требование к будущим системам [10, 11]. 

Вместе с тем уже на этом этапе обозначилось принципиальное ограничение внешнего объ-

яснения, так как оно формируется после получения результата и потому не входит в сам меха-

низм вывода модели [20, 34, 64, 65]. В дальнейшем именно эта особенность стала одним из осно-

ваний критического пересмотра возможностей постмодельных методов [66, 67]. 

1.5. Ограничения постмодельных подходов 

Постмодельных техник со временем стало много, но качество объяснения от этого само 

по себе не выросло [15, 68]. На первый план вышел другой вопрос. Насколько получаемое объ-

яснение действительно связано с механизмом вывода и не создаёт ли оно лишь внешне убеди-

тельную картину результата? Вопрос этот принципиален, потому что постмодельный метод ви-

дит модель только снаружи, по её откликам на входные данные. Всё, что он сообщает о внутрен-

ней логике решения, восстановлено косвенно, и насколько точно это сделано, тоже приходится 

проверять. 

Серьёзнее всего сказался локальный характер большинства постмодельных процедур [54, 

55]. На вопрос о конкретном случае они отвечали хорошо. Восстановить устойчивую структуру 

поведения модели на множестве ситуаций им удавалось значительно хуже. Локальное объясне-

ние освещает отдельный фрагмент решения, целостного представления о логике модели как си-

стемы оно не даёт. Причина заложена в самой конструкции метода. Объяснение строится для 

окрестности конкретного объекта, границы этой окрестности задаёт исследователь, и от его вы-

бора зависит результат. Свести множество локальных объяснений в общую картину тоже непро-

сто. Объяснения для близких объектов могут расходиться между собой. Взаимодействия призна-

ков, которые определяют поведение модели в целом, в отдельной окрестности часто никак не 

проявляются. 
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Глобальные постмодельные процедуры снимают эту трудность лишь отчасти. Они при-

ближают поведение модели более простой интерпретируемой конструкцией или усредняют ло-

кальные вклады по выборке. В первом случае объяснение относится уже к суррогатной модели, 

и между ней и исходной остаётся разрыв, который обычно никак не оценивается. Во втором 

усреднение сглаживает различия в поведении модели на разных подмножествах данных, и кар-

тина выходит проще, чем модель на самом деле. 

Характерным выражением локальной логики стали методы локальной аппроксимации, 

прежде всего LIME [54], а также подходы на основе вкладов признаков и визуальных карт значи-

мости [55, 69]. Для анализа частных решений эти инструменты оказались полезны. Именно на 

них, однако, особенно ясно обозначился вопрос, можно ли считать локальное объяснение устой-

чивым, переносимым и связанным с внутренней логикой вывода. Результат локальной аппрокси-

мации зависит от того, как порождаются возмущённые объекты в окрестности. При повторном 

запуске с другой случайной выборкой он может заметно измениться. Возмущённые объекты к 

тому же нередко выходят за пределы области, на которой обучалась модель. Объяснение начи-

нает тогда описывать её поведение там, где выводы модели ничем не подкреплены. Вклады при-

знаков чувствительны к выбору опорной точки или фонового распределения. Если признаки кор-

релированы, значимость между ними делится во многом произвольно. 

Со временем стало ясно и то, что наглядность ещё не означает объяснимости [44, 70, 71]. 

Визуально правдоподобная или интуитивно убедительная картина может создавать ощущение 

контроля там, где связь объяснения с механизмом вывода слаба. Проверки карт значимости, ана-

лиз устойчивости к возмущениям и сопоставление разных объяснителей показали, что правдопо-

добие, воспроизводимость и верность объяснения автоматически не совпадают. Логика таких 

проверок проста. Если карта почти не меняется после случайной перестройки параметров модели 

или меток обучающих данных, она отражает скорее структуру входа, чем то, чему научилась 

модель. Правдоподобие оценивает человек, сопоставляя объяснение со своими ожиданиями. 

Верность же измеряется вмешательством в работу модели, и эти две оценки могут расходиться 

сколь угодно сильно. 

В ответственных приложениях такое расхождение становится принципиальным [15, 16]. 

Объяснение, которое создаёт видимость контроля при его фактическом отсутствии, укрепляет 

ложное доверие к модели. В критических областях это опаснее, чем отсутствие наглядной иллю-

страции, ведь эксперт получает неверное представление о реальных основаниях решения. Не 

имея объяснения, специалист хотя бы сохраняет осторожность и проверяет вывод сам. Убеди-

тельное, но неверное объяснение эту осторожность снимает. Сильнее всего это проявляется, ко-

гда объяснение совпадает с его собственными ожиданиями и потому принимается без дополни-

тельной проверки. 
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Отдельная трудность связана с оценкой самих объяснений. Эталонного объяснения для 

обученной модели, как правило, не существует. О верности приходится судить косвенно, по ре-

акции модели на удаление или замену признаков, которые объяснитель счёл значимыми. Такие 

процедуры сами опираются на возмущения входа и наследуют часть тех же проблем. Разные мет-

рики могут по-разному упорядочивать одни и те же объяснители. Разные объяснители, в свою 

очередь, указывают на разные признаки для одного и того же решения. Исследователь оказыва-

ется перед выбором, а обоснованного правила для него постмодельная парадигма не даёт. 

Первый этап развития ОИИ сыграл двойственную, но принципиально важную роль [10, 

11]. Он придал проблеме объяснимости практическую значимость и дал исследователю инстру-

менты для анализа уже построенных моделей. На нём же обнаружились фундаментальные огра-

ничения внешнего объяснения, и у всех у них общий корень. Постмодельный метод строит объ-

яснение вне модели, по наблюдаемым откликам. Результат поэтому зависит от собственных до-

пущений метода не меньше, чем от самой модели. Отсюда и зависимость итога от выбранного 

объяснителя, и разрыв с внутренней логикой вывода. Для глубокого и устойчивого объяснения 

сложных интеллектуальных систем этого оказалось недостаточно. Выявленные ограничения за-

кономерно привели к интерпретируемым и встроенно-объяснимым моделям. Связь между 

устройством системы и её выводом в них короче, содержательно яснее и закреплена в архитек-

туре [72–76]. 

1.6. Переход к встроенной и архитектурной объяснимости в ОИИ 2.0 

Ограничения постмодельных методов объяснения показали, что внешнего пояснения ре-

зультата недостаточно в тех случаях, когда требуется не только интерпретировать уже получен-

ный вывод, но и установить его связь с внутренним механизмом формирования решения [15, 77]. 

В этой связи в современном развитии ОИИ усилился интерес к таким подходам, в которых объ-

яснимость обеспечивается не только на уровне последующей интерпретации, но и на уровне са-

мой архитектуры модели, её промежуточных представлений и организации вычислительного 

процесса [19]. Особенно это относится к сложным глубоким, гибридным, мультимодальным и 

иерархически организованным интеллектуальным системам, в которых решение формируется не 

одномоментно, а последовательно, через несколько взаимосвязанных уровней представления и 

преобразования данных [16, 19]. 

При этом интерпретируемые модели как класс не являются новым этапом по отношению 

к постмодельным методам. Исторически они возникли значительно раньше и изначально были 
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связаны с такими обозримыми конструкциями, как деревья решений, системы правил и иные мо-

дели, допускающие прямое прослеживание хода вывода. Однако в логике ОИИ 2.0 их роль пере-

осмысляется. Речь идёт уже не о возврате к простым моделям как таковым, а о формировании 

встроенной объяснимости в более сложных интеллектуальных системах, включая глубокие, ги-

бридные, многокомпонентные и иерархически организованные архитектуры [16, 19, 78, 79]. 

Достоинство интерпретируемых подходов состоит в сокращении разрыва между устрой-

ством модели и её результатом [13, 75]. В таких системах анализу доступны итоговый вывод и 

элементы его формирования: промежуточные признаки, концепты, правила, структурные зави-

симости и иные содержательно различимые представления. Благодаря этому объяснение опира-

ется не только на внешнюю процедуру интерпретации, но и на саму организацию вывода. 

Вместе с тем классические интерпретируемые конструкции не позволяют в полной мере 

решить задачу объяснимости в современных прикладных сценариях [72, 80]. Это обусловлено 

тем, что реальные данные характеризуются высокой размерностью, нелинейностью, сложной 

структурой зависимостей и нередко мультимодальной природой, тогда как практические задачи 

требуют от модели высокой точности, устойчивости и адаптивности [81, 82]. По этой причине 

развитие области пошло не по пути отказа от сложных архитектур, а по пути поиска таких спо-

собов их организации, при которых объяснение становится встроенным свойством модели. Это 

существенно и для прикладных задач геоэкологии (мониторинг загрязнения почв, геоэкологиче-

ское районирование, выбор площадок размещения полигонов ТКО), где объяснение приходится 

связывать с конкретными участками территории и факторами риска [83–89]. 

В этой линии особое место заняли подходы, где основания вывода закреплены в самой 

архитектуре модели [90, 91]. Это нейро-символьные и концептно-ориентированные модели, мно-

гокомпонентные системы с интерпретируемыми промежуточными слоями и гибридные решения. 

В гибридных решениях статистическое обучение сочетается с явными структурными ограниче-

ниями, правилами или предметно различимыми состояниями [74, 78, 92]. Объяснение в таких 

моделях формируется по ходу их работы и внешняя процедура интерпретации для этого не 

нужна. 

Системная трактовка интеллектуальной системы прослеживается и в работах А.П. Ереме-

ева, В.Н. Вагина, А.А. Башлыкова по интеллектуальным системам принятия решений и управле-

ния. В них анализируются модели вывода, а также программно-реализуемый контур функциони-

рования системы, включающий процедуры вывода, сопровождения и контроля. Такая постановка 

близка настоящему исследованию, поскольку объяснимость здесь рассматривается как свойство 

архитектурно организованного вычислительного контура.  
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Важным аргументом в пользу перехода к встроенной объяснимости является вариатив-

ность постмодельных объяснений [64, 66]. Даже при фиксированных данных и неизменной мо-

дели результат объяснения может зависеть от метода, параметров процедуры, выбора фонового 

распределения, корреляционной структуры признаков, сдвига распределения данных и чувстви-

тельности к возмущениям [65]. Эти источники вариативности представлены на рисунке 1.5. Сле-

довательно, внешнее объяснение не всегда образует устойчивую основу доверия к выводу мо-

дели, что усиливает интерес к архитектурным решениям, в которых объяснимость опирается на 

внутреннюю организацию вычислительного процесса [19, 77]. 

 
Рисунок 1.5 – Источники вариативности объяснений 

По мере перехода к встроенной и архитектурной объяснимости изменяется сама поста-

новка задачи проектирования интеллектуальной системы [13, 19]. Недостаточно дополнить мо-

дель внешним поясняющим механизмом или сделать интерпретируемым отдельный компонент. 

Требуется обеспечить такую организацию вычислительного процесса, при которой различные 

уровни представления данных, промежуточные состояния модели и итоговый результат сохра-
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няют содержательную связь между собой. В этом случае объяснимость начинает рассматри-

ваться не как внешний аналитический слой, а как характеристика архитектуры интеллектуальной 

системы в целом [16, 19]. 

В глубоких, многокомпонентных и иерархически организованных архитектурах решение 

формируется через несколько уровней внутренних представлений, каждый из которых может 

вносить собственный вклад в итоговый вывод [19, 35]. Поэтому объяснение перестаёт быть од-

нослойным: оно затрагивает признаки, внутренние представления, концептуальные структуры, 

промежуточные состояния и результирующее решение. В этом состоит принципиальное отличие 

встроенной объяснимости от первого этапа развития ОИИ. Если постмодельные подходы интер-

претировали уже полученный результат, то архитектурная объяснимость ставит вопрос о связи 

объяснения с самой логикой формирования вывода [16, 19]. Однако по мере усложнения архи-

тектуры возрастает число источников объяснения, различающихся по уровню представления, 

форме, степени детализации и характеру связи с механизмом вывода. В результате возникает не 

только задача получения объяснения, но и задача установления его внутренней согласованности 

в пределах единого объяснительного контура. 

Переход к ОИИ 2.0 закономерно подводит к необходимости специального рассмотрения 

многоуровневого характера объяснений. По мере усложнения интеллектуальных систем стано-

вится недостаточным анализировать отдельные объясняющие процедуры изолированно. Требу-

ется учитывать их место в общей архитектуре модели, характер взаимосвязи между уровнями 

представления, а также наличие разнородных источников объяснения, требующих содержатель-

ного сопоставления. Именно это обстоятельство определяет дальнейшее направление исследова-

ния, связанное с анализом многоуровневого формирования объяснений и предпосылок к их со-

гласованию в сложных интеллектуальных системах. 

1.7. Автоматизированные контуры ОИИ и воспроизводимость объяснений 

В развитии ОИИ заметен переход от разрозненного применения отдельных объясняющих 

методов к автоматизированному контуру, в котором объяснения формируются, оцениваются и 

используются повторно [19, 93]. Раньше главной задачей было построить локальные и глобаль-

ные пояснения для уже обученной модели. Теперь отдельным предметом анализа становится 

сама процедура их получения. С позиций системного подхода речь идёт о подсистеме объясни-

мости внутри общей интеллектуальной системы. У этой подсистемы есть свои входы и выходы, 

ограничения, управляющие параметры и критерии качества. 
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Воспроизводимой при этом должна быть вся процедура построения объяснения, отдель-

ного численного показателя для этого мало [94, 95]. Чтобы результат можно было проверить по 

существу, фиксируют состав и версию данных, конфигурацию модели, параметры объясняющего 

метода, метрики и условия эксперимента [96, 97]. Объяснение становится процессуально опре-

делённым объектом. Кроме содержательности и наглядности, у него важны прослеживаемое про-

исхождение и устойчивость к вариациям условий. Важна и возможность получить его повторно 

в сопоставимой конфигурации. 

Острее всего эта проблема стоит при автоматизированном построении моделей [19, 21, 

93]. Автоматический выбор модели, гиперпараметров и вычислительного контура давно сло-

жился в отдельное направление. Объяснимость же долго оставалась внешним этапом, который 

подключали к уже построенной модели. Так возникает архитектурная непрозрачность, при кото-

рой скрытыми остаются и сама модель, и процедура её выбора, настройки и включения в вычис-

лительный процесс. 

На этом фоне появились работы, где принципы автоматизированного построения моделей 

и ОИИ соединяются в одном контуре анализа [98–102]. Объяснение в них уже не сводится к пост-

модельному комментарию. Оно входит в более широкий цикл, который охватывает построение, 

настройку, анализ и последующую верификацию модели. В ряде работ это направление назы-

вают AutoXAI [98, 101]. 

Одной из ранних попыток такого объединения стала система AutoXAI (Cugny и др.) [98], в 

которой поставлена задача автоматического выбора и настройки метода объяснения для заданной 

пары «данные –  обученная модель» с учётом пользовательских требований. Работа показала, что 

выбор объяснителя поддаётся формализации и может быть отдельной процедурой, не зависящей 

от эвристических предпочтений исследователя. Объяснение в этой архитектуре остаётся, однако, 

постмодельным. Рекомендации выдаются после обучения модели, и обратной связи с процеду-

рой оптимизации нет. 

Более развитую форму включения объяснимости в автоматизированный конвейер демон-

стрируют предметно-ориентированные решения, в частности AutoXAI4Omics [99] и AutoML-XAI 

для метаболомики [100], где вычисление объяснений автоматически запускается после выбора 

модели и настройки гиперпараметров. Работа El Shawi и Jamel [101] развивает близкую линию, 

связывая выбор метода объяснения с метаобучением и метапризнаками данных и модели. Эти 

подходы смещают акцент с отдельного объяснителя на процедуру его выбора, однако объяснение 

по-прежнему сохраняет апостериорный характер и не участвует в формировании траектории оп-

тимизационного поиска. 

В 2022–2025 гг. появилась ещё одна группа решений, нацеленных на прозрачность самого 

процесса автоматизированного построения модели [102–105]. XAutoML с помощью визуальной 
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аналитики показывает пространство кандидатов, историю оптимизации и роль признаков в кон-

вейере [102]. UniAutoML делает процедуру интерактивной: диалоговый интерфейс поясняет при-

нимаемые решения [103]. Предметно-ориентированная система xAutoML встраивает инстру-

менты объяснимости в разные этапы промышленного конвейера [104], а Knowledge-Driven 

AutoML опирается на предметные знания, онтологии и экспертные правила [105]. Архитектуры у 

этих систем разные, а ограничение общее. Они делают прозрачнее уже сложившуюся процедуру 

или подключают объяснение после оптимизации. Управляемым фактором внутри поиска объяс-

нимость так и не становится. 

Из обзора следует, что управлять приходится уже не одной моделью, но и контуром вы-

бора и применения метода объяснения. Растёт роль обратной связи между результатами интер-

претации и последующими этапами анализа, и объяснимость всё чаще включают в общую архи-

тектуру управления качеством модели. Автоматизированный контур объяснимости можно пони-

мать как функциональное сопряжение двух подсистем, прежде существовавших раздельно: авто-

матизированного построения модели и формирования объяснения. Обобщённая схема такого 

контура представлена на рисунке 1.6. Кроме требований к объяснению и входных ограничений, 

на ней показаны оптимизационная настройка и контур обратной связи, участие эксперта и кон-

текстно-зависимый выбор метода объяснения. Объяснимость входит в схему как компонент кон-

тура управления, связанный с построением, оценкой и корректировкой интеллектуальной си-

стемы. 

 
Рисунок 1.6 – Обобщённая схема автоматизированного контура объяснимости и требований к 

организации оптимизационного процесса 

Архитектурная непрозрачность возникает в таком контуре на разных этапах автоматизи-

рованного построения модели, от предобработки данных и конструирования признаков до поиска 
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архитектуры и ансамблирования. На каждом этапе принимаются решения, которые влияют на 

итоговое предсказание, и восстановить их при последующем анализе удаётся не всегда. Деком-

позиция по этапам приведена в таблице 1.3. Из неё видно, что непрозрачность переходит с уровня 

отдельной модели на уровень всей процедуры её построения [93, 102, 106]. 

Таблица 1.3 – Декомпозиция компонентов автоматизированного конвейера построения модели, 

объектов оптимизации и источников архитектурной непрозрачности 

Компонент 
конвейера Типичные методы Источник архитектурной 

непрозрачности 

Предобработка 
данных 

Импутация, 
нормализация, 
кодирование, 

масштабирование 

Неочевидность влияния преобразований на 
итоговую метрику 

Конструирование 
признаков 

Полиномиальные при-
знаки, взаимодействия, 
автоматический отбор 

Слабая трассируемость причин включения 
или исключения признаков 

Выбор модели 
Линейные модели, дере-
вья решений, бустинг, 

нейронные сети 

Отсутствие формализованного обоснова-
ния выбора класса модели 

Оптимизация 
гиперпараметров 

SMAC, Bayesian Optimi-
zation, эволюционные 
алгоритмы, Random 

Search 

Непрозрачность траектории поиска, крите-
риев остановки и влияния промежуточных 

оценок 

Поиск архитектур 
нейронных сетей 
(NAS) 

DARTS, ENAS, Amoe-
baNet [107, 108] 

Сложность реконструкции причин выбора 
архитектуры 

Ансамблирование Стекинг, блендинг, 
голосование 

Усложнение интерпретации совокупного 
вклада моделей в итоговое предсказание 

Не менее важны ограничения самих методов объяснения при их включении в автоматизи-

рованный контур [43, 68]. Они различаются по вычислительной сложности, универсальности, 

глубине интерпретации и пригодности для многократного применения в процессе выбора и 

настройки модели. Поэтому объясняющие методы не являются взаимозаменяемыми, а их выбор 

должен учитывать тип модели, свойства данных, цель анализа, вычислительные ограничения и 

требования к устойчивости и воспроизводимости объяснения [40, 109]. Сравнительная характе-

ристика приведена в таблице 1.4. 

Таблица 1.4 – Сравнительная характеристика методов ОИИ 

Метод Вычислительная 
сложность 

Методологические 
ограничения 

Ограничения для интегра-
ции в AutoML 

SHAP [55] 𝑂𝑂(𝑛𝑛 ∗ 2^𝑛𝑛) 
Высокая вычислительная 

стоимость, зависимость от 
числа признаков 

Сложно использовать внутри 
оптимизационного цикла из-
за необходимости многократ-

ных вычислений 
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Метод Вычислительная 
сложность 

Методологические 
ограничения 

Ограничения для интегра-
ции в AutoML 

KernelSHAP 𝑂𝑂(𝑚𝑚 ∗  𝐶𝐶𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚) 
Результат зависит от вы-
бора m и способа сэмпли-

рования 

Слишком затратно при боль-
ших вычислениях 

TreeSHAP 𝑂𝑂(𝑇𝑇 ∗  𝐷𝐷^2) 
Применим преимуще-

ственно к деревообразным 
моделям 

Не универсален для нетриви-
альных архитектур 

LIME [54] 𝑂𝑂(𝑚𝑚 ∗  𝐶𝐶𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚) 
Зависит от генерации вы-
борки и параметров ло-
кальной аппроксимации 

Плохо переносится между 
различными архитектурами 

Grad-CAM 
[61] 

𝑂𝑂(𝐶𝐶forward
+  𝐶𝐶𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏) 

Работает в основном для 
архитектур с картой при-

знаков 

Не универсален для произ-
вольных архитектур 

Self-atten-
tion [110] 𝑂𝑂(𝐿𝐿^2 ∗  𝑑𝑑) 

Высокие веса внимания не 
гарантируют опору модели 
именно на эти фрагменты 

Применим только к моделям 
с механизмом внимания 

Современная ОИИ выходит за пределы построения отдельных объяснений и движется к 

воспроизводимым, прослеживаемым и сопоставимым контурам объяснимости. В таких контурах 

данные, модель, метод объяснения и процедуры оценки образуют взаимосвязанную структуру, а 

доверие к результату определяется возможностью восстановить происхождение объяснения, по-

вторить процедуру его построения и проверить устойчивость результата. Эта линия анализа под-

водит к задачам обоснованного выбора объяснителя, сопоставления объяснений и оценки их ка-

чества в зависимости от контекста задачи. 

1.8. Агрегирование, ансамблирование, воспроизводимый выбор объяснителя и проблем-

ные зоны современной ОИИ 

Автоматизированный контур объяснимости почти всегда даёт для одной модели или од-

ного решения несколько объяснительных представлений [19, 35]. По форме они бывают разными, 

от вкладов признаков и карт значимости до правил и контрфактуальных примеров [34, 40, 68]. 

Анализировать приходится уже всё множество объяснений. Важно, насколько они согласуются, 

где противоречат друг другу, дублируют одно другое и сохраняются ли при изменении условий 

[19, 35, 66]. Так в ОИИ складывается отдельная проблема: как сопоставлять и объединять объяс-

нительные представления в одном объяснительном пространстве. 

Агрегирование и ансамблирование становятся здесь системообразующими [111–113]. С 

их помощью набор частных объяснений превращается в более устойчивое и согласованное ито-

говое представление. Расхождение между объясняющими методами при этом перестаёт быть 
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только недостатком. По нему можно судить о границах устойчивости результата и о том, 

насколько модель чувствительна к форме интерпретации [66, 113, 114]. Поиск одного условно 

«лучшего» объяснителя задачу не решает. Нужны способы сопоставлять и объединять несколько 

частных объяснений в общей процедуре анализа. 

Обобщённая схема перехода от множества частных объяснений к ансамблевому резуль-

тату показана на рисунке 1.7. Итоговое объяснение получается на ней из обработки, сопоставле-

ния и сведения нескольких частных представлений, и ни один метод не даёт его в готовом виде. 

Ансамблирование стоит поэтому считать отдельной стадией объяснительного анализа. 

 
Рисунок 1.7 – Обобщённая схема ансамблирования объяснений 

Несколько объяснений, собранных вместе, ещё не дают осмысленного объединения. Сна-

чала их приводят к сопоставимому виду, нормируя и выравнивая по масштабу и знаку. Затем их 

сопоставляют по рангам, объединяют вероятностно или применяют правило консенсуса [115–
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117]. Агрегирование в современной ОИИ оказывается набором процедур, из которых складыва-

ется структурно согласованное объяснение, и к простому усреднению оно не сводится. Класси-

фикация этих методов приведена на рисунке 1.8. 

 
Рисунок 1.8 – Классификация методов агрегирования для построения консенсусного объясне-

ния 

Из классификации видно, что агрегирование строится по разным принципам, в том числе 

на голосовании и вероятностных схемах консенсуса [111, 112, 115, 116]. Универсальной техники 

здесь нет. Процедуру приходится строить с учётом природы объяснений и того, как они соотно-

сятся друг с другом. 

С разнотипными и мультимодальными объяснениями задача заметно усложняется. Объ-

яснения различаются тогда семантикой, формой и уровнем описания, и численного объединения 

для них мало [19, 77, 118]. Их переводят в сопоставимое представление, согласуя смысловые 

единицы и разрешая конфликты между модальностями, и только после этого собирают в целост-

ный результат. Такую процедуру мы называем комплексированием объяснений, её архитектура 

представлена на рисунке 1.9. 
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Рисунок 1.9 – Архитектура комплексирования мультимодальных объяснений 

С комплексированием в ОИИ появляется задача межформатной и межуровневой согласо-

ванности объяснений. Агрегирование сводит в основном частные результаты одного класса. Ком-

плексирование объединяет объяснения, относящиеся к разным семантическим и функциональ-

ным уровням. Отсюда возникает вопрос, как организовать взаимодействие объяснительных пред-

ставлений внутри общего контура анализа. Отдельные техники интерпретации оказываются 

лишь частью этой задачи. 

Здесь особое значение получает неопределённость [19, 64, 65, 77]. Пока объяснение оста-

ётся единичным результатом отдельного метода, неопределённость обычно считают ограниче-

нием конкретной техники. У агрегированного или комплексированного объяснения она стано-

вится свойством самого итогового результата. По ней видно, насколько согласованы частные 

объяснения и как интерпретация зависит от выбора метода, данных и параметров процедуры. 

Видно и то, где проходят пределы доверия к выводу [119–122]. Неопределённость должна по-

этому входить в итоговое объяснение как его собственная характеристика. 

С инженерной точки зрения эти процедуры складываются в последовательность операций 

(рисунок 1.10). Она начинается с генерации частных объяснений и заканчивается экспертной 

проверкой и документированием. Объяснение получается здесь в результате организованной 

процедуры с проверкой, итеративной настройкой и контролем применимости, и разовым анали-

тическим актом его уже не назовёшь [43, 97, 119, 121]. 
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Рисунок 1.10 – Инженерный конвейер построения и валидации объяснений 

Отдельное место в этой процедуре занимает выбор объяснителя [66, 109]. Методы объяс-

нения сильно различаются по области применимости, устойчивости, глубине интерпретации и 

вычислительной цене [40, 46, 68]. Выбирать метод произвольно или по привычке исследователя 

поэтому нельзя. Выбор должен опираться на тип данных, архитектуру модели, задачу анализа и 

критерии качества объяснения, и тогда он становится частью воспроизводимого управления объ-

яснительным контуром. Схема работы агента выбора объяснителя представлена на рисунке 1.11. 
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Рисунок 1.11 – Схема работы агента выбора объяснителя 

Развитие ОИИ смещает внимание с отдельных объяснений на объяснительный контур в 

целом. В нём методы объяснения используются совместно, оцениваются сопоставимо и выбира-

ются обоснованно, с учётом типа модели, данных и цели анализа. На этих процедурах и сосредо-

точен анализ. 

1.9. Выводы по главе и постановка задач диссертационного исследования 

Проведённый системный анализ предметной области ОИИ показал, что её становление 

связано с переходом от моделей, основанных на явном представлении знания, к высокоэффек-

тивным, но внутренне непрозрачным архитектурам машинного обучения [5, 33]. По мере роста 

результативности таких систем всё труднее становилось проследить основания их вывода, что 

превратило объяснимость в самостоятельную научную и прикладную проблему. Объяснение пе-

рестало рассматриваться как факультативное дополнение к результату модели и стало условием 

её содержательной проверяемости и ответственного применения. 

Уточнение понятийного аппарата позволило развести прозрачность, интерпретируемость, 

объяснимость и интерпретацию по их исследовательским функциям [38, 39]. Это разграничение 

задало понятийную рамку дальнейшего анализа и позволило отделить свойства системы и мо-

дели от свойств объяснения и способов его предъявления пользователю. 
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Анализ нормативной, стандартной и этической рамки показал, что объяснимость имеет не 

только методологическое, но и практическое значение [22, 37]. В регулируемых и чувствитель-

ных областях она связана с требованиями доверия, управления рисками, устойчивости, воспро-

изводимости и ответственности. Поэтому объяснение должно рассматриваться не как внешний 

комментарий к полученному выводу, а как элемент проверяемого применения интеллектуальной 

системы. 

Рассмотрение этапов развития ОИИ показало, что постмодельная интерпретация сыграла 

важную роль в практическом становлении области [54, 55]. Она сделала возможным массовый 

анализ уже обученных непрозрачных моделей и превратила объяснимость из общего теоретиче-

ского требования в инженерную процедуру. Вместе с тем её возможности оказались ограничены 

внешним по отношению к модели характером объяснения, зависимостью результата от выбран-

ного объяснителя, нестабильностью и трудностями глобального обобщения. Это обусловило пе-

реход к интерпретируемым, гибридным и встроенно-объяснимым архитектурам, в которых связь 

между устройством системы и её выводом становится более короткой и содержательно опреде-

лённой. 

Дальнейшее развитие предметной области связано с переходом к ОИИ 2.0, где на первый 

план выходят воспроизводимость, сопоставимость методов, многокритериальная оценка каче-

ства и связь объяснимости с жизненным циклом модели [19, 21]. Современная ОИИ уже не сво-

дится к набору отдельных техник визуализации или локальной интерпретации: в качестве само-

стоятельного объекта исследования выступает множество объяснительных представлений, тре-

бующих сопоставления, согласования и оценки. Это приводит к постановке задач агрегирования, 

комплексирования, учёта неопределённости и обоснованного выбора объясняющего метода. 

Системный анализ позволяет выделить несколько взаимосвязанных проблемных зон со-

временной ОИИ: отсутствие единого контура формирования объяснений, разобщённость мо-

дельных и постмодельных представлений, недостаточную разработанность средств многоуров-

невого согласования, ограниченность формальных процедур агрегирования и комплексирования 

гетерогенных объяснений, а также недостаточное включение неопределённости и воспроизводи-

мого выбора объяснителя в итоговый объяснительный результат [19, 43, 66, 109, 119]. В совокуп-

ности эти ограничения показывают, что дальнейшее развитие ОИИ связано не столько с увели-

чением числа частных методов объяснения, сколько с построением архитектуры объяснения, в 

которой формирование, сопоставление, агрегирование, оценка качества и выбор объясняющего 

метода рассматриваются как взаимосвязанные элементы единого исследовательского контура. 

Связь между выявленными ограничениями предметной области и направлением диссер-

тационного исследования представлена на рисунке 1.12. Значение данной схемы состоит в том, 
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что она позволяет рассматривать задачи диссертации не как произвольный набор частных вопро-

сов, а как ответ на внутреннюю логику развития современной ОИИ. 

 
Рисунок 1.12 – Карта выявленных направлений диссертационного исследования 
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2. АППАРАТ МНОГОУРОВНЕВОГО ФОРМИРОВАНИЯ, СОГЛАСОВА-
НИЯ, ОБЪЕДИНЕНИЯ И СОПОСТАВИМОЙ ОЦЕНКИ ОБЪЯСНЕНИЙ В 

СИСТЕМАХ ИИ 

Глава посвящена формальному аппарату многоуровневой объяснимости для иерархиче-

ски организованных и гетерогенных интеллектуальных систем. Объяснение понимается в ней как 

продукт прослеживаемого вычислительного и объяснительного контура системы, тогда как во 

многих подходах его строят как внешнее постмодельное описание уже готового результата. Та-

кой взгляд даёт возможность перейти от локальных интерпретаций отдельных компонентов к 

представлению всего контура обработки данных и уже на нём строить формальные процедуры 

работы с объяснениями. 

Изложение идёт от структуры к оценке. Сначала объяснимость описывается как свойство 

контура, представимого ориентированным графом, и на узлах этого графа вводятся уровни и объ-

яснительные объекты. Потом объекты разных уровней согласуются между собой, а объяснения 

из разных источников сводятся в общий результат. Последние разделы отведены неопределён-

ности, метрической оценке качества и выбору объяснителя, который рассматривается сначала 

для заданной модели, затем совместно с моделью и, наконец, в агентной постановке. 

2.1. Многоуровневость иерархически организованной интеллектуальной системы 

Многоуровневость здесь понимается прежде всего как свойство организации самой ин-

теллектуальной системы. Большинство исследований ОИИ сосредоточено на локальных и пост-

модельных объяснениях отдельных решений [7, 19]. В иерархически организованной системе 

входная информация, однако, преобразуется последовательно, проходя через цепочку взаимосвя-

занных узлов. В одних выделяются признаки, в других формируются внутренние представления 

или активируются интерпретируемые структуры, и лишь в конце вырабатывается результирую-

щий вывод. 

Такое понимание опирается на классическую теорию иерархических систем. Ещё М. Мин-

ский описывал интеллектуальную программу как иерархию подзадач и методов их решения 

[123]. Г. Саймон показал, что сложные системы, естественные и искусственные, обычно иерар-

хичны и почти разложимы, то есть связи внутри подсистем у них сильнее, чем между подсисте-

мами [124]. М. Месарович, Д. Мако и И. Такахара различили в многоуровневой системе страты, 
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слои и эшелоны и поставили задачу координации между уровнями [125], а Н.Н. Моисеев рас-

смотрел информационный обмен в иерархических системах [126]. Из этой традиции заимство-

вана идея стратифицированного описания. Признаковый, модельный, интерпретируемый и ре-

зультирующий уровни объяснения рассматриваются как страты описания одной и той же си-

стемы, а переходы между ними играют роль каналов координации. 

Объяснению поэтому приходится охватывать весь путь формирования результата. Итого-

вая атрибуция сама по себе не говорит, как локальная значимость признаков связана с внутрен-

ними состояниями модели и с интерпретируемыми структурами, участвующими в выработке вы-

вода. Если же проследить переходы между узлами, становится видна логика преобразования дан-

ных, обнаруживаются границы применимости отдельных модулей и можно установить, откуда 

взялось итоговое решение. 

Для формализации контур обработки данных представляется типизированным ориенти-

рованным графом. Его вершины соответствуют функциональным узлам вычислительной и объ-

яснительной обработки, рёбра — допустимым переходам данных, внутренних состояний, объяс-

нительных объектов и оценочных характеристик (см. рисунок 2.1). Объяснимость при этом зада-

ётся системой локальных описаний узлов и переходов, внешняя постобработка результата для 

неё не нужна. Представлять систему сетью взаимосвязанных функциональных элементов в си-

стемном анализе принято давно [127]. Новое здесь — типизация узлов и переходов по их роли в 

объяснении. 

 
Рисунок 2.1 – Графовое представление объяснимого контура обработки данных иерархически 

организованной системы ИИ 
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Вершина 𝐷𝐷0 соответствует исходным данным, 𝑃𝑃 — этапу предобработки, 𝑍𝑍 — простран-

ству признаков, 𝑀𝑀 — базовой модели, 𝐻𝐻 — внутренним представлениям модели, 𝑅𝑅 — результату 

и журналу переходов, 𝑆𝑆 — интерпретируемым структурам, 𝐸𝐸𝑙𝑙𝑙𝑙𝑙𝑙 — локальным объяснениям, 

𝐸𝐸𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚 — метауровневым объяснениям, 𝑄𝑄 — оценке качества, трассируемости и неопределённо-

сти, 𝑈𝑈 — пользовательскому представлению. В одной схеме оказываются и вычислительный кон-

тур получения решения, и объяснительный контур, который отвечает за интерпретацию, согла-

сование и оценку результата. 

Объяснимость вычислительного контура понимается как возможность восстановить 

маршрут преобразования данных по активированным узлам, промежуточным состояниям и ре-

зультатам переходов. Близкое средство описания интеллектуальных систем — функциональные 

сети [127, 128], представляющие систему через взаимодействующие функциональные элементы 

и связи между ними. Они дают структурно-функциональную картину, но для объяснимости её 

мало, пока к ней не добавлена динамическая трассировка активаций, промежуточных состояний 

и результатов переходов. Графовое представление можно считать развитием идей функциональ-

ных сетей, доведённым до операционной формы под задачу объяснимости. 

Онтологическое представление формализует понятия предметной области, отношения 

между ними и ограничения их совместимости [129, 130]. На нём хорошо определяется семантика 

признаков и интерпретируемых объектов, но конкретное вычисление по онтологии не восстано-

вить, для этого нужны сведения об активированных операциях, использованных данных и про-

межуточных результатах. Онтология и граф обработки дополняют друг друга. Первая задаёт се-

мантический слой типизации, второй фиксирует зависимости между объектами конкретного за-

пуска. 

2.2. Формализация узлов ориентированного графа объяснимого контура обработки дан-

ных 

Уровни объяснения, введённые в разделе 2.1, можно теперь описать на языке ориентиро-

ванного графа объяснимого контура. Каждому узлу графа сопоставляется тип объяснительного 

объекта (признаковый, модельный, интерпретируемый или результирующий), и многоуровневая 

объяснимость предстаёт системой узлов и допустимых переходов между ними (см. рисунки 2.2, 

2.3) [131–133]. 
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Рисунок 2.2 – Схема соответствия узлов ориентированного графа объяснимого контура обра-

ботки данных уровням многоуровневого объяснения 
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Рисунок 2.3 – Формальное представление узлов графа объяснения, пространств уровней и допу-

стимых межуровневых переходов 

У многоуровневости при таком представлении два аспекта. Один касается организации 

самого контура обработки данных и описывает структуру иерархической системы. Другой отно-

сится к тому, как представлены объяснительные объекты, формируемые или извлекаемые на уз-

лах этого контура. Одну и ту же систему можно поэтому описать и как иерархический граф об-

работки данных, и как граф взаимосвязанных интерпретационных объектов. 

Средства ОИИ служат здесь для построения локальных, межузловых и межуровневых 

представлений объяснения, привязанных к вершинам ориентированного графа. 

Чтобы избежать смысловой неоднозначности, введём пространства уровней. Пусть каж-

дому индексу из множества: 

 𝐿𝐿 = {𝑓𝑓, 𝑚𝑚, 𝑖𝑖, 𝑟𝑟}, (2.1) 

соответствует собственное пространство объяснительных объектов, так что: 

 ℰ𝐿𝐿 = �ℰ𝑓𝑓 , ℰ𝑚𝑚, ℰ𝑖𝑖, ℰ𝑟𝑟�, (2.2) 

где ℰ𝑓𝑓 — пространство признаковых объяснений, ℰ𝑚𝑚 — модельных, ℰ𝑖𝑖 — интерпретируемых, ℰ𝑟𝑟 

— результирующих [74, 132]. 

Каждый уровень даёт частичное описание одной и той же цепочки, по которой вычисля-

ется вывод. На признаковом уровне видно, какие элементы входных данных оказались реле-

вантны решению модели. Модельный уровень показывает, как эта релевантность проявляется во 
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внутренних состояниях вычислительного контура. Интерпретируемый переводит часть внутрен-

ней динамики в правила, концепты и другие содержательные дескрипторы, то есть в формы, при-

нятые в моделях представления знаний [129]. Результирующий собирает полученные сведения в 

форму, пригодную для анализа, проверки и передачи пользователю. 

Многоуровневое объяснение представим подграфом объяснительного контура: 

 𝐺𝐺𝐸𝐸 = (𝑉𝑉𝐸𝐸 , 𝑅𝑅𝐸𝐸), (2.3) 

где 𝑉𝑉𝐸𝐸 = ℰ𝐿𝐿 — множество вершин, образованное пространствами уровней (2.2), а 𝑅𝑅𝐸𝐸 — множе-

ство допустимых межуровневых переходов. Вершине сопоставляется объяснительный объект 

её уровня, поэтому граф 𝐺𝐺𝐸𝐸 описывает и состав уровней, и то, как им разрешено взаимодейство-

вать. 

Взаимодействие вершин графа объяснения описывается отображениями между простран-

ствами ℰ𝑢𝑢 и ℰ𝑣𝑣. Каждому допустимому ребру (𝑢𝑢, 𝑣𝑣) ∈ 𝑅𝑅𝐸𝐸 отвечает оператор межуровневого пе-

рехода: 

 𝑇𝑇𝑢𝑢→𝑣𝑣: ℰ𝑢𝑢 → ℰ̃𝑣𝑣, (2.4) 

переводящий объяснительный объект из одного уровня представления в другой. Здесь ℰ̃𝑣𝑣 — про-

странство представлений, сопоставимых с объектами уровня 𝑣𝑣. Под взаимодействием вершин 

понимается допустимое преобразование объяснений между пространствами, и одного соседства 

разных описаний в общем отчёте для него недостаточно. 

Для пары связанных вершин 𝑢𝑢 и 𝑣𝑣 условие межуровневой совместимости записывается в 

общем виде как: 

 𝑑𝑑𝑣𝑣 �𝑇𝑇𝑢𝑢→𝑣𝑣�𝐸𝐸𝑢𝑢(𝑥𝑥)�, 𝐸𝐸𝑣𝑣(𝑥𝑥)� ≤ 𝜏𝜏𝑢𝑢𝑢𝑢, (2.5) 

где 𝑑𝑑𝑣𝑣 — мера расхождения в пространстве ℰ𝑣𝑣, а 𝜏𝜏𝑢𝑢𝑢𝑢 — допустимый порог межуровневого рас-

хождения. Переход между уровнями допустим, если это неравенство выполнено. 

Выбранный граф объяснения должен быть подграфом исходного объяснительного кон-

тура: 

 𝐺𝐺𝐸𝐸
∗ ⊆ 𝐺𝐺𝐸𝐸, (2.6) 

причём этот подграф покрывает путь от входного описания к результирующему представлению 

и состоит только из допустимых межуровневых переходов. 
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2.3. Методы многоуровневого формирования атрибутивных объяснений 

Граф объяснимого контура задан, и теперь нужно описать, какие объекты возникают на 

его узлах и рёбрах и как они попадают в структуру многоуровневого объяснения. Речь пойдёт об 

атрибутивных объектах, которые формируются или извлекаются на разных этапах работы интел-

лектуальной системы. Готовым итоговым объяснением такой объект ещё не является, но именно 

из этих объектов собираются признаковый, модельный, интерпретируемый и результирующий 

уровни. 

Пусть иерархически организованная интеллектуальная система задана ориентированным 

графом: 

 𝐺𝐺 = (𝑉𝑉, 𝑅𝑅), (2.7) 

где 𝑉𝑉 — множество узлов, а 𝑅𝑅 ⊆ 𝑉𝑉 × 𝑉𝑉 — множество допустимых переходов между ними. Каж-

дому узлу 𝑣𝑣 ∈ 𝑉𝑉 сопоставим множество его атрибутивных параметров: 

 𝑃𝑃𝑣𝑣(𝑥𝑥) = {𝑝𝑝𝑣𝑣,𝑗𝑗(𝑥𝑥)}𝑗𝑗=1
𝑠𝑠𝑣𝑣 , (2.8) 

а каждому ребру (𝑢𝑢, 𝑣𝑣) ∈ 𝑅𝑅 — множество атрибутивных параметров перехода 

 𝑃𝑃𝑢𝑢→𝑣𝑣(𝑥𝑥) = {𝑝𝑝𝑢𝑢→𝑣𝑣,𝑗𝑗(𝑥𝑥)}𝑗𝑗=1
𝑡𝑡𝑢𝑢𝑣𝑣 , (2.9) 

где 𝑥𝑥 — анализируемый объект, 𝑠𝑠𝑣𝑣 — число параметров, фиксируемых в узле 𝑣𝑣, а 𝑡𝑡𝑢𝑢𝑢𝑢 — число 

параметров, характеризующих переход от 𝑢𝑢 к 𝑣𝑣. В эти множества попадают самые разные харак-

теристики вычислительного процесса, от значений признаков и весов внимания до активаций 

внутренних слоёв и параметров правил. Объяснительную ценность имеет лишь часть из них, и её 

выделяют операторы отбора объяснительных атрибутов: 

 Πexpl
(𝑣𝑣) : 𝑃𝑃𝑣𝑣(𝑥𝑥) → 𝐴𝐴𝑣𝑣(𝑥𝑥), Πexpl

( 𝑢𝑢→𝑣𝑣 ): 𝑃𝑃𝑢𝑢→𝑣𝑣(𝑥𝑥) → 𝐴𝐴𝑢𝑢→𝑣𝑣(𝑥𝑥), (2.10) 

где 𝐴𝐴𝑣𝑣(𝑥𝑥) — атрибутивный объяснительный объект узла 𝑣𝑣, а 𝐴𝐴𝑢𝑢→𝑣𝑣(𝑥𝑥) — объект перехода. Про-

екциями в строгом линейно-алгебраическом смысле эти отображения быть не обязаны. От них 

требуется выделить ту часть локального состояния системы, которую дальше можно интерпре-

тировать, согласовывать и сопоставлять с объектами других уровней. 

Объяснительный объект на узле формируется отображением: 

 Φ𝑣𝑣: 𝒳𝒳 × 𝑍𝑍𝑣𝑣 × Θ𝑣𝑣 → 𝒜𝒜𝑣𝑣 , 𝐴𝐴𝑣𝑣(𝑥𝑥) = Φ𝑣𝑣(𝑥𝑥, 𝑧𝑧𝑣𝑣, 𝜃𝜃𝑣𝑣), (2.11) 
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где 𝒳𝒳 — пространство входных объектов, 𝑍𝑍𝑣𝑣 — пространство внутренних состояний или выхо-

дов узла 𝑣𝑣, Θ𝑣𝑣 — параметры модуля, реализующего узел, а 𝒜𝒜𝑣𝑣 — пространство объяснительных 

объектов узла [54, 55]. 

Для ребра (𝑢𝑢, 𝑣𝑣) ∈ 𝑅𝑅 отображение строится так же: 

 Ψ𝑢𝑢→𝑣𝑣: 𝒜𝒜𝑢𝑢 × 𝒜𝒜𝑣𝑣 × 𝑍𝑍𝑢𝑢 × 𝑍𝑍𝑣𝑣 × Θ𝑢𝑢→𝑣𝑣 → 𝒜𝒜𝑢𝑢→𝑣𝑣, (2.12) 

 𝐴𝐴𝑢𝑢→𝑣𝑣(𝑥𝑥) = Ψ𝑢𝑢→𝑣𝑣(𝐴𝐴𝑢𝑢(𝑥𝑥), 𝐴𝐴𝑣𝑣(𝑥𝑥), 𝑧𝑧𝑢𝑢, 𝑧𝑧𝑣𝑣, 𝜃𝜃𝑢𝑢→𝑣𝑣), (2.13) 

где Θ𝑢𝑢→𝑣𝑣 — параметры преобразования между узлами. Отдельное отображение для рёбер нужно 

потому, что многоуровневое объяснение складывается из компонентов двух видов. Одни описы-

вают локальные атрибуты вершин, другие характеризуют переходы между вершинами, и без вто-

рых связь уровней терялась бы. 

Все атрибутивные объекты, сформированные для 𝑥𝑥, объединяются в множество: 

 𝒜𝒜(𝑥𝑥) = { 𝐴𝐴𝑣𝑣(𝑥𝑥) ∣∣ 𝑣𝑣 ∈ 𝑉𝑉 }  ∪   { 𝐴𝐴𝑢𝑢→𝑣𝑣(𝑥𝑥) ∣∣ (𝑢𝑢, 𝑣𝑣) ∈ 𝑅𝑅 }, (2.14) 

из которого затем формируются уровни объяснения. Известные методы ОИИ играют здесь роль 

частных механизмов, порождающих элементы 𝒜𝒜(𝑥𝑥). Каждый из них, будь то SHAP, LIME или 

карта активации, даёт свой класс атрибутивных объектов, и все эти объекты проходят потом че-

рез общий контур межуровневого согласования [134]. 

Переход от этого множества к кортежу уровней выполняют операторы выделения уров-

ней: 

 𝐸𝐸𝑓𝑓(𝑥𝑥) = Π𝑓𝑓�𝒜𝒜(𝑥𝑥)�, 𝐸𝐸𝑚𝑚(𝑥𝑥) = Π𝑚𝑚�𝒜𝒜(𝑥𝑥)�, (2.15) 

 𝐸𝐸𝑖𝑖(𝑥𝑥) = Π𝑖𝑖�𝒜𝒜(𝑥𝑥)�, 𝐸𝐸𝑟𝑟(𝑥𝑥) = Π𝑟𝑟�𝒜𝒜(𝑥𝑥)�, (2.16) 

где Π𝑓𝑓 , Π𝑚𝑚, Π𝑖𝑖 , Π𝑟𝑟 — операторы выделения признакового, модельного, интерпретируемого и ре-

зультирующего уровней. Реализация операторов зависит от архитектуры системы и типа данных, 

а назначение у них одно — разложить локально сформированные атрибутивные объекты по ком-

понентам кортежа многоуровневого объяснения. 

Атрибутивные объекты получают двумя путями. При встроенном формировании они воз-

никают внутри архитектуры модели из её внутренних состояний, параметров и правил. Постмо-

дельное извлечение выполняется после получения результата и строит приближённое описание 

поведения уже обученной модели. В первом случае объяснительный объект входит во внутрен-

нюю динамику системы, во втором его восстанавливают по наблюдаемому отклику. С уровнями 
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объяснения эти пути отождествлять нельзя. Каждый из них может поставлять объекты на разные 

уровни, и ни один не исчерпывает многоуровневую структуру. 

Объекты признакового уровня ℰ𝑓𝑓 чаще всего дают методы локальной атрибуции входных 

признаков. Базовым среди них остаётся SHAP [55], построенный на значениях Шепли из теории 

кооперативных игр. Для множества признаков ℱ вклад признака в предсказание для объекта 𝑥𝑥 

равен: 

 𝜙𝜙𝑗𝑗(𝑥𝑥) = ∑ |𝑆𝑆|! (|ℱ|−|𝑆𝑆|−1)!
|ℱ|!𝑆𝑆⊆ℱ\{𝑗𝑗} �𝑓𝑓𝑆𝑆∪{𝑗𝑗}(𝑥𝑥) − 𝑓𝑓𝑆𝑆(𝑥𝑥)�, (2.17) 

здесь 𝑓𝑓𝑆𝑆(𝑥𝑥) — значение модели при доступном подмножестве признаков 𝑆𝑆, а сумма берётся по 

всем коалициям, не содержащим 𝑗𝑗-й признак. Величина 𝜙𝜙𝑗𝑗(𝑥𝑥) показывает, насколько в среднем 

меняется выход модели, когда к уже известным признакам добавляется 𝑗𝑗-й. Среднее берётся по 

всем подмножествам остальных признаков с весами из (2.17). Вклады всех признаков в сумме 

дают разность между предсказанием 𝑓𝑓(𝑥𝑥) и базовым значением 𝜙𝜙0, то есть средним выходом 

модели на фоновой выборке. Значение 𝜙𝜙𝑗𝑗(𝑥𝑥) читается как доля этой разности, приходящаяся на 

𝑗𝑗-й признак, а по знаку вклада видно, повышает признак предсказание или понижает. Распреде-

ление вкладов по (2.17) аксиоматически корректно, и для объектов признакового уровня этот ме-

ханизм подходит хорошо. Полного многоуровневого объяснения вектор 𝜙𝜙(𝑥𝑥) всё же не образует. 

Он фиксирует локальную релевантность входных факторов и ничего не говорит о том, как она 

преобразуется внутри модели и как соотносится с интерпретируемыми структурами более высо-

кого уровня. 

Широко используется для этого и LIME [54]. Метод подбирает в окрестности объекта 𝑥𝑥 

локальную интерпретируемую модель 𝑔𝑔 из класса 𝐺𝐺: 

 𝑔𝑔𝑥𝑥
∗ = argmin

𝑔𝑔∈𝐺𝐺
�ℒ(𝑓𝑓, 𝑔𝑔, 𝜋𝜋𝑥𝑥) + 𝛺𝛺(𝑔𝑔)�, (2.18) 

где ℒ(𝑓𝑓, 𝑔𝑔, 𝜋𝜋𝑥𝑥) измеряет ошибку локальной аппроксимации исходной модели 𝑓𝑓 моделью 𝑔𝑔 с учё-

том весовой функции 𝜋𝜋𝑥𝑥, задающей близость к объекту 𝑥𝑥, а Ω(𝑔𝑔) ограничивает сложность интер-

претатора. Результат LIME тоже относится в первую очередь к признаковому уровню, ведь он 

описывает локально обозримую структуру значимых факторов. Завершённым объяснением его, 

как и вектор SHAP, считать нельзя, это лишь одна из форм атрибутивного описания входного 

пространства. 

В глубоких моделях признаковую атрибуцию часто строят методом Integrated Gradients 

[62]. Для скалярного выхода модели 𝑓𝑓𝑐𝑐 и базовой точки 𝑥𝑥′ вклад 𝑗𝑗-го признака равен: 
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 𝐼𝐼𝐺𝐺𝑗𝑗(𝑥𝑥) = �𝑥𝑥𝑗𝑗 − 𝑥𝑥𝑗𝑗
′� ∫

∂𝑓𝑓𝑐𝑐�𝑥𝑥′+𝛼𝛼�𝑥𝑥−𝑥𝑥′��

∂𝑥𝑥𝑗𝑗

1
0  𝑑𝑑𝑑𝑑. (2.19) 

Атрибуция здесь накапливается вдоль траектории от базовой точки к анализируемому 

объекту. Хотя в вычислении участвуют градиенты модели, результат описывает вклад входных 

компонент, и место ему на признаковом уровне. Внутреннюю структуру представлений он не 

характеризует, так что относить Integrated Gradients к модельному уровню без оговорок было бы 

ошибкой. 

Модельный уровень ℰ𝑚𝑚 появляется, когда интерпретируются сами внутренние состояния 

вычислительного контура, его активации, карты внимания или скрытые представления. В свёр-

точных архитектурах для изображений так работает Grad-CAM [61], где карта значимости для 

класса 𝑐𝑐 определяется формулой: 

 𝐿𝐿Grad-CAM
𝑐𝑐 = ReLU�� 𝛼𝛼𝑘𝑘

𝑐𝑐
𝑘𝑘 𝐴𝐴𝑘𝑘�, (2.20) 

где 𝐴𝐴𝑘𝑘 — 𝑘𝑘-я карта активаций последнего свёрточного слоя, а коэффициенты вычисляются по 

формуле: 

 𝛼𝛼𝑘𝑘
𝑐𝑐 = 1

𝑍𝑍
� ∂𝑦𝑦𝑐𝑐

∂𝐴𝐴𝑖𝑖𝑖𝑖
𝑘𝑘

𝑖𝑖,𝑗𝑗

, (2.21) 

то есть 𝛼𝛼𝑘𝑘
𝑐𝑐  получается усреднением градиента выхода для класса 𝑐𝑐 по пространственным коорди-

натам карты. Опорой интерпретации служит здесь внутреннее представление модели, входные 

признаки в ней напрямую не участвуют, и Grad-CAM поэтому относится к модельному уровню. 

До содержательных правил или дескрипторов предметной области такие объекты сами по себе 

не доходят. Они показывают лишь структуру внутренней активации, релевантной решению. 

Интерпретируемый уровень ℰ𝑖𝑖 возникает, если часть вычислительного контура уже до-

пускает прямое содержательное описание. Так обстоит дело в нейро-нечётких и других архитек-

турах, основанных на правилах [72, 135]. В ANFIS-подобной системе 𝑘𝑘-е правило типа Сугено 

[83, 84] записывается в виде: 

 𝑅𝑅𝑘𝑘: 𝑥𝑥1 ∈ 𝐴𝐴1
𝑘𝑘 , … , 𝑥𝑥𝑛𝑛 ∈ 𝐴𝐴𝑛𝑛

𝑘𝑘 ⇒ 𝑦𝑦𝑘𝑘 = 𝑝𝑝𝑘𝑘1𝑥𝑥1 + ⋯ + 𝑝𝑝𝑘𝑘𝑘𝑘𝑥𝑥𝑛𝑛 + 𝑟𝑟𝑘𝑘. (2.22) 

Степень активации правила и выход системы вычисляются как: 

 𝑤𝑤𝑘𝑘 = ∏ 𝜇𝜇𝐴𝐴𝑗𝑗
𝑘𝑘

𝑛𝑛
𝑗𝑗=1 �𝑥𝑥𝑗𝑗�, 𝑤𝑤‾ 𝑘𝑘 = 𝑤𝑤𝑘𝑘

∑ 𝑤𝑤𝑙𝑙𝑙𝑙
, 𝑦𝑦 = ∑ 𝑤𝑤‾ 𝑘𝑘𝑘𝑘 𝑦𝑦𝑘𝑘, (2.23) 
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здесь 𝜇𝜇𝐴𝐴𝑗𝑗
𝑘𝑘(𝑥𝑥𝑗𝑗) — функция принадлежности 𝑗𝑗-го признака терму 𝐴𝐴𝑗𝑗

𝑘𝑘 в 𝑘𝑘-м правиле. Объяснитель-

ный объект получается сразу в виде правил и термов, соотносимых с предметной областью, и к 

постмодельной атрибуции отношения не имеет. Его место на интерпретируемом уровне. 

Особый случай представляет объяснительная регуляризация, при которой атрибутивные 

объекты участвуют в обучении модели, а не только в интерпретации готовой. Функционал обу-

чения в общем виде принимает форму: 

 ℒ(𝜃𝜃) = ℒ𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝(𝜃𝜃) + 𝜆𝜆 ℒ𝑒𝑒𝑒𝑒𝑒𝑒𝑒𝑒(𝜃𝜃), (2.24) 

где ℒ𝑝𝑝𝑝𝑝𝑝𝑝𝑝𝑝 отвечает за точность предсказания, ℒ𝑒𝑒𝑒𝑒𝑒𝑒𝑒𝑒 — за выполнение заранее заданного объясни-

тельного ограничения, а 𝜆𝜆 ≥ 0 — относительный вес ограничения. Вид ℒ𝑒𝑒𝑒𝑒𝑒𝑒𝑒𝑒 зависит от типа мо-

дели, природы объяснительного объекта и того, как задана референтная интерпретация. Запись 

(2.24) описывает целый класс постановок, где объяснимость перенесена внутрь оптимизацион-

ного контура [47, 136], и конкретного алгоритма не предписывает. 

Если в архитектуре есть отдельный объяснительный модуль, параметры базового предик-

тора и объяснительного блока могут обновляться совместно по правилу: 

 𝜃𝜃𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏
(𝑡𝑡+1) = 𝜃𝜃𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏

(𝑡𝑡) − 𝜂𝜂 ∂ℒ
∂𝜃𝜃𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏

, 𝜃𝜃𝑒𝑒𝑒𝑒𝑒𝑒𝑒𝑒
(𝑡𝑡+1) = 𝜃𝜃𝑒𝑒𝑒𝑒𝑒𝑒𝑒𝑒

(𝑡𝑡) − 𝜂𝜂 ∂ℒ
∂𝜃𝜃𝑒𝑒𝑒𝑒𝑒𝑒𝑒𝑒

, (2.25) 

где 𝜂𝜂 — шаг оптимизации. Двухблочная запись имеет смысл лишь тогда, когда отдельный объ-

яснительный модуль действительно есть. Если его нет, хватает общей формы ℒ(𝜃𝜃), и делить па-

раметры на два подмножества искусственно незачем. Объяснительная регуляризация считается 

в работе дополнительным режимом формирования атрибутивных объектов, обязательной частью 

ОИИ-системы она не является. 

Механизмы различаются тем, откуда берутся атрибутивные объекты, а порядок построе-

ния многоуровневого объяснения у них общий. Всё начинается с графа (2.7), в котором фикси-

руются узлы обработки и допустимые переходы. Для узлов и переходов формируются множества 

𝑃𝑃𝑣𝑣(𝑥𝑥) и 𝑃𝑃𝑢𝑢→𝑣𝑣(𝑥𝑥) по (2.8) и (2.9), и операторы (2.10) оставляют в них только параметры, которые 

можно интерпретировать и сопоставлять с объектами других уровней. 

Затем по отображениям (2.11) и (2.12)–(2.13) строятся объекты узлов 𝐴𝐴𝑣𝑣(𝑥𝑥) и переходов 

𝐴𝐴𝑢𝑢→𝑣𝑣(𝑥𝑥). На этом шаге и работают конкретные методы ОИИ, каждый на своём уровне, а при 

объяснительной регуляризации (2.24) часть объектов появляется ещё во время обучения. Узло-

вые и межузловые объекты собираются в множество 𝒜𝒜(𝑥𝑥) по (2.14), операторы (2.15)–(2.16) рас-

пределяют его элементы по четырём уровням, и полученный кортеж поступает на межуровневое 

согласование. 
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2.4. Метод межуровневого согласования объяснений 

Уровни выделены, но из этого ещё не следует, что они складываются в одно объяснение. 

Атрибуция признаков, внутренние представления модели, правила и итоговый текст могут отно-

ситься к одному объекту и при этом расходиться друг с другом. Между уровнями нужна связь, 

которую можно проверить формально, и её устанавливает оператор согласования уровней. Он 

переводит исходный кортеж в форму, пригодную для целостной интерпретации, повторной про-

верки и объединения с другими объяснениями. 

Пусть многоуровневое объяснение задано кортежем: 

 𝐸𝐸(𝑥𝑥) = �𝐸𝐸𝑓𝑓(𝑥𝑥), 𝐸𝐸𝑚𝑚(𝑥𝑥), 𝐸𝐸𝑖𝑖(𝑥𝑥), 𝐸𝐸𝑟𝑟(𝑥𝑥)� ∈ ℰ𝑓𝑓 × ℰ𝑚𝑚 × ℰ𝑖𝑖 × ℰ𝑟𝑟 , (2.26) 

где ℰ𝑓𝑓 , ℰ𝑚𝑚, ℰ𝑖𝑖 , ℰ𝑟𝑟 — пространства объектов признакового, модельного, интерпретируемого и ре-

зультирующего уровней. Оператор согласования отображает произведение этих пространств 

само в себя: 

 𝛤𝛤: ℰ𝑓𝑓 × ℰ𝑚𝑚 × ℰ𝑖𝑖 × ℰ𝑟𝑟 → ℰ𝑓𝑓 × ℰ𝑚𝑚 × ℰ𝑖𝑖 × ℰ𝑟𝑟, (2.27) 

 𝐸𝐸𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐(𝑥𝑥) = 𝛤𝛤�𝐸𝐸(𝑥𝑥)�, (2.28) 

где 𝐸𝐸𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐(𝑥𝑥) — согласованное многоуровневое объяснение. В нём те же четыре уровня, что и в 

𝐸𝐸(𝑥𝑥), но компоненты скорректированы так, чтобы суммарное межуровневое расхождение было 

минимальным. Согласованным кортеж считается тогда, когда для каждой пары связанных уров-

ней выполнено условие совместимости (2.5) и расхождение не выходит за порог 𝜏𝜏𝑢𝑢𝑢𝑢. На объеди-

нение и оценку неопределённости передаётся уже согласованный кортеж (см. рисунок 2.4). 

Насколько согласование удалось, показывает индекс 𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶(𝑥𝑥), собранный из локальных индексов 

для пар уровней. 

Одной вычислительной операцией оператор согласования не исчерпывается. За ним стоит 

класс процедур, куда входят нормализация представлений и приведение к сопоставимым шка-

лам, построение межуровневых отображений, измерение расхождения и корректировка формы 

описания [118, 137]. Нужен он из-за неоднородности уровней. Если 𝐸𝐸𝑓𝑓(𝑥𝑥) — вектор важностей 

признаков, 𝐸𝐸𝑚𝑚(𝑥𝑥) — тензор активаций, 𝐸𝐸𝑖𝑖(𝑥𝑥) — набор нечётких правил, а 𝐸𝐸𝑟𝑟(𝑥𝑥) — текстовый 

отчёт, сравнить их напрямую нельзя, и сопоставимыми их делает только система межуровневых 

отображений. 

Согласование решений, принимаемых на разных уровнях иерархии, давно изучается в тео-

рии систем. Принципы координации многоуровневых систем сформулированы в [125], методы 
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согласования иерархических решений систематизированы в [138]. Оператор 𝛤𝛤 переносит эту за-

дачу с решений на объяснения. Согласовываются интерпретационные описания одного и того же 

вывода, полученные на разных уровнях, и мерой согласованности служит межуровневое расхож-

дение вместо значения общей целевой функции системы. 

Для каждой допустимой пары уровней (𝑢𝑢, 𝑣𝑣), 𝑢𝑢, 𝑣𝑣 ∈ 𝐿𝐿, используется оператор переноса 

𝑇𝑇𝑢𝑢→𝑣𝑣 из (2.4). Обратимым он быть не обязан, его дело — перенести содержание объекта уровня 

𝑢𝑢 в форму, сопоставимую с объектом уровня 𝑣𝑣. Согласование складывается поэтому из множе-

ства локальных переходов, и каждый из них проверяется отдельно. Для перехода фиксируются 

оператор переноса, мера расхождения и порог допустимости (см. рисунок 2.4). 

 
Рисунок 2.4 – Структурная схема локального межуровневого согласования объяснительных 

объектов 

Локальное условие совместимости решает, войдёт ли связь двух уровней в согласованное 

объяснение. Если порог превышен, уточняют правила нормировки, оператор переноса или форму 

представления. Все локальные проверки вместе сводятся к задаче минимизации суммарного ме-

журовневого расхождения: 

 𝛤𝛤�𝐸𝐸(𝑥𝑥)� = argmin
𝐸𝐸�

∑ 𝜔𝜔𝑢𝑢𝑢𝑢(𝑢𝑢,𝑣𝑣)∈𝑅𝑅𝐸𝐸  𝑑𝑑𝑢𝑢𝑢𝑢 �𝑇𝑇𝑢𝑢→𝑣𝑣 �𝐸𝐸�𝑢𝑢(𝑥𝑥)� , 𝐸𝐸�𝑣𝑣(𝑥𝑥)�, (2.29) 

где 𝑅𝑅𝐸𝐸 — множество согласуемых пар уровней, то есть допустимых межуровневых переходов 

графа (2.3), 𝜔𝜔𝑢𝑢𝑢𝑢 ≥ 0 — веса связей, 𝑑𝑑𝑢𝑢𝑢𝑢 — мера расхождения для пары (𝑢𝑢, 𝑣𝑣), а 𝐸𝐸� =

�𝐸𝐸�𝑓𝑓 , 𝐸𝐸�𝑚𝑚, 𝐸𝐸�𝑖𝑖, 𝐸𝐸�𝑟𝑟� — искомый согласованный кортеж. Согласование сводится здесь к поиску пред-

ставления, в котором расхождения по фиксированному набору переходов минимальны [113, 114]. 
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Признаки, которые атрибутивный метод счёл значимыми на уровне 𝐸𝐸𝑓𝑓(𝑥𝑥), после переноса 

на модельный уровень должны попасть в те области внутренних представлений, что действи-

тельно поддерживают решение модели. Правило или концепт из 𝐸𝐸𝑖𝑖(𝑥𝑥) обязано согласовываться 

и с признаковыми атрибуциями, и с внутренними состояниями, на которых оно активируется. 

Основания решения, о которых результирующее объяснение 𝐸𝐸𝑟𝑟(𝑥𝑥) сообщает пользователю, 

должны подтверждаться нижними уровнями, а не появляться впервые при вербализации. Набор 

разрозненных интерпретаций этим требованиям, как правило, не удовлетворяет. 

Вид меры 𝑑𝑑𝑢𝑢𝑢𝑢 определяется природой объектов. Векторные атрибуции сравнивают метри-

чески или по ранговой корреляции, пространственные карты — по пересечению и структурному 

сходству, правила и концепты — по совпадению условий и активированных признаков. Единой 

метрики на все случаи у оператора 𝛤𝛤 нет. Общим остаётся требование, чтобы согласованность 

была вычислимой и воспроизводимой, а переходы, меры расхождения и условия применения 

были явно зафиксированы для конкретного вычислительного контура. 

На практике общий оператор дополняют локальными индексами согласованности. Пусть 

на признаковом уровне выделено множество наиболее значимых факторов: 

 𝑆𝑆𝑓𝑓(𝑥𝑥) ⊆ ℱ, (2.30) 

куда входят 𝑛𝑛𝑓𝑓 признаков с наибольшими �𝜙𝜙𝑗𝑗(𝑥𝑥)� или все признаки, у которых �𝜙𝜙𝑗𝑗(𝑥𝑥)� превышает 

порог 𝜃𝜃𝑓𝑓. Значения 𝑛𝑛𝑓𝑓 и 𝜃𝜃𝑓𝑓 фиксируются протоколом оценки, а выделение такого подмножества 

— классическая задача отбора информативных признаков [139]. На интерпретируемом уровне 

берутся правила базы (2.22), активированные для объекта 𝑥𝑥 со степенью 𝑤𝑤𝑘𝑘(𝑥𝑥) из (2.23) не ниже 

порога 𝑤𝑤min: 

 𝑅𝑅(𝑥𝑥) = {𝑟𝑟1, … , 𝑟𝑟𝐾𝐾}. (2.31) 

Обозначим через Feat(𝑅𝑅(𝑥𝑥)) ⊆ ℱ признаки, входящие в условия активированных правил. 

Согласованность признакового и интерпретируемого уровней измеряется индексом Жаккара: 

 Cons𝑓𝑓𝑓𝑓(𝑥𝑥) = ∣𝑆𝑆𝑓𝑓(𝑥𝑥)∩Feat(𝑅𝑅(𝑥𝑥))∣
∣𝑆𝑆𝑓𝑓(𝑥𝑥)∪Feat(𝑅𝑅(𝑥𝑥))∣

, (2.32) 

который принимает значения в [0,1]. При Cons𝑓𝑓𝑓𝑓(𝑥𝑥) ≈ 1 значимые по атрибуции признаки в ос-

новном поддерживаются структурой правил. Малое значение говорит о том, что правило и атри-

буция опираются на разные основания решения и единого объяснения не дают. 
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Так же строятся показатели Cons𝑓𝑓𝑓𝑓(𝑥𝑥), Cons𝑚𝑚𝑚𝑚(𝑥𝑥), Cons𝑖𝑖𝑖𝑖(𝑥𝑥) для тех пар уровней, кото-

рые есть в конкретной архитектуре. Общий индекс внутренней согласованности равен их взве-

шенному среднему: 

 𝐶𝐶𝐶𝐶𝑛𝑛𝑠𝑠(𝑥𝑥) = ∑ 𝛼𝛼𝑢𝑢𝑢𝑢(𝑢𝑢,𝑣𝑣)∈𝑅𝑅𝐸𝐸  𝐶𝐶𝐶𝐶𝐶𝐶𝑠𝑠𝑢𝑢𝑢𝑢(𝑥𝑥), 𝛼𝛼𝑢𝑢𝑢𝑢 ≥ 0, ∑ 𝛼𝛼𝑢𝑢𝑢𝑢(𝑢𝑢,𝑣𝑣)∈𝑅𝑅𝐸𝐸 = 1, (2.33) 

который служит сводной мерой целостности многоуровневого объяснения. Через него согласо-

ванность учитывается и при оценке качества, и при выборе объяснителя. Оператор 𝛤𝛤 приводит 

уровни к совместимому виду, а индекс количественно показывает, насколько единым получилось 

объяснение [137]. 

Реализуется оператор 𝛤𝛤 итерационно. Сначала объекты согласуемых уровней нормиру-

ются и приводятся к общим шкалам и соглашениям представления, без чего вектор важностей, 

карту активаций и набор правил не сравнить. Для каждой пары (𝑢𝑢, 𝑣𝑣) ∈ 𝑅𝑅𝐸𝐸 задаются оператор 

переноса (2.4), мера расхождения 𝑑𝑑𝑢𝑢𝑢𝑢 и порог 𝜏𝜏𝑢𝑢𝑣𝑣 из (2.5), то есть элементы схемы на рисунке 

2.4. Далее по каждой паре вычисляются расхождения, входящие в (2.29), и локальные индексы 

вида (2.32). Если условие (2.5) для какой-то пары нарушено, уточняют нормировку, оператор пе-

реноса или форму представления и пересчитывают расхождения. Цикл заканчивается, когда 

условия совместимости выполнены для всех пар из 𝑅𝑅𝐸𝐸. Результатом становится кортеж 𝐸𝐸𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐(𝑥𝑥) 

по (2.28)–(2.29), а достигнутую согласованность выражает индекс 𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶(𝑥𝑥) по (2.33). 

В мультимодальных и гибридных системах без итераций не обойтись, потому что ошибка 

сопоставления на раннем шаге искажает всю дальнейшую интерпретацию. 

У согласования есть и отдельная ценность для воспроизводимости. Пока правила норми-

ровки, переноса и сопоставления не зафиксированы, два исследователя с одной моделью и одним 

объектом вполне могут получить разные многоуровневые описания, и виновата в этом будет не 

модель, а протокол интерпретации. С оператором 𝛤𝛤 сопоставление уровней становится явной 

процедурой, которую можно проверить и повторить. 

Сильнее всего это заметно в гибридных архитектурах, где нейросетевой контур сосед-

ствует с продукционным. Без 𝛤𝛤 описание такой системы распадается на два слабо связанных 

фрагмента. В одном остаются внутренние сигналы глубокой модели, в другом — правила и со-

держательные дескрипторы. Согласование сшивает их в один объяснительный контур, и как раз 

оно отделяет многоуровневое описание от многоуровневого объяснения. 
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2.5. Методы агрегирования, объединения и комплексирования при ансамблировании гете-

рогенных объяснений 

Для одного объекта обычно строят не одно объяснение. Их дают разные методы, модели, 

запуски и модальности, и каждое уже согласовано внутри себя. Предметом анализа становятся 

теперь сами согласованные объяснения, которые нужно обрабатывать совместно. По аналогии с 

ансамблями в машинном обучении, где несколько моделей вместе дают более устойчивое и точ-

ное решение, такую обработку будем называть ансамблированием объяснений. Идея близка к 

множественному описанию объекта в теории принятия решений, где сочетание нескольких ме-

тодов и систем критериев даёт синергетический эффект и общий результат оказывается богаче 

суммы частных оценок [140]. 

Способ совместной обработки зависит от природы объяснительных объектов. Однород-

ные числовые представления можно агрегировать в общем пространстве. Разнородные объясне-

ния лучше хранить как типизированные свидетельства, у каждого из которых указаны происхож-

дение, уровень, мера согласия и неопределённость. Отсюда три разные операции (агрегирование, 

объединение и комплексирование), которые нужно строго различать. 

Пусть для объекта 𝑥𝑥 построено множество согласованных объяснений: 

 ℰ(𝑥𝑥) = �𝐸𝐸(1)(𝑥𝑥), 𝐸𝐸(2)(𝑥𝑥), … , 𝐸𝐸(𝑁𝑁𝐸𝐸)(𝑥𝑥)�, (2.34) 

где каждое 𝐸𝐸(𝑘𝑘)(𝑥𝑥) прошло межуровневое согласование, индекс 𝑘𝑘 указывает источник объясне-

ния, а 𝑁𝑁𝐸𝐸 — число частных объяснений. Здесь 𝐸𝐸(𝑥𝑥) обозначает множество объяснений, его не 

следует путать с кортежем уровней ℰ(𝑥𝑥) из (2.26). Требуется оператор, который переводит это 

множество в итоговое представление более высокого уровня: 

 𝛺𝛺: 𝒫𝒫(ℰ) → 𝒴𝒴, 𝐸𝐸𝛺𝛺(𝑥𝑥) = 𝛺𝛺�ℰ(𝑥𝑥)�, (2.35) 

где 𝒫𝒫(ℰ) — семейство допустимых конечных наборов согласованных объяснений, 𝒴𝒴 — класс 

допустимых итоговых объектов, 𝐸𝐸𝛺𝛺(𝑥𝑥) — результат совместной обработки. Вид результата за-

висит от режима обработки. В класс 𝒴𝒴 входят многоуровневые объяснения вида (2.26), элементы 

общего пространства, где агрегируются однородные объяснения, и составные объекты, в кото-

рых разнородность исходных объяснений сохранена. Обозначение 𝐸𝐸∗(𝑥𝑥) закрепим только за ре-

зультатом режима объединения. 
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Оператор Ω — общее обозначение, за которым стоят три режима. Агрегирование приме-

няют, если все частные объяснения после приведения укладываются в одно пространство и срав-

нимы по одной шкале. Объединение нужно, когда итог строится из нескольких объяснений и 

важно не потерять сведения об их происхождении, весе и роли. К комплексированию прибегают 

при принципиально разнородных объяснениях, если эту разнородность надо сохранить и не сво-

дить всё к единому носителю. 

Агрегирование возможно при наличии общего пространства представления 𝒵𝒵 и семейства 

операторов приведения: 

 𝜁𝜁𝑘𝑘: ℰ(𝑘𝑘) → 𝒵𝒵, 𝑘𝑘 = 1, … , 𝑁𝑁𝐸𝐸 . (2.36) 

С их помощью частные объяснения переводятся в сопоставимую форму: 

 𝑧𝑧𝑘𝑘(𝑥𝑥) = 𝜁𝜁𝑘𝑘 �𝐸𝐸(𝑘𝑘)(𝑥𝑥)� ∈ 𝒵𝒵, (2.37) 

и агрегированное объяснение получается оператором: 

 𝐸𝐸𝑎𝑎𝑎𝑎𝑎𝑎(𝑥𝑥) = 𝐴𝐴𝐴𝐴𝐴𝐴 �𝑧𝑧1(𝑥𝑥), … , 𝑧𝑧𝑁𝑁𝐸𝐸(𝑥𝑥)�. (2.38) 

Для однородных числовых объектов естественная форма агрегирования — взвешенное 

среднее: 

 𝐸𝐸agg(𝑥𝑥) = ∑ 𝑤𝑤𝑘𝑘
𝑁𝑁𝐸𝐸
𝑘𝑘=1  𝑧𝑧𝑘𝑘(𝑥𝑥), 𝑤𝑤𝑘𝑘 ≥ 0, ∑ 𝑤𝑤𝑘𝑘

𝑁𝑁𝐸𝐸
𝑘𝑘=1 = 1. (2.39) 

Формула (2.39) корректна, лишь когда все 𝑧𝑧𝑘𝑘(𝑥𝑥) лежат в одном пространстве, имеют оди-

наковую размерность и приведены к единой шкале. Для произвольных объяснений она не го-

дится. 

Если привести объяснения к общему виду нельзя или не нужно, агрегирования мало, а 

итог не должен стирать различия между формами представления. В таком случае применяют 

объединение, при котором частные объяснения образуют структурированный ансамбль: 

 𝐸𝐸∗(𝑥𝑥) = 𝛺𝛺�ℰ(𝑥𝑥), 𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀(𝑥𝑥)�, (2.40) 

где 𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀(𝑥𝑥) — метаданные происхождения. В них записаны тип метода и уровень объяснения, 

параметры запуска и модальность, а также показатели качества и надёжности частных компонен-

тов [95, 96]. 

Объединение естественно вести по уровням. Современные методы ОИИ дают объяснения, 

различающиеся и по содержательному уровню, и по форме, в которой результат показывают 
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пользователю [141], и поуровневая процедура эту неоднородность учитывает. Она согласуется и 

с подходами, где итоговое объяснение собирают из нескольких частных интерпретаций по 

набору критериев качества [117]. Пусть каждое частное объяснение представлено кортежем: 

 𝐸𝐸(𝑘𝑘)(𝑥𝑥) = �𝐸𝐸𝑓𝑓
(𝑘𝑘)(𝑥𝑥), 𝐸𝐸𝑚𝑚

(𝑘𝑘)(𝑥𝑥), 𝐸𝐸𝑖𝑖
(𝑘𝑘)(𝑥𝑥), 𝐸𝐸𝑟𝑟

(𝑘𝑘)(𝑥𝑥)�, (2.41) 

тогда и объединённое объяснение записывается покомпонентно: 

 𝐸𝐸∗(𝑥𝑥) = �𝐸𝐸𝑓𝑓
∗(𝑥𝑥), 𝐸𝐸𝑚𝑚

∗ (𝑥𝑥), 𝐸𝐸𝑖𝑖
∗(𝑥𝑥), 𝐸𝐸𝑟𝑟

∗(𝑥𝑥)�, (2.42) 

и для каждого уровня вводится свой оператор объединения: 

 𝐸𝐸𝑓𝑓
∗(𝑥𝑥) = 𝛺𝛺𝑓𝑓 �𝐸𝐸𝑓𝑓

(1)(𝑥𝑥), … , 𝐸𝐸𝑓𝑓
(𝑁𝑁𝐸𝐸)(𝑥𝑥)�, (2.43) 

 𝐸𝐸𝑚𝑚
∗ (𝑥𝑥) = 𝛺𝛺𝑚𝑚 �𝐸𝐸𝑚𝑚

(1)(𝑥𝑥), … , 𝐸𝐸𝑚𝑚
(𝑁𝑁𝐸𝐸)(𝑥𝑥)�, (2.44) 

 𝐸𝐸𝑖𝑖
∗(𝑥𝑥) = 𝛺𝛺𝑖𝑖 �𝐸𝐸𝑖𝑖

(1)(𝑥𝑥), … , 𝐸𝐸𝑖𝑖
(𝑁𝑁𝐸𝐸)(𝑥𝑥)�, (2.45) 

 𝐸𝐸𝑟𝑟
∗(𝑥𝑥) = 𝛺𝛺𝑟𝑟 �𝐸𝐸𝑟𝑟

(1)(𝑥𝑥), … , 𝐸𝐸𝑟𝑟
(𝑁𝑁𝐸𝐸)(𝑥𝑥)�. (2.46) 

Разложение не даёт смешивать объекты разной природы и сохраняет связь с многоуров-

невой структурой. Оператор Ω𝑓𝑓 строится на усреднении, в том числе робастном, или на ранговой 

агрегации. Оператор Ω𝑚𝑚 работает с картами внимания и активационными структурами, оператор 

Ω𝑖𝑖 — с правилами, концептами и контрфактуальными объектами. От Ω𝑟𝑟 зависит, в каком виде 

объединённое объяснение увидит пользователь. Общая схема совместной обработки частных 

объяснений приведена на рисунке 2.5. 
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Рисунок 2.5 – Формализованный контур агрегирования, объединения и сопоставимой оценки 

гетерогенных объяснений 

Объяснения различаются качеством и устойчивостью, и это должно отражаться в весах 𝑤𝑤𝑘𝑘 

из (2.39). Веса строятся по протокольной оценке качества частного объяснения и мере его не-

определённости: 

 𝑤𝑤𝑘𝑘 = 𝑒𝑒
𝛼𝛼𝛼𝛼�𝐸𝐸(𝑘𝑘)(𝑥𝑥)�−𝛽𝛽𝛽𝛽�𝐸𝐸(𝑘𝑘)(𝑥𝑥)�

∑ 𝑒𝑒
𝛼𝛼𝛼𝛼�𝐸𝐸(𝑗𝑗)(𝑥𝑥)�−𝛽𝛽𝛽𝛽�𝐸𝐸(𝑗𝑗)(𝑥𝑥)�𝑁𝑁𝐸𝐸

𝑗𝑗=1

, (2.47) 

где 𝑄𝑄 �𝐸𝐸(𝑘𝑘)(𝑥𝑥)� — качество 𝑘𝑘-го частного объяснения, 𝑈𝑈 �𝐸𝐸(𝑘𝑘)(𝑥𝑥)� — мера его неопределённости 

(способ её оценки описан в разделе 2.6), а 𝛼𝛼, 𝛽𝛽 ≥ 0 задают относительное влияние этих факторов. 

Нормировка в (2.47) даёт неотрицательные веса, для которых 

 ∑ 𝑤𝑤𝑘𝑘
𝑁𝑁𝐸𝐸
𝑘𝑘=1 = 1, (2.48) 

так что их можно прямо подставлять в (2.39). 

Структурные и интерпретируемые объяснения объединяются через оптимизацию. Если 

ℋ(𝑥𝑥) — множество допустимых кандидатов на итоговую интерпретируемую структуру, объеди-

нённый интерпретируемый объект находится как: 

 𝐸𝐸𝑖𝑖
∗(𝑥𝑥) = argmax𝐻𝐻∈ℋ(𝑥𝑥) �Supp�𝐻𝐻 ∣ ℰ(𝑥𝑥)� + 𝜆𝜆 Cons(𝐻𝐻) − 𝜇𝜇 Comp(𝐻𝐻)�, (2.49) 
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где Supp�𝐻𝐻 ∣ ℰ(𝑥𝑥)� измеряет поддержку кандидата 𝐻𝐻 со стороны входящих объяснений, Cons(𝐻𝐻) 

характеризует его внутреннюю согласованность, Comp(𝐻𝐻) штрафует за чрезмерную сложность, 

а 𝜆𝜆, 𝜇𝜇 ≥ 0 задают относительный вклад этих факторов. 

Ранговые объяснения агрегируются по правилам коллективного ранжирования. Если 

rk𝑘𝑘(𝑎𝑎) — ранг элемента 𝑎𝑎 в 𝑘𝑘-м объяснении, суммарный балл по правилу Борда [115, 116] равен: 

 𝐵𝐵(𝑎𝑎) = ∑ �𝑁𝑁 − rk𝑘𝑘(𝑎𝑎)�𝑁𝑁𝐸𝐸
𝑘𝑘=1 , (2.50) 

где 𝑁𝑁 — число ранжируемых элементов, общее для всех частных объяснений. Итоговое ранжи-

рование идёт по убыванию 𝐵𝐵(𝑎𝑎). Когда источники ранжирования сами образуют иерархию, аг-

регируют поуровнево, от нижних уровней к верхним [142]. 

Третий режим, комплексирование, ничего не усредняет и не ищет единственную сводную 

структуру. Его задача — сохранить содержательно неоднородный результат в форме, пригодной 

для анализа и аудита. Результатом комплексирования служит составной объяснительный объект: 

 𝛯𝛯(𝑥𝑥) = �𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶(𝑥𝑥), 𝒮𝒮(𝑥𝑥), 𝒟𝒟(𝑥𝑥), 𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀(𝑥𝑥)�, (2.51) 

где Core(𝑥𝑥) — устойчивое ядро объяснения, 𝒮𝒮(𝑥𝑥) — множество компонентов, поддерживающих 

ядро, 𝒟𝒟(𝑥𝑥) — множество компонентов, расходящихся с ним, а Meta(𝑥𝑥) — метаданные происхож-

дения. В такой записи видна и итоговая интерпретация, и то, где объяснения согласны, а где кон-

фликтуют. 

В продукционных и нечётких контурах объединение делают мягким. Два правила, расхо-

дящиеся лишь в деталях термов, порогов или интервалов, противоречащими не считаются, и для 

них вводится функция близости: 

 𝜌𝜌(𝑟𝑟𝑎𝑎, 𝑟𝑟𝑏𝑏) ∈ [0,1]. (2.52) 

Если 𝜌𝜌(𝑟𝑟𝑎𝑎, 𝑟𝑟𝑏𝑏) ≥ 𝜏𝜏𝜌𝜌, где 𝜏𝜏𝜌𝜌 — порог близости, правила могут включаться в одно устойчивое 

ядро с последующим уточнением термов и порогов [72, 81]. 

Совместная обработка начинается с подготовки частных объяснений. Каждое объяснение 

из (2.34) нормируется и снабжается метаданными 𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀(𝑥𝑥) из (2.40), а где возможно, переводится 

в общее пространство 𝒵𝒵 операторами (2.36)–(2.37). Удалось ли это сделать, определяет режим. 

Объяснения, приведённые к одному пространству, размерности и шкале, агрегируются по (2.38). 

Если привести их нельзя, но происхождение и роль компонентов терять не хочется, выполняется 

поуровневое объединение по (2.40) и (2.43)–(2.46). Принципиально разнородные объяснения, 

разнородность которых нужно сохранить, комплексируются. 
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Далее вычисляются меры близости и согласованности между объяснениями, для правил 

это близость (2.52), и по (2.47) назначаются веса. При агрегировании результатом становится 

𝐸𝐸𝑎𝑎𝑎𝑎𝑎𝑎(𝑥𝑥) или итоговое ранжирование по (2.50), при объединении — кортеж 𝐸𝐸∗(𝑥𝑥) вида (2.42), при 

комплексировании — составной объект 𝛯𝛯(𝑥𝑥) по (2.51). 

Пользователю объединённое объяснение 𝐸𝐸∗(𝑥𝑥) показывают в виде пары взаимосвязанных 

компонентов: 

 𝐸𝐸out(𝑥𝑥) = �𝐸𝐸core(𝑥𝑥), 𝐸𝐸view(𝑥𝑥)�, (2.53) 

где 𝐸𝐸core(𝑥𝑥) — ядро объяснения, прошедшее согласование и метрическую проверку, а 𝐸𝐸view(𝑥𝑥) 

— форма, в которой это ядро предъявляется. 

2.6. Метод квантификации неопределённости объединённого объяснения 

Насколько можно доверять итоговому объяснению, зависит от того, совпадают ли его ис-

точники. Когда методы, запуски и модели дают близкие интерпретации, объяснение устойчиво. 

При заметном расхождении неопределённость приходится явно вписывать в описание резуль-

тата. 

Пусть 𝐸𝐸∗(𝑥𝑥) — объединённое объяснение объекта 𝑥𝑥. Его неопределённость задаётся функ-

ционалом от расхождений между частными объяснениями и объединённым представлением: 

 𝑈𝑈(𝑥𝑥) = 𝒰𝒰 �𝐸𝐸(1)(𝑥𝑥), … , 𝐸𝐸(𝑁𝑁𝐸𝐸)(𝑥𝑥); 𝐸𝐸∗(𝑥𝑥)�. (2.54) 

Мерой неопределённости служит наблюдаемый разброс частных объяснений вокруг ито-

гового. Чем ближе они друг к другу, тем меньше 𝑈𝑈(𝑥𝑥), а при расхождении границы доверия рас-

ширяются. 

Для однородных объектов, приведённых к общему пространству 𝒵𝒵, берётся среднее квад-

ратичное расхождение: 

 𝑈𝑈var(𝑥𝑥) = 1
𝑁𝑁𝐸𝐸

∑ 𝑑𝑑2𝑁𝑁𝐸𝐸
𝑘𝑘=1 �𝑧𝑧𝑘𝑘(𝑥𝑥), 𝑧𝑧∗(𝑥𝑥)�, (2.55) 

где 𝑧𝑧𝑘𝑘(𝑥𝑥) ∈ 𝒵𝒵 — приведённое частное объяснение, 𝑧𝑧∗(𝑥𝑥) ∈ 𝒵𝒵 — его объединённое представле-

ние, а 𝑑𝑑 — метрика или псевдометрика на 𝒵𝒵, вид которой выбирают по типу данных. Формула 

(2.55) подходит для любых объяснений, допускающих единое числовое представление [143]. 
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Покомпонентно для вектора важностей признаков неопределённость оценивается диспер-

сией: 

 𝑈𝑈𝑗𝑗(𝑥𝑥) = 1
𝑁𝑁𝐸𝐸

∑ (𝑁𝑁𝐸𝐸
𝑘𝑘=1 𝑧𝑧𝑘𝑘,𝑗𝑗(𝑥𝑥) − 𝑧𝑧𝑗𝑗

∗(𝑥𝑥))2, 𝑗𝑗 = 1, … , 𝑝𝑝, (2.56) 

где 𝑝𝑝 — число компонент объяснительного вектора, а интегральная локальная неопределённость 

равна среднему по компонентам: 

 𝑈𝑈loc(𝑥𝑥) = 1
𝑝𝑝

� 𝑈𝑈𝑗𝑗

𝑝𝑝

𝑗𝑗=1
(𝑥𝑥). (2.57) 

Дисперсионная оценка универсальна, но к выбросам чувствительна. Одного аномального 

объяснителя достаточно, чтобы исказить итог. Робастная альтернатива строится на медианном 

абсолютном отклонении расстояний до итогового представления: 

 𝑈𝑈mad(𝑥𝑥) = median𝑘𝑘|𝑑𝑑(𝑧𝑧𝑘𝑘(𝑥𝑥), 𝑧𝑧∗(𝑥𝑥)) − median𝑙𝑙 𝑑𝑑(𝑧𝑧𝑙𝑙(𝑥𝑥), 𝑧𝑧∗(𝑥𝑥))|. (2.58) 

От единичных аномальных объяснений эта величина зависит слабо и лучше подходит для 

ансамблей, где часть методов ведёт себя нестабильно. 

Если пользователю показывают точечную оценку вместе с диапазоном устойчивости, не-

определённость описывается эмпирическим интервалом. Доверительным интервалом в статисти-

ческом смысле он не является, поскольку отражает разброс объяснений внутри ансамбля, а не 

точность оценки какого-либо параметра. Для компоненты 𝑗𝑗 интервал имеет вид: 

 𝐼𝐼𝑗𝑗(𝑥𝑥) = �𝑄𝑄𝜈𝜈/2({𝑧𝑧𝑘𝑘,𝑗𝑗(𝑥𝑥)}𝑘𝑘=1
𝑁𝑁𝐸𝐸 ), 𝑄𝑄1−𝜈𝜈/2({𝑧𝑧𝑘𝑘,𝑗𝑗(𝑥𝑥)}𝑘𝑘=1

𝑁𝑁𝐸𝐸 )�, (2.59) 

где 𝑄𝑄𝛾𝛾 — эмпирическая 𝛾𝛾-квантиль, а 𝜈𝜈 ∈ (0,1) — уровень, задающий ширину интервала. Итого-

вое объяснение можно показывать точечным объектом 𝐸𝐸∗(𝑥𝑥) или набором локальных интервалов 

устойчивости. 

В мультимодальных системах у неопределённости есть ещё один источник. Объяснение 

может быть стабильным внутри каждой модальности и всё равно конфликтовать между модаль-

ностями, так что к внутримодальной вариативности добавляется межмодальная согласованность 

[118, 144–146]. 

Если 𝑎𝑎𝑚𝑚(𝑥𝑥) — атрибутивное представление 𝑚𝑚-й модальности, мера межмодальной коге-

рентности равна: 

 Coh(𝑥𝑥) = 2
𝑁𝑁mod(𝑁𝑁mod−1)

∑ Sim1≤𝑚𝑚<𝑙𝑙≤𝑁𝑁mod �𝑎𝑎𝑚𝑚(𝑥𝑥), 𝑎𝑎𝑙𝑙(𝑥𝑥)�, (2.60) 
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где 𝑁𝑁mod ≥ 2 — число модальностей, а Sim — мера сходства со значениями в [0,1], выбираемая 

в соответствии с природой данных. 

Для временных сигналов роль Sim играет нормированная взаимная информация или дру-

гая мера согласованности временных паттернов [147–149]. Межмодальная неопределённость 

определяется как: 

 𝑈𝑈mod(𝑥𝑥) = 1 − Coh(𝑥𝑥). (2.61) 

Большое 𝑈𝑈mod(𝑥𝑥) говорит о том, что каналы данных поддерживают разные объяснитель-

ные гипотезы, и в итоговом отчёте это должно быть видно. 

Интегральная неопределённость объединённого объяснения складывается по меньшей 

мере из трёх источников и представляется аддитивной декомпозицией: 

 𝑈𝑈total(𝑥𝑥) = 𝜆𝜆1𝑈𝑈method(𝑥𝑥) + 𝜆𝜆2𝑈𝑈run(𝑥𝑥) + 𝜆𝜆3𝑈𝑈model(𝑥𝑥), 𝜆𝜆𝑖𝑖 ≥ 0, ∑ 𝜆𝜆𝑖𝑖
3
𝑖𝑖=1 = 1, (2.62) 

где 𝑈𝑈method(𝑥𝑥) — межметодная неопределённость, отражающая расхождение между различными 

объяснителями, 𝑈𝑈run(𝑥𝑥) — внутриметодная неопределённость, то есть вариативность повторных 

запусков одного метода при фиксированной модели, а 𝑈𝑈model(𝑥𝑥) — межмодельная неопределён-

ность, то есть расхождение между объяснениями, построенными для разных, но сопоставимо ка-

чественных моделей.  

Каждое слагаемое вычисляется по (2.55) или (2.58) на своём подмножестве частных объ-

яснений. Межмодальная неопределённость (2.61) в декомпозицию (2.62) не входит. Она описы-

вает конфликт каналов данных, а не источников объяснений, и в отчёте приводится отдельно. 

Неопределённость частного объяснения 𝑈𝑈 �𝐸𝐸(𝑘𝑘)(𝑥𝑥)�, входящая в веса (2.47), оценивается теми 

же мерами (2.55) и (2.58) по повторным запускам одного метода. 

Разложение подсказывает, где искать причину. Большое 𝑈𝑈run(𝑥𝑥) требует стабилизировать 

процедуру построения объяснения и жёстче зафиксировать протокол. Преобладание 𝑈𝑈method(𝑥𝑥) 

означает, что объяснители расходятся по интерпретационному смыслу. Когда же основной вклад 

даёт 𝑈𝑈model(𝑥𝑥), дело в множественности самих прогнозов, и способ интерпретации здесь втори-

чен. 

На практике итоговое объяснение записывается парой: 

 ℛ(𝑥𝑥) = �𝐸𝐸∗(𝑥𝑥), 𝑈𝑈total(𝑥𝑥)�, (2.63) 

где 𝐸𝐸∗(𝑥𝑥) — объединённое и согласованное объяснение, а 𝑈𝑈𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡(𝑥𝑥) — его интегральная неопре-

делённость. Вместе с содержанием объяснение несёт протокольно заданную оценку своей надёж-

ности. 
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Числовую оценку полезно дополнить качественными режимами. При малом 𝑈𝑈𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡(𝑥𝑥) на 

объяснение можно опираться при анализе решения. Промежуточные значения не лишают его ин-

формативности, но требуют пометки о неполной устойчивости. При больших значениях система 

явно фиксирует конфликт между источниками интерпретации, и самостоятельным основанием 

для вывода такое объяснение служить не может. 

Квантификация начинается с группировки. По метаданным 𝑀𝑀𝑀𝑀𝑀𝑀𝑀𝑀(𝑥𝑥) из (2.40) частные 

объяснения из (2.34) делятся на полученные разными методами, полученные повторными запус-

ками одного метода и построенные для разных моделей сопоставимого качества, и каждая группа 

даёт своё слагаемое в (2.62). Внутри групп расхождение с объединённым представлением вычис-

ляется по (2.55), для оценки по признакам используются (2.56)–(2.57), а при нестабильных объ-

яснителях дисперсионную оценку заменяют робастной (2.58). В мультимодальной системе до-

полнительно считаются когерентность (2.60) и межмодальная неопределённость (2.61). 

Групповые оценки сводятся в 𝑈𝑈𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡𝑡(𝑥𝑥) по (2.62), и по соотношению слагаемых видно, что 

нужно дорабатывать — протокол построения объяснения, набор объяснителей или сами модели. 

Итог записывается парой (2.63) и относится к одному из качественных режимов. Если объясне-

ние предъявляется с диапазоном устойчивости, к нему добавляются интервалы (2.59), а в муль-

тимодальном случае 𝑈𝑈mod выносится в отчёт отдельно. 

Пара (2.63) поступает на вход метрического контура оценки качества. Это отвечает совре-

менному взгляду на ОИИ, где форма объяснения важна не меньше, чем критерии его оценки, 

сопоставления и выбора [117, 141]. 

2.7. Метрический контур сопоставимой оценки качества объяснений 

Наглядное и правдоподобное объяснение может плохо соответствовать поведению мо-

дели при контролируемых проверках. Чтобы это обнаружить, нужен метрический контур, кото-

рый переводит результат ℛ(𝑥𝑥) из (2.63) в вектор частных показателей и интегральную оценку 

качества. Одним числом качество объяснения не описать. К его значимым характеристикам от-

носят верность, устойчивость, простоту, полноту и практическую применимость [141], и в соот-

ветствии с этим качество задаётся вектором частных критериев: 

 𝑞𝑞(𝐸𝐸) = �𝑞𝑞fid(𝐸𝐸),  𝑞𝑞stab(𝐸𝐸), 𝑞𝑞comp(𝐸𝐸), 𝑞𝑞simp(𝐸𝐸),  𝑞𝑞cost(𝐸𝐸)�, (2.64) 

где E — согласованное и объединённое объяснение, 𝑞𝑞fid — верность, 𝑞𝑞stab — устойчивость, 𝑞𝑞comp 

— полнота, 𝑞𝑞simp — простота, 𝑞𝑞cost — показатель вычислительной стоимости. Все показатели 
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приведены к [0, 1] и ориентированы одинаково, так что большее значение означает лучшее объ-

яснение, а для стоимости — меньшие затраты. 

Верность 𝑞𝑞fid(𝐸𝐸) показывает, насколько объяснение согласуется с поведением модели при 

контролируемых вмешательствах и проверках чувствительности. Для признаковых и простран-

ственных атрибуций её оценивают метриками вида insertion-deletion, AOPC и infidelity, которые 

связывают объяснение с изменением предсказания при заданном изменении входа [119–121]. 

Причинность в предметной области такой показатель не доказывает. Он измеряет интервенци-

онно проверяемый вклад объяснительных компонент в вывод модели [143, 150–152], и верность 

понимается здесь операционально, как согласованность с поведением самой модели. 

Устойчивость 𝑞𝑞stab(𝐸𝐸) отражает, как объяснение реагирует на допустимые вариации 

входа и протокола построения. Для её вычисления фиксируется набор тестовых воздействий, 

куда входят малые реалистичные возмущения, повторные запуски метода и смена случайной 

инициализации. В таком операциональном смысле устойчивость относят к ключевым критериям 

качества объяснений [117, 141]. В общем виде она равна среднему структурному сходству объ-

яснения до и после контрольных тестов: 

 𝑞𝑞𝑠𝑠𝑠𝑠𝑠𝑠𝑠𝑠(𝐸𝐸) = 1
|𝒯𝒯|

∑ 𝑆𝑆𝑆𝑆𝑆𝑆�𝐸𝐸(𝑥𝑥), 𝐸𝐸𝑡𝑡(𝑥𝑥)�𝑡𝑡∈𝒯𝒯 , (2.65) 

где 𝒯𝒯 — множество тестовых воздействий, 𝐸𝐸𝑡𝑡(𝑥𝑥) — объяснение после теста 𝑡𝑡, а Sim — мера 

структурного сходства, вид которой зависит от природы объяснения. 

Полнота 𝑞𝑞comp(𝐸𝐸)  характеризует, какую часть факторов, реально влияющих на вывод мо-

дели, охватывает объяснение. Для признаковых объяснений это доля релевантности, покрытая 

выделенным подмножеством признаков, для структурных — охват правил, концептов или контр-

фактуальных сценариев, на которых держится решение. Верность отвечает на вопрос, правильно 

ли объяснение, полнота — достаточно ли в нём материала. 

Простота 𝑞𝑞simp(𝐸𝐸) ограничивает интерпретационную сложность. Объяснение с чрезмер-

ным числом правил или признаков может быть формально корректным и при этом неудобным 

для анализа, так что простоту приходится учитывать как отдельный критерий. При многокрите-

риальном сопоставлении объяснений сложность обычно входит в число критериев [117]. 

Показатель 𝑞𝑞cost(𝐸𝐸) учитывает вычислительную стоимость построения объяснения. В ин-

терактивных и ресурсно-ограниченных режимах хорошее по содержанию, но дорогое объясне-

ние может оказаться неприемлемым. Содержательных критериев стоимость не заменяет и играет 

роль дополнительного ограничения на допустимость метода в конкретном прикладном контек-

сте. 

Интегральная оценка качества получается взвешенной свёрткой частных показателей: 
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 𝑄𝑄(𝐸𝐸) = ∑ 𝜔𝜔𝑘𝑘
5
𝑘𝑘=1  𝑞𝑞𝑘𝑘(𝐸𝐸),  𝜔𝜔𝑘𝑘 ≥ 0, ∑ 𝜔𝜔𝑘𝑘

5
𝑘𝑘=1 = 1, (2.66) 

где 𝑞𝑞𝑘𝑘(𝐸𝐸) — частный показатель, а 𝜔𝜔𝑘𝑘 — его вес. Через веса метрический контур настраивается 

на предметную область. Там, где цена ошибки высока, больший вес получают верность и устой-

чивость, в интерактивных режимах — вычислительная стоимость. 

Интегральную оценку нельзя читать в отрыве от неопределённости, и допустимость ре-

зультата определяется совместным условием: 

 𝐸𝐸(𝑥𝑥) допустимо ⇔ 𝑄𝑄�𝐸𝐸(𝑥𝑥)� ≥ 𝜏𝜏𝑄𝑄  ∧  𝑈𝑈total(𝑥𝑥) ≤ 𝜏𝜏𝑈𝑈, (2.67) 

где 𝜏𝜏𝑄𝑄 и 𝜏𝜏𝑈𝑈 — пороги качества и неопределённости. Объяснение с приемлемой интегральной 

оценкой может оставаться ненадёжным из-за большого межметодного или межмодельного раз-

броса, и тогда опираться на него при анализе или принятии решения нельзя. 

У аддитивной формы (2.66) есть условия применимости. По Р. Кини и Х. Райфе аддитив-

ная функция ценности корректна, если критерии взаимно независимы по предпочтению. Для из-

меримой ценности нужна ещё независимость по разности, для полезности в условиях риска — 

аддитивная независимость по полезности [153]. Показатели (2.64) нормированы к [0,1] и описы-

вают разные свойства объяснения, поэтому независимость по предпочтению выполняется для 

них приближённо. Предпочтение между двумя уровнями верности при фиксированной стоимо-

сти не зависит от того, какова эта стоимость. Где независимость нарушается, компенсировать 

один критерий другим нельзя, и высокая верность ничего не стоит при неустойчивом объясне-

нии. Эту часть предпочтений задаёт пороговое условие (2.67). Объяснение сначала проходит 

некомпенсаторный отбор по порогам и лишь потом сравнивается по 𝑄𝑄(𝐸𝐸). Мультипликативная 

форма тоже учитывает взаимодействие критериев, но сводит его к одному параметру, который 

трудно интерпретировать и проверить на предметном материале. В работе принята схема «поро-

говый отбор, затем аддитивная свёртка», а в задаче совместного выбора модели и метода объяс-

нения (раздел 2.9), где взаимодействие критериев существенно, применяется неаддитивная не-

чёткая агрегация. 

Веса 𝜔𝜔𝑘𝑘 назначаются экспертно по приоритетам прикладного контекста. Разные проце-

дуры выявления весов, вообще говоря, дают разные результаты [154], и одних значений весов 

для обоснования выбора мало. Веса варьируются в окрестности заданных значений с сохране-

нием условий 𝜔𝜔𝑘𝑘 ≥ 0, ∑ 𝜔𝜔𝑘𝑘𝑘𝑘 = 1, и сравнение объяснений считается надёжным, только если его 

итог при такой вариации не меняется. 

Для многоуровневого объяснения вида (2.42) полезна, кроме общей оценки, её раскладка 

по уровням с частными оценками: 
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 𝑄𝑄𝑓𝑓(𝐸𝐸𝑓𝑓), 𝑄𝑄𝑚𝑚(𝐸𝐸𝑚𝑚), 𝑄𝑄𝑖𝑖(𝐸𝐸𝑖𝑖), 𝑄𝑄𝑟𝑟(𝐸𝐸𝑟𝑟). (2.68) 

Интегральная многоуровневая оценка складывается из них с весами: 

 𝑄𝑄multi(𝐸𝐸) = 𝛽𝛽𝑓𝑓𝑄𝑄𝑓𝑓�𝐸𝐸𝑓𝑓� + 𝛽𝛽𝑚𝑚𝑄𝑄𝑚𝑚(𝐸𝐸𝑚𝑚) + 𝛽𝛽𝑖𝑖𝑄𝑄𝑖𝑖(𝐸𝐸𝑖𝑖) + 𝛽𝛽𝑟𝑟𝑄𝑄𝑟𝑟(𝐸𝐸𝑟𝑟), (2.69) 

где 𝛽𝛽𝑙𝑙 ≥ 0, 𝛽𝛽𝑓𝑓 + 𝛽𝛽𝑚𝑚 + 𝛽𝛽𝑖𝑖 + 𝛽𝛽𝑟𝑟 = 1. 

В гибридных системах без такого разложения не обойтись. Наглядный итоговый текст бы-

вает слабо связан с модельным уровнем, а качественная модельная интерпретация может дойти 

до пользователя в перегруженном виде. Оценки по уровням показывают, на каком уровне воз-

никло ограничение. 

Метрический контур обязан быть воспроизводимым, и вне фиксированного протокола вы-

числения метрики смысла не имеют. Пока не зафиксированы данные, схема возмущений, норми-

ровка, меры сходства и критерии допустимости, один и тот же метод будет получать разные 

оценки в зависимости от случайных деталей эксперимента. Оценка качества поэтому вычисля-

ется в явно заданном протоколе: 

 𝒫𝒫𝑒𝑒𝑒𝑒𝑒𝑒𝑒𝑒 = (𝐷𝐷, 𝑀𝑀, 𝒯𝒯, ϱ, 𝛩𝛩), (2.70) 

где 𝐷𝐷 — набор данных или калибровочная выборка, 𝑀𝑀 — класс модели, 𝒯𝒯 — набор стресс-про-

верок и тестовых сценариев, 𝜚𝜚 — семейство используемых метрик, а Θ — фиксированные пара-

метры протокола. Сопоставимы только оценки 𝑄𝑄(𝐸𝐸), полученные при одном и том же 𝒫𝒫eval, что 

согласуется с установкой современной методологии ОИИ на контекстно-зависимую, но воспро-

изводимую оценку объяснений [141]. 

Оценка начинается с фиксации протокола 𝒫𝒫eval вида (2.70). Затем для объяснения вычис-

ляется вектор (2.64), причём устойчивость считается по (2.65) на множестве тестовых воздей-

ствий 𝒯𝒯. Частные показатели приводятся к общей шкале и сворачиваются в 𝑄𝑄(𝐸𝐸) по (2.66) с ве-

сами, отражающими приоритеты контекста, и сразу проверяется, устойчив ли результат к вариа-

ции весов. Вместе с неопределённостью 𝑈𝑈total(𝑥𝑥) проверяется условие (2.67), и объяснение, не 

прошедшее хотя бы один порог, основанием для анализа не служит. Для многоуровневого объ-

яснения в конце вычисляются оценки уровней (2.68) и сводная оценка (2.69), по которым находят 

уровень, ограничивающий качество. 

Без метрического контура многоуровневость оставалась бы описанием структуры, согла-

сование — мерой внутренней связности, а объединение — способом свести вместе несколько 

интерпретаций. Оценка 𝑄𝑄(𝐸𝐸) даёт им общий язык, на котором можно сравнивать разные объяс-

нители, формы объяснения и протоколы проверки в рамках одной процедуры. 
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Предметной экспертизы интегральная оценка не заменяет. Она дисциплинирует сравне-

ние, но вопросы доменной применимости, риска ошибки и безопасности решаются отдельно. 

Числовое превосходство одного объяснения над другим остаётся формально обоснованным ори-

ентиром, не более того. 

2.8. Протокол воспроизводимого выбора объяснителя 

Последний элемент методического контура — выбор объяснителя. В ранних работах по 

ОИИ нередко брали метод, удобный в программной библиотеке или привычный исследователю, 

либо следовали традиции домена. Для первичного анализа этого хватает, но воспроизводимости 

такой выбор не даёт. При произвольно взятом объяснителе итоговое объяснение зависит от слу-

чайного внешнего решения, так что выбор метода нужно включить в общий формализованный 

контур. 

Выбор объяснителя строится на всём введённом аппарате и сводится к поиску допусти-

мого кандидата при заданных задаче, модели и ограничениях применения [98, 101, 109]. 

Пусть 𝔈𝔈cand(𝐶𝐶) = {𝑒𝑒1, … , 𝑒𝑒𝑁𝑁} — множество кандидатов-объяснителей в контексте 𝐶𝐶. Для 

каждого кандидата 𝑒𝑒 ∈ 𝔈𝔈cand(𝐶𝐶) строится объяснение 𝐸𝐸𝑒𝑒(𝑥𝑥) и вычисляются его интегральное ка-

чество 𝑄𝑄�𝐸𝐸𝑒𝑒(𝑥𝑥)�, неопределённость 𝑈𝑈𝑒𝑒(𝑥𝑥), устойчивость 𝑆𝑆𝑒𝑒(𝑥𝑥) и вычислительная стоимость 

Cost(𝑒𝑒). Устойчивость 𝑆𝑆𝑒𝑒(𝑥𝑥) оценивается по (2.65) на сценарии стресс-проверок 𝒯𝒯, то есть по 

реакции объяснения на возмущения входа. Неопределённость 𝑈𝑈𝑒𝑒(𝑥𝑥) отражает разброс результа-

тов при повторных запусках и на сопоставимых моделях. Межметодная компонента 𝑈𝑈method для 

отдельного объяснителя смысла не имеет, и 𝑈𝑈𝑒𝑒(𝑥𝑥) вычисляется по (2.62) при 𝜆𝜆1 = 0 и 𝜆𝜆2 + 𝜆𝜆3 =

1. Если сценарий 𝒯𝒯 содержит повторные запуски, их вклад учитывается только в неопределён-

ности, чтобы один и тот же эффект не попал в оценку дважды. Так же поступают с устойчивостью 

и стоимостью. Они уже входят в 𝑄𝑄(𝐸𝐸) через частные показатели (2.64), и при выборе объяснителя 

их веса в (2.66) полагаются равными нулю, а сами эти свойства учитываются только отдельными 

слагаемыми функционала. 

Базовое правило выбора опирается на функционал: 

 𝐽𝐽(𝑒𝑒 ∣ 𝑥𝑥, 𝐶𝐶) = 𝑄𝑄�𝐸𝐸𝑒𝑒(𝑥𝑥)� − 𝜆𝜆𝑈𝑈𝑈𝑈𝑒𝑒(𝑥𝑥) + 𝜆𝜆𝑆𝑆𝑆𝑆𝑒𝑒(𝑥𝑥) − 𝜆𝜆𝐶𝐶  Cost(𝑒𝑒), (2.71) 

где 𝜆𝜆𝑈𝑈, 𝜆𝜆𝑆𝑆, 𝜆𝜆𝐶𝐶 ≥ 0 — коэффициенты, задающие относительное влияние неопределённости, устой-

чивости и вычислительной стоимости. Выбирается кандидат с наибольшим значением функцио-

нала 
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 𝑒𝑒∗(𝑥𝑥, 𝐶𝐶) = argmax
𝑒𝑒∈𝔈𝔈𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐(𝐶𝐶)

 𝐽𝐽(𝑒𝑒 ∣ 𝑥𝑥, 𝐶𝐶). (2.72) 

В (2.72) заключён главный принцип раздела. Объяснитель выбирается по формально вы-

числимому критерию, в котором учтены качество объяснения, его устойчивость, неопределён-

ность и ресурсная цена построения, а предпочтения исследователя роли не играют. Без величин 

𝑄𝑄(𝐸𝐸) и 𝑈𝑈(𝑥𝑥) из разделов 2.6 и 2.7 воспроизводимый выбор задать было бы нельзя. 

Одного функционала, впрочем, мало, потому что пригодность метода зависит от того, к 

какой модели и к каким данным его применяют. Правило выбора должно учитывать контекст 

применения, который зададим кортежем: 

 𝐶𝐶 = (𝐶𝐶𝐷𝐷 , 𝐶𝐶𝑀𝑀, 𝐶𝐶𝐵𝐵, 𝐶𝐶𝑅𝑅 , 𝐶𝐶𝐺𝐺), (2.73) 

где 𝐶𝐶𝐷𝐷 — тип данных и модальность, 𝐶𝐶𝑀𝑀 — класс модели, 𝐶𝐶𝐵𝐵 — вычислительный бюджет, 𝐶𝐶𝑅𝑅 — 

прикладные ограничения и требования надёжности, а 𝐶𝐶𝐺𝐺 — цель объяснения, то есть конкретный 

режим его использования. Цель представляется категориальной переменной или вектором тре-

бований 𝐶𝐶𝐺𝐺 = (𝑔𝑔1, … , 𝑔𝑔𝑘𝑘), где каждому элементу отвечает свой сценарий, от локальной диагно-

стики решения до аудита устойчивости или подготовки отчёта. 

С учётом контекста правило выбора принимает вид: 

𝑒𝑒∗(𝑥𝑥, 𝐶𝐶) = argmax𝑒𝑒∈𝔈𝔈cand(𝐶𝐶) �𝛽𝛽𝑄𝑄𝑄𝑄�𝐸𝐸𝑒𝑒(𝑥𝑥)� − 𝛽𝛽𝑈𝑈𝑈𝑈𝑒𝑒(𝑥𝑥) + 𝛽𝛽𝑆𝑆𝑆𝑆𝑒𝑒(𝑥𝑥) + 𝛽𝛽𝑃𝑃𝑃𝑃𝑒𝑒(𝐶𝐶) − −𝛽𝛽𝐶𝐶  Cost(𝑒𝑒)�, (2.74) 

где 𝑃𝑃𝑒𝑒(𝐶𝐶) — пригодность объяснителя 𝑒𝑒 для контекста 𝐶𝐶, а коэффициенты 𝛽𝛽𝑄𝑄 , 𝛽𝛽𝑈𝑈, 𝛽𝛽𝑆𝑆, 𝛽𝛽𝑃𝑃, 𝛽𝛽𝐶𝐶 ≥ 0 

задают приоритеты сценария. Через них в правило входит то, что в интерактивном режиме важ-

нее стоимость, а в высокорисковых задачах — верность, устойчивость и низкая неопределён-

ность. 

Выражение в скобках в (2.74) обозначим 𝐽𝐽(𝑒𝑒 ∣ 𝑥𝑥, 𝐶𝐶) и назовём контекстной полезностью. 

При 𝛽𝛽𝑃𝑃 = 0 оно совпадает с (2.71) с точностью до обозначения коэффициентов. Входящие в 

𝐽𝐽(𝑒𝑒 ∣ 𝑥𝑥, 𝐶𝐶) показатели измеряются в разных единицах, и перед свёрткой их приводят к шкале [0,1] 

или стандартизуют на калибровочной выборке, иначе коэффициенты 𝜆𝜆 и 𝛽𝛽 перестают выражать 

относительные приоритеты. Условия применимости аддитивной свёртки и требования к весам 

здесь те же, что для (2.66). 

Функция 𝑃𝑃𝑒𝑒(𝐶𝐶) измеряет совместимость объяснителя с контекстом. В ней учитывается, 

поддерживает ли метод данный класс модели и модальность, даёт ли он результат в нужной 

форме и укладывается ли в ограничения. Несовместимый кандидат отсеивается ещё до ранжиро-

вания с помощью индикатора допустимости: 
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 𝐼𝐼( 𝑒𝑒 ∣ 𝐶𝐶 ) ∈ {0,1}, (2.75) 

где 𝐼𝐼(𝑒𝑒 ∣ 𝐶𝐶) = 0 означает, что в данном контексте объяснитель 𝑒𝑒 в сравнении не участвует. После 

отсева остаётся множество допустимых объяснителей: 

 𝔈𝔈𝑎𝑎𝑎𝑎𝑎𝑎(𝐶𝐶) = {𝑒𝑒 ∈ 𝔈𝔈𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐(𝐶𝐶):  𝐼𝐼(𝑒𝑒 ∣ 𝐶𝐶) = 1}. (2.76) 

Контекстная полезность допустимого кандидата усредняется по объектам калибровочной 

выборки 𝐷𝐷cal: 

 𝐽𝐽(𝑒𝑒 ∣ 𝐶𝐶; 𝐷𝐷cal) = 1
|𝐷𝐷cal|

∑ 𝐽𝐽𝑥𝑥∈𝐷𝐷cal
(𝑒𝑒 ∣ 𝑥𝑥, 𝐶𝐶), (2.77) 

и итоговое правило выбора объяснителя записывается как: 

 𝑒𝑒∗(𝐶𝐶) = argmax
𝑒𝑒∈𝔈𝔈𝑎𝑎𝑎𝑎𝑎𝑎(𝐶𝐶)

 𝐽𝐽‾(𝑒𝑒 ∣ 𝐶𝐶; 𝐷𝐷𝑐𝑐𝑐𝑐𝑐𝑐). (2.78) 

После усреднения по калибровочной выборке выбор больше не зависит от отдельного объ-

екта и превращается в калиброванную процедуру, которую можно воспроизвести. 

Чтобы выбор можно было повторить, протокол сравнения фиксируется явно в виде кор-

тежа: 

 𝒫𝒫𝑠𝑠𝑠𝑠𝑠𝑠 = (𝐷𝐷𝑐𝑐𝑐𝑐𝑐𝑐 , 𝔈𝔈𝑎𝑎𝑎𝑎𝑎𝑎(𝐶𝐶), ϱ, 𝒯𝒯, 𝛩𝛩), (2.79) 

где 𝐷𝐷cal — калибровочная выборка или набор репрезентативных объектов, ϱ — семейство ис-

пользуемых метрик качества, 𝒯𝒯 — сценарий стресс-проверок, а 𝛩𝛩 — фиксированные параметры 

вычисления, в том числе способ нормировки показателей и порог близости 𝜀𝜀 > 0. Кандидаты, у 

которых средние оценки (2.77) различаются меньше чем на 𝜀𝜀, считаются близкими. Значения 

𝑄𝑄(𝐸𝐸), 𝑈𝑈(𝑥𝑥), 𝑆𝑆𝑒𝑒(𝑥𝑥) и ранжирование кандидатов сопоставимы и повторяемы только при заданном 

𝒫𝒫sel. 

Выбор по протоколу 𝒫𝒫𝑠𝑠𝑠𝑠𝑠𝑠 идёт последовательно. После фиксации контекста 𝐶𝐶 вида (2.73) 

индикатор (2.75) отсеивает объяснители, несовместимые с типом данных, классом модели, целью 

объяснения или прикладными ограничениями, и остаётся множество 𝔈𝔈𝑎𝑎𝑎𝑎𝑎𝑎(𝐶𝐶) по (2.76). Каждый 

допустимый кандидат строит объяснения на калибровочной выборке 𝐷𝐷𝑐𝑐𝑐𝑐𝑐𝑐 при одних и тех же 

параметрах 𝛩𝛩. Для этих объяснений по методикам разделов 2.6 и 2.7 вычисляются качество по 

семейству метрик ϱ, неопределённость, устойчивость на сценарии стресс-проверок 𝒯𝒯 и вычисли-

тельная стоимость. 
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Функционал полезности усредняется по 𝐷𝐷𝑐𝑐𝑐𝑐𝑐𝑐 согласно (2.77), кандидаты упорядочиваются 

по средней оценке, и по (2.78) выбирается 𝑒𝑒∗(𝐶𝐶). Если оценки нескольких кандидатов отличаются 

меньше чем на 𝜀𝜀, проводится дополнительная проверка или их контролируемое объединение ме-

тодами раздела 2.5. Протокол 𝒫𝒫sel и результаты сравнения сохраняются, чтобы выбор можно 

было повторить или пересмотреть при повторной калибровке. 

Схема протокола и метрический контур оценки интерпретации приведены на рисунке 2.6. 

 
Рисунок 2.6 – Протокол воспроизводимого выбора объяснителя и метрический контур оценки 

интерпретации 
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Из протокола следует, что объяснитель нельзя выбрать один раз и навсегда. Когда меня-

ются данные, обновляется модель или ужесточаются требования к надёжности, множество допу-

стимых кандидатов и их ранжирование тоже могут измениться. Воспроизводимый выбор требует 

поэтому повторной калибровки и хранения артефактов прошлых запусков, и этим формальный 

контур выбора отличается от единичного вычислительного эксперимента. Вместе с выбранным 

объяснителем система сохраняет основания выбора, и позже можно восстановить, почему в 

прежнем контексте решение было именно таким. 

Протокол опирается на два допущения. Модель в нём считается заданной, а кандидатов 

сравнивает один модуль. Первое допущение снимается в разделе 2.9, где модель и метод объяс-

нения выбираются совместно, второе — в разделе 2.10, где выбор распределяется между несколь-

кими агентами. 

2.9. Метод комплексирования моделей машинного обучения с многоуровневым ансамбли-

рованием объяснений 

Один и тот же метод объяснения на архитектурах разной сложности даёт результаты раз-

ной верности и устойчивости. Если модель отбирают только по прогностической точности, объ-

яснительные свойства оцениваются, когда выбор уже сделан, и повлиять на него не могут. Здесь 

модель и метод объяснения выбираются совместно, как конфигурация вычислительного контура, 

и верность объяснения входит в число критериев отбора наравне с прогностическим качеством. 

Селекция идёт в два этапа. Скрининг сужает пространство конфигураций до кандидатов, 

которых нельзя улучшить сразу и по прогностическому качеству, и по верности объяснения. Эти 

кандидаты затем оцениваются полностью, и из них выбирается одна конфигурация, которая идёт 

в запуск. Её артефакты сохраняются, по ней строится объяснительный анализ. Сокращение про-

странства поиска и окончательное ранжирование разнесены по разным этапам, так что выбор не 

сводится к одному показателю точности. 

Пусть 𝕄𝕄 — множество моделей-кандидатов, порождаемое пространством поиска 𝕊𝕊. Каж-

дая модель 𝑀𝑀 ∈ 𝕄𝕄 описывается вектором признаков: 

 𝜒𝜒(𝑀𝑀) = �𝑎𝑎(𝑀𝑀), ℎ(𝑀𝑀), 𝑞𝑞(𝑀𝑀), 𝑠𝑠(𝑀𝑀), 𝑐𝑐(𝑀𝑀)�, (2.80) 

где 𝑎𝑎(𝑀𝑀) — архитектурный тип модели, ℎ(𝑀𝑀) — её гиперпараметры, 𝑞𝑞(𝑀𝑀) — показатели про-

гностического качества, 𝑠𝑠(𝑀𝑀) — характеристика сложности, 𝑐𝑐(𝑀𝑀) ⊆ 𝔈𝔈cand(𝐶𝐶) — методы объяс-
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нения, допустимые для модели по индикатору (2.75) при соответствующем ей классе 𝐶𝐶𝑀𝑀. Допу-

стимые значения каждого признака задаются пространством поиска и ограничениями приклад-

ной задачи. 

Ресурсы на обучение и оценку кандидата ограничены бюджетом вычислений: 

 𝐵𝐵 = �𝑁𝑁ep, 𝑁𝑁𝑡𝑡, 𝑁𝑁𝑣𝑣�, (2.81) 

где 𝑁𝑁ep — число эпох обучения, 𝑁𝑁𝑡𝑡 и 𝑁𝑁𝑣𝑣 — максимальное число пакетов обучающей и провероч-

ной выборок. Первому этапу отвечает бюджет раннего скрининга 𝐵𝐵𝑠𝑠, второму — бюджет полной 

оценки 𝐵𝐵𝑓𝑓: 

 𝐵𝐵𝑠𝑠 = �𝑁𝑁ep,𝑠𝑠, 𝑁𝑁𝑡𝑡,𝑠𝑠, 𝑁𝑁𝑣𝑣,𝑠𝑠�, 𝐵𝐵𝑓𝑓 = �𝑁𝑁ep,𝑓𝑓 , 𝑁𝑁𝑡𝑡,𝑓𝑓 , 𝑁𝑁𝑣𝑣,𝑓𝑓�, (2.82) 

причём скрининг обходится дешевле полной оценки: 

 𝑁𝑁ep,𝑠𝑠 < 𝑁𝑁ep,𝑓𝑓 , 𝑁𝑁𝑡𝑡,𝑠𝑠 ≤ 𝑁𝑁𝑡𝑡,𝑓𝑓 , 𝑁𝑁𝑣𝑣,𝑠𝑠 ≤ 𝑁𝑁𝑣𝑣,𝑓𝑓 . (2.83) 

Модель считается допустимым кандидатом, если её тип и гиперпараметры лежат в про-

странстве поиска 𝕊𝕊, обучение укладывается в бюджет (2.81)–(2.83) и для неё есть хотя бы один 

допустимый метод объяснения 

 𝕄𝕄adm = �𝑀𝑀 ∈ 𝕄𝕄: �𝑎𝑎(𝑀𝑀), ℎ(𝑀𝑀)� ∈ 𝕊𝕊, 𝑐𝑐(𝑀𝑀) ≠ ∅�. (2.84) 

Поиск не выходит за пределы 𝕊𝕊 и принципиально новых архитектур автоматически не 

строит. Допустимую пару «модель – метод объяснения» назовём конфигурацией вычислитель-

ного контура, а множество конфигураций запишем как 

 𝒦𝒦 = �𝜅𝜅 = (𝑀𝑀, 𝑒𝑒): 𝑀𝑀 ∈ 𝕄𝕄adm, 𝑒𝑒 ∈ 𝑐𝑐(𝑀𝑀)�. (2.85) 

Когда для модели строится ансамбль объяснений, под 𝑒𝑒 понимается вся процедура его 

построения и объединения по разделу 2.5, а объяснительные критерии вычисляются для итого-

вого 𝐸𝐸∗(𝑥𝑥). Так комплексирование моделей соединяется с многоуровневым ансамблированием 

объяснений. 

Конфигурация оценивается по четырём частным критериям. Первый из них — прогности-

ческое качество модели, которое вычисляется на валидационной выборке по матрице ошибок: 

 CM = (𝑐𝑐𝑖𝑖𝑖𝑖)𝑖𝑖,𝑗𝑗=1
𝑁𝑁𝑐𝑐 , (2.86) 
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где 𝑁𝑁𝑐𝑐 — число классов, а элемент 𝑐𝑐𝑖𝑖𝑖𝑖 равен количеству объектов истинного класса 𝑖𝑖, отнесённых 

моделью к классу 𝑗𝑗, то есть: 

 𝑐𝑐𝑖𝑖𝑖𝑖 = ∑ 𝕀𝕀𝑁𝑁
𝑛𝑛=1 [𝑦𝑦𝑛𝑛 = 𝑖𝑖 ∧ 𝑦𝑦�𝑛𝑛 = 𝑗𝑗], (2.87) 

где 𝑁𝑁 — число объектов валидационной выборки, 𝑦𝑦𝑛𝑛 — истинная метка класса, 𝑦𝑦�𝑛𝑛 — предсказа-

ние модели, 𝕀𝕀[⋅] — индикаторная функция. По матрице ошибок для каждого класса вычисляются 

прецизионность и полнота: 

 Prec𝑖𝑖 = 𝑐𝑐𝑖𝑖𝑖𝑖

∑ 𝑐𝑐𝑗𝑗𝑗𝑗
𝑁𝑁𝑐𝑐
𝑗𝑗=1 +𝜀𝜀

, (2.88) 

 Rec𝑖𝑖 = 𝑐𝑐𝑖𝑖𝑖𝑖

∑ 𝑐𝑐𝑖𝑖𝑖𝑖
𝑁𝑁𝑐𝑐
𝑗𝑗=1 +𝜀𝜀

, (2.89) 

где 𝜀𝜀 > 0 — малая константа, предотвращающая деление на нуль. Чтобы оценка меньше зависела 

от дисбаланса классов, используется макроусреднение: 

 Precmacro = 1
𝑁𝑁𝑐𝑐

∑ Prec𝑖𝑖
𝑁𝑁𝑐𝑐
𝑖𝑖=1 , (2.90) 

 Recmacro = 1
𝑁𝑁𝑐𝑐

∑ Rec𝑖𝑖
𝑁𝑁𝑐𝑐
𝑖𝑖=1 . (2.91) 

Итоговая оценка прогностического качества складывается из макропрецизионности и мак-

рополноты с весами: 

 𝑄𝑄pred(𝑀𝑀) = 𝑤𝑤Prec Precmacro(𝑀𝑀) + 𝑤𝑤Rec Recmacro(𝑀𝑀), 𝑤𝑤Prec + 𝑤𝑤Rec = 1, (2.92) 

где 𝑤𝑤Prec, 𝑤𝑤Rec ≥ 0 — весовые коэффициенты. В задачах, чувствительных к пропуску значимых 

классов, вес полноты увеличивается. При выраженной асимметрии стоимости ошибок вместо 

Recmacro или наряду с ним может использоваться полнота целевого класса. 

Второй критерий, верность объяснения, оценивается по метрикам вставки и удаления 

[155]. Метрика вставки отражает рост уверенности модели при поэтапном восстановлении зна-

чимых признаков, метрика удаления — её падение при их последовательном удалении. Итоговая 

величина равна среднему метрики вставки и инвертированной метрики удаления: 

 𝐹𝐹(𝑀𝑀, 𝑒𝑒) = AUCins+(1−AUCdel)
2

, (2.93) 
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где AUCins и AUCdel — площади под кривыми вставки и удаления, 𝐹𝐹 ∈ [0,1]. Чем выше 𝐹𝐹, тем 

точнее карта значимости отражает влияние признаков на предсказание модели. Для признаковых 

и пространственных атрибуций 𝐹𝐹 служит одной из реализаций показателя верности 𝑞𝑞fid из (2.64). 

Третий критерий — параметрическая простота модели. При числе обучаемых параметров 

𝑁𝑁𝜃𝜃 она равна: 

 Simp(𝑀𝑀) = 1

1+max�0,log10�𝑁𝑁𝜃𝜃/𝑁𝑁𝜃𝜃
ref��

, (2.94) 

где 𝑁𝑁𝜃𝜃
ref — референсный объём параметров. Модели, число параметров которых не превышает 

𝑁𝑁𝜃𝜃
ref, получают Simp = 1, а каждое увеличение числа параметров на порядок сверх референсного 

снижает оценку. 

Четвёртый критерий, вычислительная эффективность, отражает время выполнения этапа 

конвейера. Если 𝑡𝑡 — фактическое время, то: 

 Eff(𝑀𝑀, 𝑒𝑒) = 1
1+𝑡𝑡/𝜏𝜏ref

, (2.95) 

где 𝜏𝜏ref — опорное время выполнения, задаваемое исходя из вычислительных возможностей си-

стемы. Функция убывает с ростом 𝑡𝑡, принимает значения в (0,1] и при 𝑡𝑡 = 𝜏𝜏ref равна 0,5. В отли-

чие от показателя 𝑞𝑞cost из (2.64), относящегося к построению объяснения, Eff характеризует 

время выполнения этапа конвейера в целом. 

Скрининг использует только два критерия, (2.92) и (2.93), вычисленные при бюджете 𝐵𝐵𝑠𝑠. 

Для конфигурации 𝜅𝜅 = (𝑀𝑀, 𝑒𝑒) будем писать 𝑄𝑄pred(𝜅𝜅) = 𝑄𝑄pred(𝑀𝑀) и 𝐹𝐹(𝜅𝜅) = 𝐹𝐹(𝑀𝑀, 𝑒𝑒). Первичный 

поиск сводится к двухкритериальной оптимизации: 

 max𝜅𝜅∈𝒦𝒦 �𝑄𝑄pred(𝜅𝜅), 𝐹𝐹(𝜅𝜅)�. (2.96) 

Её решение — фронт Парето, то есть множество конфигураций, для которых нет альтер-

нативы, не худшей по обоим показателям и строго лучшей хотя бы по одному: 

 𝒦𝒦par = {𝜅𝜅∗ ∈ 𝒦𝒦: ∄ 𝜅𝜅′ ∈ 𝒦𝒦, 𝜅𝜅′ ≻ 𝜅𝜅∗}, (2.97) 

где 𝜅𝜅′ ≻ 𝜅𝜅∗ означает, что 𝜅𝜅′ доминирует над 𝜅𝜅∗, то есть 𝑄𝑄pred(𝜅𝜅′) ≥ 𝑄𝑄pred(𝜅𝜅∗), 𝐹𝐹(𝜅𝜅′) ≥ 𝐹𝐹(𝜅𝜅∗) и 

хотя бы одно из неравенств строгое. 

На втором этапе конфигурации из 𝒦𝒦par оцениваются при бюджете 𝐵𝐵𝑓𝑓 по всем четырём 

критериям (2.92), (2.93)–(2.95). Оценки сводятся в одну нечётким выводом, выражающим ком-
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промиссы между критериями в лингвистической форме. Для фаззификации служат возрастаю-

щие и убывающие полутрапециевидные функции принадлежности, описывающие края шкалы, и 

треугольные, описывающие промежуточные состояния [135]. Переход от чисел к качественным 

градациям согласуется с вербальным анализом решений, где оценки альтернатив и объяснение 

выбора формулируются в привычных эксперту словесных шкалах [25]. «Высоким» значениям 

отвечает возрастающая функция: 

 𝜇𝜇+(𝑥𝑥; 𝑎𝑎, 𝑏𝑏) = �
0, 𝑥𝑥 ≤ 𝑎𝑎,
𝑥𝑥−𝑎𝑎
𝑏𝑏−𝑎𝑎

, 𝑎𝑎 < 𝑥𝑥 < 𝑏𝑏,
1, 𝑥𝑥 ≥ 𝑏𝑏,

 (2.98) 

«низким» — убывающая: 

 𝜇𝜇−(𝑥𝑥; 𝑎𝑎, 𝑏𝑏) = �
1, 𝑥𝑥 ≤ 𝑎𝑎,
𝑏𝑏−𝑥𝑥
𝑏𝑏−𝑎𝑎

, 𝑎𝑎 < 𝑥𝑥 < 𝑏𝑏,
0, 𝑥𝑥 ≥ 𝑏𝑏,

 (2.99) 

промежуточным — треугольная: 

 𝜇𝜇△(𝑥𝑥; 𝑎𝑎, 𝑐𝑐, 𝑏𝑏) =

⎩
⎪
⎨

⎪
⎧

0, 𝑥𝑥 ≤ 𝑎𝑎,
𝑥𝑥−𝑎𝑎
𝑐𝑐−𝑎𝑎

, 𝑎𝑎 < 𝑥𝑥 ≤ 𝑐𝑐,
𝑏𝑏−𝑥𝑥
𝑏𝑏−𝑐𝑐

, 𝑐𝑐 < 𝑥𝑥 < 𝑏𝑏,
0, 𝑥𝑥 ≥ 𝑏𝑏,

 (2.100) 

где 𝑎𝑎 и 𝑏𝑏 задают границы носителя нечёткого множества, а 𝑐𝑐 — точку максимальной принадлеж-

ности. 

По базе правил вычисляются степени активации уровней предпочтения, а итоговая оценка 

конфигурации определяется дефаззификацией по методу Сугено нулевого порядка [156]: 

 Score(𝑀𝑀, 𝑒𝑒) = ∑ 𝑤𝑤𝑖𝑖𝑖𝑖∈𝛬𝛬 𝑅𝑅𝑖𝑖
∑ 𝑅𝑅𝑖𝑖𝑖𝑖∈𝛬𝛬

, (2.101) 

где 𝛬𝛬 = {𝑣𝑣ℎ, ℎ, 𝑚𝑚, 𝑙𝑙} — множество уровней предпочтения (очень высокий, высокий, средний, низ-

кий), 𝑅𝑅𝑖𝑖 — степень активации правил уровня 𝑖𝑖, а 𝑤𝑤𝑖𝑖 — числовые синглтон-следствия правил. 

Значения 𝑤𝑤𝑖𝑖 играют роль априорных полезностей уровней предпочтения и назначаются экс-

пертно. От них зависит итоговая оценка конфигурации, попавшей на тот или иной уровень, по-

этому их, как и веса в (2.66), проверяют на устойчивость выбора к вариации. 

Правило второго этапа в общем виде записывается как: 

 (𝑀𝑀∗, 𝑒𝑒∗) = argmax(𝑀𝑀,𝑒𝑒)∈𝒦𝒦par𝛷𝛷 �𝑄𝑄pred(𝑀𝑀), 𝐹𝐹(𝑀𝑀, 𝑒𝑒), Simp(𝑀𝑀), Eff(𝑀𝑀, 𝑒𝑒)�, (2.102) 
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где 𝛷𝛷 — агрегирующая функция многокритериального выбора, реализуемая нечётким выводом 

(2.98)–(2.101), так что 𝛷𝛷 = Score(𝑀𝑀, 𝑒𝑒). По структуре (2.102) повторяет правило (2.78), только 

максимизация идёт по парам «модель – метод объяснения». Аддитивная свёртка вида (2.66) здесь 

заменена нечётким выводом, потому что критерии второго этапа взаимодействуют и высокая эф-

фективность или простота модели не должна компенсировать низкую верность объяснения. 

Метод работает так. Фиксируются пространство 𝕊𝕊, контекст 𝐶𝐶 и бюджеты (2.81)–(2.83), 

по (2.84) отбираются допустимые модели и по (2.85) формируется множество конфигураций 𝒦𝒦. 

При бюджете 𝐵𝐵𝑠𝑠 для каждой конфигурации вычисляются 𝑄𝑄pred по (2.92) и 𝐹𝐹 по (2.93) и строится 

фронт Парето (2.97). Конфигурации фронта оцениваются заново при бюджете 𝐵𝐵𝑓𝑓, теперь по всем 

четырём критериям, включая Simp по (2.94) и Eff по (2.95). 

Частные критерии фаззифицируются функциями (2.98)–(2.100), по базе правил вычисля-

ются активации 𝑅𝑅𝑖𝑖, и каждая конфигурация получает итоговую оценку по (2.101). По (2.102) вы-

бирается конфигурация (𝑀𝑀∗, 𝑒𝑒∗) с наибольшей оценкой. Она сохраняется вместе с параметрами 

обучения, бюджетами 𝐵𝐵𝑠𝑠 и 𝐵𝐵𝑓𝑓 и параметрами нечёткого вывода, что обеспечивает воспроизводи-

мый запуск и последующий объяснительный анализ. 

Программная реализация метода в AutoML-ядре платформы и значения параметров, ис-

пользованные в экспериментах, описаны в разделе 3.5. 

2.10. Агентное расширение метода воспроизводимого выбора объяснителя 

В базовом протоколе кандидаты сравниваются одним модулем по фиксированному 

набору метрик, ограничений и контекстных условий. В иерархической системе за разные сто-

роны выбора нередко отвечают разные компоненты, и решение складывается из их согласован-

ной работы. Выбор объяснителя в таком случае естественно рассматривать как результат работы 

нескольких специализированных агентов [157–160]. 

Этот взгляд идёт от системно-организационного подхода, где сложная интеллектуальная 

система понимается как распределённая структура, а решение возникает из координации ролей, 

ограничений и локальных процедур согласования. У каждого агента своя сторона сравнения кан-

дидатов, будь то допустимость метода, качество объяснения или вычислительная стоимость. 

Пусть для объекта 𝑥𝑥 и контекста 𝐶𝐶 = (𝐶𝐶𝐷𝐷 , 𝐶𝐶𝑀𝑀, 𝐶𝐶𝐵𝐵, 𝐶𝐶𝑅𝑅 , 𝐶𝐶𝐺𝐺) вида (2.73) заданы множество кан-

дидатов-объяснителей 𝔈𝔈cand(𝐶𝐶) = {𝑒𝑒1, … , 𝑒𝑒𝑁𝑁} и множество агентов сопоставления 𝒜𝒜 =

{𝑎𝑎1, … , 𝑎𝑎𝑁𝑁𝐴𝐴}. Агент 𝑎𝑎𝑗𝑗 ∈ 𝒜𝒜 отвечает за свой аспект выбора и выставляет кандидату 𝑒𝑒𝑘𝑘 ∈ 𝔈𝔈cand(𝐶𝐶) 

локальную оценку: 
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 𝑠𝑠𝑗𝑗(𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶) = 𝛼𝛼𝑗𝑗𝑄𝑄 �𝐸𝐸𝑒𝑒𝑘𝑘
(𝑥𝑥)� − 𝛽𝛽𝑗𝑗𝑈𝑈𝑒𝑒𝑘𝑘

(𝑥𝑥) + 𝛾𝛾𝑗𝑗𝑃𝑃𝑗𝑗(𝑒𝑒𝑘𝑘 ∣ 𝐶𝐶) − 𝛿𝛿𝑗𝑗  Cost(𝑒𝑒𝑘𝑘), (2.103) 

где 𝑄𝑄 �𝐸𝐸𝑒𝑒𝑘𝑘
(𝑥𝑥)� — качество объяснения, построенного методом 𝑒𝑒𝑘𝑘, 𝑈𝑈𝑒𝑒𝑘𝑘

(𝑥𝑥) — его неопределён-

ность, 𝑃𝑃𝑗𝑗(𝑒𝑒𝑘𝑘 ∣ 𝐶𝐶) — пригодность кандидата в контексте задачи с точки зрения агента 𝑎𝑎𝑗𝑗, Cost(𝑒𝑒𝑘𝑘) 

— вычислительная стоимость. Коэффициенты 𝛼𝛼𝑗𝑗 , 𝛽𝛽𝑗𝑗 , 𝛾𝛾𝑗𝑗 , 𝛿𝛿𝑗𝑗 ≥ 0 задают приоритеты агента, а сами 

показатели нормируются так же, как в (2.74). 

Новых критериев агенты не вводят, они только распределяют по ролям уже имеющиеся, 

и с базовым протоколом воспроизводимого выбора агентное расширение остаётся совместимым. 

Набор независимых оценок 𝑠𝑠𝑗𝑗(𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶) сам по себе даёт обычное многокритериальное 

ранжирование, в котором не видно, согласны ли агенты между собой. Между тем от их согласия 

зависит, насколько устойчив выбор. Для пары агентов 𝑎𝑎𝑖𝑖 и 𝑎𝑎𝑗𝑗 введём попарную согласованность 

по кандидату 𝑒𝑒𝑘𝑘: 

 𝜌𝜌𝑖𝑖𝑖𝑖( 𝑒𝑒𝑘𝑘 ∣∣ 𝑥𝑥, 𝐶𝐶 ) = 1 − ∣𝑠𝑠𝑖𝑖� 𝑒𝑒𝑘𝑘∣∣𝑥𝑥, 𝐶𝐶 �−𝑠𝑠𝑗𝑗� 𝑒𝑒𝑘𝑘∣∣𝑥𝑥, 𝐶𝐶 �∣
Δ𝑖𝑖𝑖𝑖

, (2.104) 

где Δ𝑖𝑖𝑖𝑖 > 0 — нормирующий коэффициент, задающий допустимый масштаб расхождения оце-

нок. При корректно выбранном Δ𝑖𝑖𝑖𝑖 согласованность лежит в единичном интервале: 

 𝜌𝜌𝑖𝑖𝑖𝑖( 𝑒𝑒𝑘𝑘 ∣∣ 𝑥𝑥, 𝐶𝐶 ) ∈ [0,1] (2.105) 

и чем больше 𝜌𝜌𝑖𝑖𝑖𝑖, тем ближе оценки двух агентов по данному кандидату. 

Усредняя попарные согласованности по всем парам агентов, получаем параметр порядка: 

 𝑞𝑞(𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶) = 2
𝑁𝑁𝐴𝐴(𝑁𝑁𝐴𝐴−1)

∑ 𝜌𝜌𝑖𝑖𝑖𝑖1≤𝑖𝑖<𝑗𝑗≤𝑁𝑁𝐴𝐴 (𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶). (2.106) 

Величина 𝑞𝑞(𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶) ∈ [0,1] строится по той же схеме среднего попарного сходства, что 

и мера когерентности (2.60), и показывает, насколько упорядочена распределённая процедура 

выбора для кандидата 𝑒𝑒𝑘𝑘. При 𝑞𝑞 ≈ 1 агенты оценивают кандидата почти одинаково, и выбор 

устойчив. Малые значения 𝑞𝑞 говорят о конфликте критериев, ролей или ограничений. Тогда ито-

говое ранжирование следует считать менее надёжным, даже если отдельные локальные оценки 

высоки. 

С учётом параметра порядка агентная полезность кандидата равна: 

 𝐽𝐽agent(𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶) = 1
𝑁𝑁𝐴𝐴

∑ 𝑠𝑠𝑗𝑗
𝑁𝑁𝐴𝐴
𝑗𝑗=1 (𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶) + 𝜆𝜆𝑞𝑞 𝑞𝑞(𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶), 𝜆𝜆𝑞𝑞 ≥ 0, (2.107) 
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где первое слагаемое — средняя локальная полезность кандидата по всем агентам, второе — вы-

игрыш от их согласованности. Под синергией понимается дополнительное преимущество канди-

дата, по которому агенты приходят к устойчивому согласию, и простое совпадение частных мне-

ний её не создаёт. Выбирается кандидат: 

 𝑒𝑒𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎
∗ (𝑥𝑥, 𝐶𝐶) = argmax

𝑒𝑒𝑘𝑘∈𝔈𝔈𝑎𝑎𝑎𝑎𝑎𝑎(𝐶𝐶)
 𝐽𝐽𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎(𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶), (2.108) 

где 𝔈𝔈𝑎𝑎𝑎𝑎𝑎𝑎(𝐶𝐶) — множество кандидатов, допустимых в контексте 𝐶𝐶. 

Базовый протокол раздела 2.8 остаётся частным случаем. При 𝜆𝜆𝑞𝑞 = 0 агентная схема сво-

дится к усреднённому многокритериальному выбору, при 𝜆𝜆𝑞𝑞 > 0 к нему добавляется требование 

внутренней согласованности распределённой процедуры. Механизм воспроизводимого выбора 

агентная постановка надстраивает, ничего в нём не заменяя. 

В распределённой системе оценки агентов не остаются неизменными. Агенты уточняют 

их, учитывая оценки друг друга, и выбор становится итерационной процедурой. Пусть 𝑠𝑠𝑗𝑗
(𝑡𝑡)(𝑒𝑒𝑘𝑘) 

— оценка кандидата 𝑒𝑒𝑘𝑘 агентом 𝑎𝑎𝑗𝑗 на шаге 𝑡𝑡. Межагентное влияние можно описать законом: 

 𝑠𝑠𝑗𝑗
(𝑡𝑡+1)(𝑒𝑒𝑘𝑘) = (1 − 𝜂𝜂) 𝑠𝑠𝑗𝑗

(𝑡𝑡)(𝑒𝑒𝑘𝑘) + 𝜂𝜂 ∑ 𝑤𝑤𝑖𝑖𝑖𝑖𝑖𝑖∈𝒩𝒩𝑗𝑗  𝑠𝑠𝑖𝑖
(𝑡𝑡)(𝑒𝑒𝑘𝑘), (2.109) 

где 𝜂𝜂 ∈ (0,1] — шаг согласования, 𝒩𝒩𝑗𝑗 — агенты, влияющие на 𝑎𝑎𝑗𝑗, 𝑤𝑤𝑖𝑖𝑖𝑖 ≥ 0 — коэффициенты вли-

яния, нормированные условием: 

 � 𝑤𝑤𝑖𝑖𝑖𝑖
𝑖𝑖∈𝒩𝒩𝑗𝑗

= 1. (2.110) 

Из-за нормировки (2.110) правая часть (2.109) — выпуклая комбинация оценок, и при ите-

рациях они не выходят из исходной шкалы. На роль универсального закона самоорганизации 

формула (2.109) не претендует. Это простой шаблон согласования, при котором часть оценки 

агент сохраняет, а часть уточняет под влиянием связанных с ним агентов. Структура множеств 

влияния задаёт иерархию связей между агентами, и её выбор — частный случай задачи построе-

ния рациональной иерархии управления [161]. 

Устойчивому режиму соответствует стабилизация последовательностей 𝑠𝑠𝑗𝑗
(𝑡𝑡)(𝑒𝑒𝑘𝑘) и пара-

метра порядка 𝑞𝑞(𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶). Выбор объяснителя получается тогда как итог согласованного распре-

делённого процесса, и однократное вычисление скалярной функции его уже не описывает. Для 

AutoXAI-контуров это существенно, поскольку объяснимость в них участвует в подборе модели 

(раздел 2.9), в проверке устойчивости и в настройке протокола сопоставления. 
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Чтобы агентная постановка стыковалась с разделом 2.8, её нужно перенести с отдельного 

объекта на калибровочную выборку. Пусть 𝐷𝐷cal — фиксированная выборка репрезентативных 

объектов. По аналогии с (2.77) усреднённая агентная полезность кандидата в контексте 𝐶𝐶 равна: 

 𝐽𝐽‾𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎(𝑒𝑒𝑘𝑘 ∣ 𝐶𝐶; 𝐷𝐷𝑐𝑐𝑐𝑐𝑐𝑐) = 1
|𝐷𝐷𝑐𝑐𝑐𝑐𝑐𝑐|

∑ 𝐽𝐽𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑥𝑥∈𝐷𝐷𝑐𝑐𝑐𝑐𝑐𝑐
(𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶), (2.111) 

а воспроизводимый агентный выбор, по аналогии с (2.78), задаётся правилом 

 𝑒𝑒𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎
∗ (𝐶𝐶) = argmax

𝑒𝑒𝑘𝑘∈𝔈𝔈𝑎𝑎𝑎𝑎𝑎𝑎(𝐶𝐶)
 𝐽𝐽‾𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎(𝑒𝑒𝑘𝑘 ∣ 𝐶𝐶; 𝐷𝐷𝑐𝑐𝑐𝑐𝑐𝑐). (2.112) 

В этой форме агентное расширение опирается на калибровочный протокол и не ограничивается 

ранжированием на одном объекте. 

Агентный выбор начинается с фиксации контекста 𝐶𝐶 вида (2.73), допустимых кандидатов 

𝔈𝔈adm(𝐶𝐶) по (2.76), агентов 𝒜𝒜 и коэффициентов их локальных функций (2.103). Каждый агент 

оценивает по (2.103) всех допустимых кандидатов, после чего оценки уточняются по (2.109) с 

весами (2.110) до стабилизации последовательностей 𝑠𝑠𝑗𝑗
(𝑡𝑡)(𝑒𝑒𝑘𝑘). Для каждого кандидата затем счи-

таются попарные согласованности (2.104) и параметр порядка (2.106), и при малом 𝑞𝑞(𝑒𝑒𝑘𝑘 ∣ 𝑥𝑥, 𝐶𝐶) 

ранжирование помечается как менее надёжное. Агентная полезность (2.107) усредняется по 𝐷𝐷cal 

согласно (2.111), и кандидат выбирается по (2.112). Коэффициенты агентов, 𝜆𝜆𝑞𝑞, шаг 𝜂𝜂 и число 

итераций записываются в протокол 𝒫𝒫sel. 

2.11. Выводы по главе 

Во второй главе построен теоретико-методический аппарат многоуровневого формирова-

ния, согласования, объединения и сопоставимой оценки объяснений в системах ИИ. На нём ос-

нованы положения, выносимые на защиту. 

В иерархически организованной системе ИИ объяснение удаётся рассматривать как ре-

зультат работы прослеживаемого контура обработки данных, а не как внешнее постмодельное 

описание. Объяснимость системы формализована ориентированным графом узлов и переходов, 

многоуровневое объяснение задано связанной структурой четырёх уровней, от признакового до 

результирующего. 

Разработаны методы формирования атрибутивных объяснительных объектов на узлах и 

рёбрах объяснимого контура. Оператор межуровневого согласования формально связывает 

уровни и превращает набор локальных интерпретаций в целостное многоуровневое объяснение. 
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Агрегирование, объединение и комплексирование гетерогенных объяснений формально 

разграничены. Для объединения введены поуровневые операторы и правила взвешивания част-

ных объяснений, а объединённый результат получил форму самостоятельного объекта анализа. 

Неопределённость объединённого объяснения оценивается количественно, с разложением по ис-

точникам разброса. 

Метрический контур оценки качества объединяет вектор частных показателей, интеграль-

ную оценку и порог допустимой неопределённости. На нём построен протокол воспроизводи-

мого выбора объяснителя, в котором наряду с качеством, устойчивостью и неопределённостью 

учтены вычислительная стоимость и контекст применения. 

Правило выбора распространено на пару «модель – метод объяснения». Селекция конфи-

гураций идёт в два этапа. При бюджете скрининга строится фронт Парето по прогностическому 

качеству и верности объяснения, затем его конфигурации оцениваются полностью, с учётом па-

раметрической простоты и вычислительной эффективности, и окончательный выбор делается не-

чёткой агрегацией всех четырёх критериев. 

В распределённой постановке протокол расширен до агентной модели. Итоговое решение 

в ней зависит и от локальных оценок кандидатов, и от того, насколько согласны между собой 

оценивающие агенты. 

Эти результаты служат формальной основой программной реализации платформы, архи-

тектура которой описана в третьей главе.  
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3. АРХИТЕКТУРА ГЕТЕРОГЕННОЙ ГИБРИДНОЙ ПЛАТФОРМЫ 

В третьей главе описана архитектура гетерогенной гибридной платформы для воспроиз-

водимой работы с моделями ИИ, их объяснениями и процедурами проверки. Платформа охваты-

вает весь путь: подготовку данных, обучение или подключение модели, построение объяснений, 

количественную оценку их качества, контроль доверия и сохранение артефактов эксперимента. 

Обучение, объяснение и проверка выполняются в одном вычислительном процессе, а не как раз-

розненные шаги [162]. 

Архитектура опирается на синергетический подход В. Б. Тарасова. В нём интеллектуаль-

ная система рассматривается как организованная среда взаимодействующих компонентов, между 

которыми распределены функции, локальные решения и ответственность за результат [157, 158]. 

Платформа устроена так, что за результат отвечает согласованная работа специализированных 

подсистем и агентов. Синергия возникает там, где результат одной подсистемы влияет на работу 

другой. Сведения о типе задачи, свойствах модели, допустимых способах интерпретации, итогах 

метрической проверки и уровне доверия к объяснению определяют следующие шаги. Поэтому 

итог работы платформы складывается из взаимодействия нескольких её частей, а не из одного 

запуска объясняющего метода. 

Синергия проявляется на двух уровнях. Первый связан с агентной организацией плат-

формы. Отдельные компоненты отвечают за подготовку данных, выбор или подключение мо-

дели, построение объяснений, метрическую проверку, контроль доверия и управление артефак-

тами. Их результаты передаются дальше по контуру и учитываются в последующих решениях. 

Второй уровень относится к взаимодействию двух ключевых контуров: автоматизированного 

подбора моделей AutoML и автоматизированного выбора, настройки, сопоставления и оценки ме-

тодов объяснения AutoXAI. В работах о прозрачности автоматизированного подбора моделей ин-

терпретацию всё чаще рассматривают как отдельную задачу. В ней нужно выбрать метод, настро-

ить его параметры и проверить результат [98, 101, 102, 106]. 

Для платформы этого мало. Модель должна оцениваться по прогностическому качеству и 

по тому, насколько она интерпретируема, устойчивы ли её объяснения, можно ли проверить их 

метриками и включить в доверительный контур. Объяснительные свойства становятся одним из 

критериев отбора модели наравне с точностью. На практике объяснение часто остаётся отдель-

ной картой значимости или локальным пояснением. Его не воспроизводят, не сравнивают с дру-

гими и не связывают с жизненным циклом модели, поэтому оно служит иллюстрацией, а не про-

веряемым результатом. Между тем в работах по ОИИ всё настойчивее требуют строгой поста-

новки задачи, явных критериев оценки и проверки устойчивости объяснений [7, 19, 67]. Архи-

тектура платформы отвечает на это требование. 
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Объяснение в платформе является обязательной частью формально заданного экспери-

мента. В нём фиксируются исходные данные, параметры запуска, методы, показатели оценки и 

сохраняемые артефакты. Так можно разделить два вопроса, которые часто смешивают: верно ли 

объяснение модели и согласовано ли оно с данными [134]. При фиксированном протоколе можно 

также проверить, как меняется объяснение при естественных искажениях входа и при целена-

правленных атаках [122, 163]. Архитектурно это обеспечивают формализованный план выполне-

ния и разделение ответственности. 

3.1. Принципы проектирования архитектуры платформы 

Архитектурное описание платформы выполнено с опорой на положения международного 

стандарта ISO/IEC/IEEE 42010:2011 (ГОСТ Р 57100–2016) [164]. В логике данного стандарта ар-

хитектура описывается через архитектурно значимые запросы заинтересованных сторон. По-

этому проектные решения, принятые при построении платформы, соотносятся с внутренней 

структурой системы и с требованиями тех групп пользователей, для которых эта система пред-

назначена [165, 166]. Исходя из этого, при проектировании платформы был выполнен анализ за-

интересованных сторон. В архитектуре платформы выделены пять ключевых ролей, запросы ко-

торых учитывались при выборе основных проектных решений. Эти роли и соответствующие им 

архитектурные запросы представлены в таблице 3.1. 

Таблица 3.1 – Ключевые заинтересованные стороны платформы и их архитектурные запросы 

Роль 
Ключевой архитектурный 

интерес 
Архитектурное решение 

ML-инженер 
Бесшовная интеграция мо-

делей и защита от ошибок 

Динамическая валидация применимо-

сти методов 

Исследователь 

(data scientist) 

Подключение новых XAI-ал-

горитмов и их объективное 

сравнение 

Модульная плагинная система и неза-

висимые протоколы метрической 

оценки [162] 
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Роль 
Ключевой архитектурный 

интерес 
Архитектурное решение 

Доменный экс-

перт (напр., 

врач) 

Предотвращение неверной 

интерпретации результатов 

ИИ 

Модуль оценки доверия (trust score) и 

генерация предупреждений [41, 167, 

168] 

Аудитор 
Доказуемая воспроизводи-

мость XAI-конвейера 

Фиксация манифеста окружения 

(provenance) и контроль целостности 

артефактов [94–96] 

DevOps / 

MLOps-инженер 

Стабильная работа в разных 

средах 

Разделение ядра-оркестратора и пользо-

вательских интерфейсов [97] 

Используются три базовых архитектурных представления, соответствующие точкам зре-

ния, которые приняты в стандарте ISO/IEC/IEEE 42010 и в модели «4+1» [164, 169]. Контекстное 

представление фиксирует взаимодействие платформы с внешним окружением: источниками дан-

ных, внешними сервисами, пользователями и прикладными потребителями результатов. Компо-

нентное представление описывает состав платформы, её основные модули и связи между ними. 

Динамическое представление раскрывает поведение системы во времени и позволяет проследить 

исполнение XAI-конвейера, включая запуск модели, построение объяснения, метрическую про-

верку, оценку доверия и сохранение артефактов. 

3.2. Концептуальные представления архитектуры платформы 

3.2.1. Контекстное представление: платформа как среда 

Контекстное представление (см. рисунок 3.1) определяет внешние границы платформы и 

её место в контуре построения, интерпретации и анализа моделей ИИ. На этом уровне задаются 

внешние сущности, с которыми платформа связана в процессе эксплуатации: источники данных, 
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пользователи, внешние модели и сервисы, хранилища, прикладные потребители результатов и 

регуляторные ограничения. 

 
Рисунок 3.1 – Контекстное представление 

Во внешнем окружении платформы выделяются три группы взаимодействий: 

• к первой группе относятся входные потоки данных и внешние ограничения. Сюда 

входят поступление исходных данных из баз данных, сенсорных систем и программных интер-

фейсов, импорт моделей из сторонних систем, взаимодействие с внешними организациями, а 

также учёт нормативных и регуляторных требований, определяющих допустимые условия при-

менения ИИ. 

• Вторая группа охватывает пользовательские и управляющие воздействия. Она 

включает запросы, поступающие от исследователей, инженеров, доменных специалистов и внеш-

них прикладных систем через графические и программные интерфейсы доступа. 

• Третья группа связана с выходными результатами платформы. В ходе работы плат-

формы формируются предсказания, объяснения, метрические оценки, предупреждения и отчёты. 

Эти артефакты сохраняются в целевых хранилищах, передаются во внешние базы данных и могут 

предоставляться внешним потребителям через программные интерфейсы. 

Тем самым контекстное представление фиксирует состав внешнего окружения плат-

формы, архитектурную границу системы и основные направления обмена данными и результа-

тами. Это задаёт внешнюю рамку для последующего компонентного и динамического описания 

платформы. 
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3.2.2. Компонентное представление: ядро, плагины и реестр XAIRegistry 

Компонентное представление (см. рисунок 3.2) описывает внутреннюю организацию 

платформы на уровне основных программных компонентов и связей между ними. Центральное 

место в этой структуре занимает ядро оркестрации. Оно принимает внешний запрос, формирует 

внутренний план выполнения, координирует вызов подключённых расширений и собирает ито-

говый результат. Вокруг ядра организован независимый слой расширений, включающий методы 

объяснения, адаптеры моделей, метрические протоколы и средства калибровки доверия. 

 
Рисунок 3.2 – Компонентное представление 

Вход в платформу задаётся детерминированным контрактом, который включает три 

группы параметров: 

• первая группа описывает исходные данные, 

• вторая группа задаёт спецификацию задачи: целевой класс или объект анализа, ре-

жим выбора метода, включая ручную настройку или автоматизированный подбор, а также тре-

бования к форме представления результата, 

• третья группа фиксирует контекст выполнения: вычислительные ресурсы, правила 

сохранения артефактов и метаданные происхождения эксперимента, необходимые для воспроиз-

водимости и прослеживаемости. 
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Внешний запрос не управляет маршрутом исполнения напрямую. Его функция состоит в 

инициации внутреннего плана выполнения, который ядро строит на основе входной специфика-

ции и доступных компонентов платформы. Такая схема исключает зависимость маршрута испол-

нения от внешнего сценария вызова и делает конвейер детерминированным при фиксированных 

параметрах задачи и среды. 

В составе ядра оркестрации можно выделить два внутренних узла. Первый узел выполняет 

функции планирования и маршрутизации. Он строит план, интерпретирует правила исполнения 

и выбирает ветвь обработки. Второй узел отвечает за упаковку результата. Этот узел переводит 

внутренние согласованные компоненты в выходную форму, задаёт формат представления и учи-

тывает адаптацию к адресату. Логика маршрутизации и логика представления результата не сме-

шиваются, что уменьшает связанность компонентов и позволяет изменять форму выдачи без пе-

рестройки основного контура исполнения. 

Исполнение плана осуществляется через независимый слой расширений. В его состав вхо-

дят XAI-плагины, реализующие конкретные методы объяснения, адаптеры моделей, обеспечива-

ющие взаимодействие ядра с AutoML/DL и внешними моделями, а также метрические протоколы, 

предназначенные для оценки верности и устойчивости объяснений. Отдельный компонент этого 

слоя связан с калибровкой доверия, оценкой неопределённости и генерацией критических пре-

дупреждений. Тем самым объяснение, метрическая проверка и доверительный анализ включа-

ются в единый контур выполнения. 

Связующим механизмом между ядром и слоем расширений выступает реестр XAIRegistry. 

В нём фиксируются сведения о доступных расширениях: тип компонента, поддерживаемые вход-

ные форматы, ограничения применимости, набор параметров и условия вызова. За счёт этого 

подключаемые методы и сервисы рассматриваются как зарегистрированные архитектурные эле-

менты с явно заданными интерфейсами. Реестр используется ядром при построении плана вы-

полнения и выборе допустимой последовательности вызовов. 

Независимо от того, формируется ли план исполнения вручную или с участием автомати-

зированного контура подбора, оркестратор возвращает единый результат выполнения. На схеме 

этот результат представлен объектом ExplainRunResult. В его состав входят объяснение, метри-

ческие показатели, сигналы доверительного анализа, предупреждения, а также манифест, жур-

налы и ссылки на сохранённые артефакты. Такая форма результата важна тем, что делает выход 

платформы самодостаточным объектом последующего анализа, проверки и аудита. 
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3.2.3. Динамическое представление: жизненный цикл запроса и «гейты» валидации 

Динамическое представление (см. рисунок 3.3) описывает обработку запроса в платформе 

как последовательность этапов с условными переходами и встроенными контрольными точками 

валидации. В этом представлении фиксируются основные стадии выполнения запроса, условия 

продолжения вычислений и основания для остановки или изменения маршрута обработки. 
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Рисунок 3.3 – Динамическое представление 

Жизненный цикл запроса начинается с анализа входного контекста и построения плана 

выполнения ExplainPlan. На этой стадии проводится первичная проверка входных данных, спе-

цификации задачи и параметров запуска. При обнаружении нарушений целостности данных, 

несовместимости конфигурации или отсутствия обязательных параметров выполнение прекра-

щается на раннем этапе, а запрос отклоняется. 

После успешного прохождения входной проверки система переходит к выбору маршрута 

выполнения. Если сценарий предусматривает использование автоматизированного подбора, в 
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обработку включается контур AutoML, в рамках которого формируются и обучаются модели-кан-

дидаты. В противном случае выполнение продолжается с уже выбранной или подключённой мо-

делью. 

Следующая стадия связана с оценкой модели. На этом этапе рассчитываются показатели 

прогностического качества, выполняется калибровка доверия и анализируется неопределённость 

результата. Полученные значения используются как основание для дальнейшего продвижения 

запроса. Если модель не проходит заданные пороги по качеству или доверительности, это учи-

тывается при дальнейшем выполнении запроса. Затем система строит объяснение результата и 

оценивает его по выбранным метрикам. Одновременно проверяется, применим ли используемый 

метод объяснения к данной модели, типу данных и режиму выполнения. Если метод неприменим 

либо объяснение не удовлетворяет установленным критериям, система выбирает альтернатив-

ный сценарий обработки или завершает выполнение с указанием причины. На завершающем 

этапе платформа объединяет предсказание, объяснение, значения метрик, предупреждения и 

ссылки на сохранённые артефакты. Результаты сохраняются в соответствии с политикой управ-

ления артефактами. Воспроизводимость обеспечивается фиксацией параметров запуска, состоя-

ния вычислительной среды и ссылок на сформированные артефакты. 

3.3. Архитектура функциональных подсистем 

Данный раздел раскрывает внутреннюю организацию платформы на уровне функциональ-

ных подсистем. Рассматриваются рабочие подсистемы, обеспечивающие выполнение XAI-кон-

вейера: ядро управления, реестр методов объяснения, подсистема автоматизированного выбора 

объяснителей, контур метрической проверки, блок доверительного анализа и механизм сохране-

ния артефактов эксперимента. 

Подсистема AutoXAI в составе платформы предназначена для автоматизированного вы-

бора, настройки, запуска, сопоставления и оценки методов объяснения. В этом смысле AutoXAI 

не сводится к прямому вызову отдельного объяснителя, такого как SHAP, LIME или Grad-CAM. 

Она рассматривает построение объяснения как самостоятельную вычислительную задачу, в ко-

торой метод объяснения должен быть согласован с моделью, типом данных, постановкой задачи, 

требованиями к форме результата и ограничениями предметной области. По своей логике такая 

подсистема относится к классу решений AOMO (AutoML for Model Explanation), где объяснение 

включается в контур автоматизированного выбора и проверки [98, 101, 109]. 
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На вход AutoXAI поступают исходные данные или их подготовленное представление, све-

дения о модели, типе решаемой задачи, целевом объекте объяснения, допустимых методах объ-

яснения, требованиях к форме объяснения, а также доменные и регуляторные ограничения. Эти 

сведения определяют набор допустимых объяснителей и режим их применения: локальный или 

глобальный анализ, форму результата, уровень детализации, ограничения по вычислительной 

стоимости и требования к последующей проверке. На выходе подсистемы формируются объяс-

нения выбранных решений и сопутствующие диагностические сведения: метрики качества объ-

яснения, показатели устойчивости и согласованности, предупреждения о возможной непримени-

мости метода, а также данные, необходимые для воспроизводимости и отчётности. Результатом 

работы AutoXAI является проверяемый объект анализа, связанный с параметрами запуска, усло-

виями применения метода и результатами метрической оценки. 

Внутренняя логика AutoXAI определяется несколькими взаимосвязанными механизмами:  

• во-первых, выбор метода объяснения выполняется как многокритериальная задача, 

в которой учитываются свойства модели, тип данных, требования к форме объяснения, ограни-

чения предметной области и критерии качества результата, 

• во-вторых, в подсистеме используется обратная связь через объяснения: получен-

ные объяснения и результаты их оценки могут влиять на последующий выбор метода, парамет-

ров и маршрута обработки, 

• в-третьих, работа AutoXAI строится как согласованная процедура, в которой авто-

матические этапы отбора, метрической проверки и доверительного анализа включаются в еди-

ный вычислительный контур. 

Один и тот же метод объяснения не является универсально предпочтительным. Его при-

менимость определяется постановкой прикладной задачи, свойствами модели, типом данных, 

ограничениями предметной области и требованиями к проверяемости результата. В контуре 

AutoXAI допускается экспертное вмешательство, где пользователь может задать ограничения на 

допустимые методы объяснения, скорректировать критерии их отбора и проанализировать ре-

зультаты автоматического выбора. Схема подсистемы приведена на рисунке 3.4. 
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Рисунок 3.4 – Концептуальная схема фреймворка AutoXAI класса AOMO 

3.3.1. Ядро управления 

Ядро управления является центральным компонентом платформы, который принимает 

внешний запрос и преобразует его в формализованный план выполнения. Его задача состоит в 

координации вычислительного контура: проверке входной спецификации, выборе допустимого 

маршрута обработки, вызове необходимых подсистем и сборке итогового результата. Поэтому 

внешний пользователь не управляет конвейером напрямую. Он задаёт постановку задачи и огра-

ничения, а маршрут выполнения формируется ядром на основе спецификации запроса, конфигу-

рации среды и доступных компонентов платформы. 

Внутренняя организация ядра опирается на три базовые абстракции, представленные на 

рисунке 3.5: спецификацию запроса ExplainSpec, конфигурацию выполнения RuntimeConfig и 

план выполнения ExplainPlan. Так показывается, что должно быть объяснено, в каких условиях 

выполняется вычисление и каким маршрутом должен пройти запрос. 
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Рисунок 3.5 – Ядро управления платформы 

Спецификация запроса задаёт постановку объяснительной задачи. В её состав входят све-

дения о режиме работы системы, включая использование предварительно обученной модели 

либо запуск контура обучения, указание целевого класса, целевого выхода или целевого слоя 

нейронной сети, а также параметры адаптации итогового объяснения к категории пользователя и 

требуемому уровню детализации. В свою очередь, конфигурация выполнения описывает опера-

ционные условия, в которых строится объяснение. Она включает сведения о доступных вычис-

лительных ресурсах, параметрах среды исполнения, правилах сериализации и сохранения арте-

фактов, а также характеристиках окружения, подлежащих фиксации для обеспечения воспроиз-

водимости результатов. Наконец, план выполнения задаёт упорядоченную последовательность 

этапов вычислительного контура: от подготовки данных и, при необходимости, обучения модели 

до генерации объяснений, их метрической проверки, доверительного анализа и сохранения ре-

зультатов. Формирование плана осуществляется подсистемой маршрутизации и может опираться 

на декларативное описание, набор правил или процедуры автоматизированного поиска. Так 

ExplainPlan связывает постановку задачи и условия запуска с конкретным маршрутом обработки. 

Оркестратор интерпретирует сформированный план и обеспечивает согласованное вы-

полнение его этапов. Он проверяет корректность входной спецификации с учётом ограничений 

используемой модели и выбранных методов объяснения, инициирует вызовы модулей в требуе-

мой последовательности, контролирует корректность вычислительных процедур и передаёт ре-

зультаты в подсистемы оценки, доверительного анализа и сохранения артефактов. За счёт этого 
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ядро обеспечивает выполнение XAI-конвейера и прослеживаемость процесса построения объяс-

нения. 

Методы объяснения подключаются к ядру через унифицированный механизм регистрации 

и вызова, который рассматривается далее в подразделе 3.3.2. 

3.3.2. Реестр методов и плагинная система 

Реестр методов объяснения XAIRegistry, представленный на рисунке 3.6, является связую-

щим слоем между ядром управления и подключаемыми компонентами платформы. Его назначе-

ние состоит в том, чтобы методы объяснения, адаптеры моделей, метрические протоколы и свя-

занные с ними ограничения применимости регистрировались как элементы с явно заданными 

интерфейсами, параметрами и условиями вызова. 

 
Рисунок 3.6 – Модуль XAIRegistry 

В реестре фиксируются сведения о доступных объяснителях и вспомогательных компо-

нентах: тип метода, поддерживаемые модели и форматы данных, требуемые внутренние пред-

ставления, допустимые параметры, ограничения на входные данные и формат возвращаемого ре-

зультата. При построении плана выполнения ядро использует эти сведения для проверки приме-

нимости метода к текущему контексту задачи. Каждый метод объяснения включается в архитек-

туру как подключаемый модуль, реализующий фиксированный интерфейс. После проверки при-

менимости реестр обеспечивает инициализацию объяснителя с заданными или принятыми по 

умолчанию параметрами и передачу результата в стандартизованном представлении. 
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XAIRegistry поддерживает несколько семейств апостериорных методов объяснения, при-

меняемых к моделям типа «чёрный ящик»: градиентные методы атрибуции, локальные суррогат-

ные модели, методы на основе значений Шепли, пертурбационные методы, методы семейства 

CAM, а также концептные и контрфактуальные объяснения [54–56, 60–62, 155, 170–174]. Не-

смотря на различие математических оснований, эти методы включаются в единый архитектур-

ный контур по общей схеме: выбор целевого объекта объяснения, настройка параметров, постро-

ение локального или глобального объяснения и передача результата в модуль оценки качества и 

доверия. 

К числу базовых градиентных методов относится построение карты чувствительности, в 

которой важность признака определяется через производную выхода модели по соответствую-

щей входной координате [20, 69]. Для входа 𝑥𝑥 ∈ ℝ|ℱ| и целевого класса 𝑐𝑐 классическая карта чув-

ствительности определяется как: 

 𝑆𝑆(𝑐𝑐)(𝑥𝑥) =∣ ∇𝑥𝑥𝑓𝑓𝑐𝑐(𝑥𝑥) ∣, (3.1) 

где 𝑓𝑓𝑐𝑐(𝑥𝑥) – выход модели для класса 𝑐𝑐, а ∇𝑥𝑥𝑓𝑓𝑐𝑐(𝑥𝑥) – градиент этого выхода по входу. Данный под-

ход лежит в основе saliency-методов и позволяет быстро получить локальную карту вклада при-

знаков. 

При насыщении нелинейностей градиент в (3.1) может обращаться в нуль и для тех при-

знаков, которые на самом деле влияют на решение. Этот недостаток устраняет метод Integrated 

Gradients [62], определяемый формулой (2.19), где вклад 𝑗𝑗-го признака накапливается вдоль тра-

ектории от опорной точки 𝑥𝑥′ к анализируемому объекту 𝑥𝑥. На практике интеграл в (2.19) заменя-

ется дискретной суммой по 𝑚𝑚 шагам: 

 𝐼𝐼𝐺𝐺𝑗𝑗(𝑥𝑥) ≈ �𝑥𝑥𝑗𝑗 − 𝑥𝑥𝑗𝑗
′� 1

𝑚𝑚
∑

∂𝑓𝑓𝑐𝑐�𝑥𝑥′+ 𝑡𝑡
𝑚𝑚�𝑥𝑥−𝑥𝑥′��

∂𝑥𝑥𝑗𝑗

𝑚𝑚
𝑡𝑡=1 . (3.2) 

Для сглаживания локальных градиентных карт в платформе могут использоваться методы 

семейства SmoothGrad [170]. Если 𝜉𝜉𝑘𝑘 ∼ 𝒩𝒩(0, 𝜎𝜎2𝐼𝐼) – случайный шум, то сглаженная оценка важ-

ности задаётся выражением: 

 𝑆𝑆𝐺𝐺(𝑐𝑐)(𝑥𝑥) = 1
𝐾𝐾

∑ ∇𝑥𝑥
𝐾𝐾
𝑘𝑘=1 𝑓𝑓𝑐𝑐(𝑥𝑥 + 𝜉𝜉𝑘𝑘), (3.3) 

такое усреднение ослабляет влияние локальных флуктуаций и повышает интерпретируемость по-

лучаемых карт. 

Отдельное семейство образуют локальные суррогатные методы, прежде всего LIME [54]. 

В этом случае исходная модель 𝑓𝑓 аппроксимируется интерпретируемой локальной моделью 𝑔𝑔 ∈
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𝐺𝐺, выбранной из класса простых моделей, например линейных. Соответствующая оптимизаци-

онная задача задаётся формулой (2.18), а её решение даёт локальное, понятное человеку объяс-

нение в окрестности конкретного объекта. 

Для более строгой декомпозиции предсказания по признакам используются методы, осно-

ванные на значениях Шепли [55]. Вклад 𝑗𝑗-го признака определяется формулой (2.17) и интерпре-

тируется как средний маржинальный вклад признака по всем возможным коалициям. На этой 

основе в реестре поддерживаются вычислительные варианты SHAP, включая kernel, permutation 

и partition. При сохранении общей аддитивной интерпретации вклада признаков они различаются 

способом аппроксимации величин 𝜙𝜙𝑗𝑗: 

 𝑓𝑓(𝑥𝑥) ≈ 𝜙𝜙0 + ∑ 𝜙𝜙𝑗𝑗𝑗𝑗∈ℱ (𝑥𝑥). (3.4) 

Пертурбационные методы строят объяснение на основе контролируемых изменений входа 

и анализа реакции модели [56]. В методе окклюзии важность области 𝑅𝑅 может быть выражена 

через падение отклика модели после маскирования этой области: 

 𝑂𝑂𝑂𝑂𝑐𝑐𝑅𝑅(𝑥𝑥) = 𝑓𝑓𝑐𝑐(𝑥𝑥) − 𝑓𝑓𝑐𝑐�𝑥𝑥 ⊙ (1 − 𝕄𝕄𝑅𝑅)�, (3.5) 

где 𝕄𝕄𝑅𝑅 — бинарная маска области 𝑅𝑅, а ⊙ обозначает поэлементное умножение. Чем сильнее 

снижается отклик модели, тем выше считается значимость скрытой области. 

Более общим градиент-независимым методом является RISE, в котором используется 

набор случайных масок 𝕄𝕄𝑘𝑘, 𝑘𝑘 = 1, … , 𝑁𝑁 [155]. Карта значимости оценивается как: 

 𝐸𝐸𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅(𝑖𝑖, 𝑗𝑗) = 1
𝑁𝑁 𝔼𝔼[𝕄𝕄(𝑖𝑖,𝑗𝑗)]

∑ 𝑓𝑓𝑐𝑐
𝑁𝑁
𝑘𝑘=1 (𝑥𝑥 ⊙ 𝕄𝕄𝑘𝑘)𝕄𝕄𝑘𝑘(𝑖𝑖, 𝑗𝑗), (3.6) 

где 𝕄𝕄𝑘𝑘(𝑖𝑖, 𝑗𝑗) ∈ {0,1} – значение случайной маски в позиции (𝑖𝑖, 𝑗𝑗). Такой подход позволяет оцени-

вать вклад областей изображения по статистике отклика модели на множество частично замас-

кированных входов. 

Для свёрточных архитектур важную роль играют методы семейства CAM, в частности 

Grad-CAM [61]. Для 𝑘𝑘-й карты активаций 𝐴𝐴𝑘𝑘 выбранного свёрточного слоя вес 𝛼𝛼𝑘𝑘
𝑐𝑐  для класса 𝑐𝑐 

вычисляется по формуле (2.21), где 𝑦𝑦𝑐𝑐 – логит класса 𝑐𝑐, а 𝑍𝑍 – число пространственных позиций в 

карте активаций. Итоговая карта локализации определяется формулой (2.20). 

На этой базовой конструкции строятся модификации семейства, используемые в плат-

форме: Grad-CAM++, Score-CAM, HiResCAM, LayerCAM, AblationCAM, XGradCAM и EigenCAM 

[171–173]. Они различаются способом вычисления весов 𝛼𝛼𝑘𝑘
(𝑐𝑐), процедурой агрегации карт акти-

вации и степенью учёта пространственной структуры признаков, но сохраняют общую задачу – 

локализацию областей входа, определяющих решение модели. 
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Для объяснения через концепты высокого уровня в реестре могут использоваться методы 

семейства TCAV [174]. Пусть 𝑣𝑣𝐶𝐶  – вектор концепта, построенный в пространстве внутренних 

представлений модели, а ℎ𝑙𝑙(𝑥𝑥) – представление объекта на слое 𝑙𝑙. Тогда локальное влияние кон-

цепта на целевой класс 𝑐𝑐 выражается через направленную производную: 

 𝑆𝑆𝐶𝐶,𝑐𝑐,𝑙𝑙(𝑥𝑥) = ∇ℎ𝑙𝑙𝑓𝑓𝑐𝑐�ℎ𝑙𝑙(𝑥𝑥)� ⋅ 𝑣𝑣𝐶𝐶 , (3.7) 

если эта величина положительна, увеличение активации концепта 𝐶𝐶 повышает отклик модели 

для класса 𝑐𝑐. На множестве объектов итоговая концептная значимость может быть выражена до-

лей примеров, для которых выполняется условие 𝑆𝑆𝐶𝐶,𝑐𝑐,𝑙𝑙(𝑥𝑥) > 0. 

Наконец, контрфактуальные объяснения описываются как задача поиска минимального 

изменения входа, переводящего модель к альтернативному решению [60]. В общем виде такая 

задача записывается как: 

 𝑥𝑥cf = argmin𝑧𝑧∈𝒳𝒳�𝜆𝜆 ℓ(𝑓𝑓(𝑧𝑧), 𝑦𝑦tar) + 𝑑𝑑(𝑧𝑧, 𝑥𝑥)�, (3.8) 

где 𝑥𝑥𝑐𝑐𝑐𝑐 – контрфактуальный объект, 𝑦𝑦𝑡𝑡𝑡𝑡𝑡𝑡 – целевой альтернативный класс, ℓ – функция потерь, 

поощряющая достижение нужного прогноза, 𝑑𝑑(𝑧𝑧, 𝑥𝑥) – мера отклонения от исходного объекта, а 

𝜆𝜆 > 0 – коэффициент компромисса. 

3.3.3. Подсистема метрической верификации 

Метрическая верификация в платформе вынесена в отдельную подсистему независимых 

метрических протоколов (см. рисунок 3.7) и предназначена для того, чтобы объяснение не рас-

сматривалось как завершённый результат только на основании факта его построения. Без про-

верки карта значимости, таблица вкладов признаков или другое локальное объяснение остаются 

вспомогательным материалом, поэтому в платформе объяснение включается в контур оценки, 

для него рассчитываются показатели качества, устойчивости, согласованности и применимости, 

а результаты проверки передаются далее в подсистемы доверительного анализа, сопоставления 

методов и сохранения артефактов. 
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Рисунок 3.7 – Подсистема независимых метрических протоколов 

В составе метрического контура выделяются несколько групп проверок: 

• первая группа связана с верностью объяснения модели и оценивает, насколько вы-

деленные признаки действительно влияют на предсказание, 

• вторая группа связана с устойчивостью и проверяет, сохраняются ли предсказание 

и карта объяснения при малых возмущениях входных данных, 

• третья группа оценивает согласованность объяснений, полученных разными мето-

дами или при разных условиях запуска, 

• четвёртая группа включает контрольные проверки, позволяющие выявить объясне-

ния, которые слабо зависят от параметров модели, целевого класса или других значимых условий 

вычисления. 

Результаты метрической верификации используются как основание для дальнейшего вы-

бора маршрута обработки. Если метод объяснения неприменим к заданной модели, типу данных 

или режиму выполнения, либо если объяснение не проходит заданные пороги качества, система 

может выбрать альтернативный объяснитель, изменить параметры запуска или завершить выпол-

нение с указанием причины.  В базовом режиме проверка воспроизводимости объяснений обес-

печивается фиксацией параметров запуска, состояния вычислительной среды и ссылок на сфор-

мированные артефакты. Дополнительно может применяться проверка на серии повторных запус-

ков, при которой один и тот же метод объяснения оценивается при нескольких независимых вы-

полнениях вычислительной процедуры. При явном задании минимального допустимого уровня 

воспроизводимости этот показатель может использоваться как дополнительное условие отбора 

метода. 

Ниже для иллюстрации работы независимого метрического протокола рассматривается 

один из базовых механизмов оценки Insertion–Deletion [155], применяемый для карт признаковой 

важности. Данный протокол анализирует изменение предсказательной способности модели при 

последовательном возмущении входного объекта в соответствии с картой значимости признаков. 

Пусть 𝑓𝑓(𝑥𝑥) – функция предсказания модели, возвращающая вероятность целевого класса для 
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входного объекта x, тогда на каждом шаге процедуры формируется модифицированный объект 

xt, для которого вычисляется вероятность предсказания: 

 𝑝𝑝𝑡𝑡 = 𝑓𝑓(𝑥𝑥𝑡𝑡), (3.9) 

где 𝑡𝑡 = 1, … , 𝑁𝑁𝑠𝑠𝑠𝑠— номер шага процедуры возмущения. 

Для количественной оценки изменения уверенности модели используется площадь под 

кривой изменения вероятности (AUC): 

 𝐴𝐴𝐴𝐴𝐴𝐴 = 1
𝑁𝑁𝑠𝑠𝑠𝑠

∑ 𝑝𝑝𝑡𝑡
𝑁𝑁𝑠𝑠𝑠𝑠
𝑡𝑡=1 , (3.10) 

где 𝑁𝑁𝑠𝑠𝑠𝑠— общее число шагов процедуры. 

В сценарии Insertion пиксели ранжируются по убыванию значений карты значимости. 

Процедура начинается с размытой копии изображения, и на каждом шаге в неё возвращается 

очередная порция наиболее важных пикселей оригинала, так что к последнему шагу изображение 

восстанавливается полностью [155]. Если карта значимости корректно выделяет признаки, суще-

ственные для модели, вероятность целевого класса должна быстро расти. В предельном случае 

𝐴𝐴𝐴𝐴𝐶𝐶𝑖𝑖𝑖𝑖𝑖𝑖 → 1. 

В сценарии Deletion пиксели исходного изображения последовательно удаляются или за-

меняются фоном в том же порядке. Если карта действительно отражает признаки, на которые 

опирается модель, вероятность целевого класса должна быстро снижаться. В предельном случае 

𝐴𝐴𝐴𝐴𝐶𝐶𝑑𝑑𝑑𝑑𝑑𝑑 → 0. 

Для перехода от оценки качества объяснения отдельного объекта к оценке объяснимости 

модели на валидационной выборке вводится усреднённая метрика верности: 

 𝐹𝐹‾(𝑀𝑀) = 1
𝑛𝑛

∑ 𝐹𝐹𝑖𝑖
𝑛𝑛
𝑖𝑖=1 (𝑀𝑀), (3.11) 

здесь 𝐹𝐹𝑖𝑖(𝑀𝑀) — значение метрики верности объяснения для 𝑖𝑖-го объекта выборки, а 𝑛𝑛— число 

объектов валидационной выборки. 

Дополнительно оценивается разброс значений этой метрики по выборке: 

 𝐷𝐷𝐹𝐹(𝑀𝑀) = 1
𝑛𝑛

∑ (𝑛𝑛
𝑖𝑖=1 𝐹𝐹𝑖𝑖(𝑀𝑀) − 𝐹𝐹‾(𝑀𝑀))2, (3.12) 

чем меньше 𝐷𝐷𝐹𝐹(𝑀𝑀), тем более однородно качество объяснений на различных объектах. 
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3.3.4. Контуры контроля SafetyGuard и TrustEvaluator 

В архитектуре платформы предусмотрены два контура контроля (см. рисунок 3.8): 

SafetyGuard и TrustEvaluator. 

 
Рисунок 3.8 – Архитектура системы оценки доверия и безопасности 

Подсистема SafetyGuard используется на этапе подготовки выполнения. Она контроли-

рует соответствие объяснителя типу модели, наличие требуемых внутренних представлений, до-

пустимость входных данных, ограничения вычислительного окружения и требования приклад-

ного контекста. При выявлении несовместимости вызов метода блокируется до начала исполне-

ния. Это предотвращает появление артефактов, которые формально построены, но методологи-

чески некорректны. 

Подсистема TrustEvaluator выполняет агрегированную оценку пригодности результата. 

Такая оценка не должна трактоваться как доказательство истинности объяснения, она является 

инженерным индикатором того, насколько результат можно использовать в дальнейшем анализе. 

TrustEvaluator объединяет сигналы качества модели, метрики качества объяснения, показатели 

устойчивости и согласованности, сведения о неопределённости, результаты контрольных прове-

рок и предупреждения [167, 168]. Поэтому в платформе важен не только итоговый числовой ин-

декс доверия, но и список предупреждений, указывающий на ограничения применимости объяс-

нения. 

Неопределённость в этом контуре рассматривается не только как характеристика предска-

зания модели, но и как фактор надёжности объяснительного результата. Если модель демонстри-

рует высокую неопределённость, а объяснение при этом нестабильно, плохо согласуется с дру-

гими методами или нарушает предметные ограничения, такая ситуация должна снижать доверие 
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к результату независимо от визуальной убедительности карты значимости. Поэтому предупре-

ждения и диагностические признаки в TrustEvaluator имеют самостоятельное значение и не 

должны скрываться за одной агрегированной оценкой. 

Для формализации работы доверительного контура далее вводится интегральный индекс 

доверия, который определяется как взвешенная агрегация частных показателей качества объяс-

нения и результатов независимых проверок. 

 𝐼𝐼trust = 𝜆𝜆𝐹𝐹𝐹𝐹 + 𝜆𝜆𝑆𝑆𝑆𝑆𝑒𝑒 + 𝜆𝜆ConsConspair + 𝜆𝜆SanSan + 𝜆𝜆𝑉𝑉𝑉𝑉, (3.13) 

где 𝐹𝐹 — метрика верности, 𝑆𝑆𝑒𝑒 — метрика устойчивости, Conspair — метрика согласованности, 

𝑆𝑆𝑆𝑆𝑆𝑆 — результат проверки чувствительности к разрушению параметров модели, 𝑉𝑉 — метрика 

визуальной пригодности, 𝜆𝜆𝑖𝑖 — весовые коэффициенты при условиях: 

 𝜆𝜆𝐹𝐹 , 𝜆𝜆𝑆𝑆, 𝜆𝜆𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶, 𝜆𝜆𝑆𝑆𝑆𝑆𝑆𝑆, 𝜆𝜆𝑉𝑉 ≥ 0, 𝜆𝜆𝐹𝐹 + 𝜆𝜆𝑆𝑆 + 𝜆𝜆𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶 + 𝜆𝜆𝑆𝑆𝑆𝑆𝑆𝑆 + 𝜆𝜆𝑉𝑉 = 1. (3.14) 

Перед агрегированием все частные показатели нормируются к диапазону [0,1]. Чем выше 

значение 𝐼𝐼trust, тем выше степень доверия к объяснению. Условия применимости аддитивной 

формы (3.13) и требования к выбору коэффициентов λ те же, что и для интегральной оценки ка-

чества (2.66). 

Для конкретизации частных компонентов интегрального индекса доверия далее вводятся 

показатели согласованности, устойчивости и проверки чувствительности к разрушению парамет-

ров модели. Согласованность объяснений, полученных различными методами, оценивается нор-

мированной косинусной мерой: 

 Conspair�𝐸𝐸(1), 𝐸𝐸(2)� = 1
2

�1 + ⟨𝐸𝐸(1),𝐸𝐸(2)⟩
∥𝐸𝐸(1)∥2 ∥𝐸𝐸(2)∥2

�, (3.15) 

здесь 𝐸𝐸(1) и 𝐸𝐸(2) — векторы объяснений, полученные различными методами для одного и того 

же объекта. Значение Conspair�𝐸𝐸(1), 𝐸𝐸(2)� тем выше, чем ближе карты значимости по направле-

нию и пространственному распределению значимых признаков. 

Устойчивость в доверительном контуре рассматривается на двух уровнях: на уровне пред-

сказания модели и на уровне карты объяснения. На уровне предсказания метрика 𝑆𝑆𝑝𝑝 показывает, 

насколько меняется вероятность исходно предсказанного класса, если на вход подать слегка воз-

мущённый объект 𝑥𝑥 + 𝛿𝛿𝑘𝑘. Для каждого из 𝐾𝐾 возмущённых вариантов вычисляется модуль разно-

сти |𝑝𝑝𝑘𝑘 − 𝑝𝑝0|, затем эти значения усредняются и вычитаются из единицы. Если вероятность не 

меняется ни при одном возмущении, 𝑆𝑆𝑝𝑝 = 1, чем сильнее колеблется уверенность модели, тем 

меньше значение метрики. Формально: 
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𝑦𝑦�0 = argmax𝑓𝑓(𝑥𝑥), 𝑝𝑝𝑘𝑘 = 𝑃𝑃(𝑦𝑦�0 ∣ 𝑥𝑥 + 𝛿𝛿𝑘𝑘), 𝑝𝑝0 = 𝑃𝑃(𝑦𝑦�0 ∣ 𝑥𝑥),  

 

 𝑆𝑆𝑝𝑝(𝑥𝑥) = 1 − 1
𝐾𝐾

∑ ∣𝐾𝐾
𝑘𝑘=1 𝑝𝑝𝑘𝑘 − 𝑝𝑝0 ∣ (3.16) 

Показатель 𝑅𝑅𝑐𝑐𝑐𝑐𝑐𝑐 задаёт долю возмущённых примеров, для которых модель сохраняет ис-

ходный предсказанный класс: 

 𝑅𝑅cls(𝑥𝑥) = 1
𝐾𝐾

∑ 𝕀𝕀𝐾𝐾
𝑘𝑘=1 [argmax𝑐𝑐 𝑓𝑓𝑐𝑐(𝑥𝑥 + 𝛿𝛿𝑘𝑘) = 𝑦𝑦�0]. (3.17) 

Устойчивость карты объяснения оценивается по степени изменения карты значимости при 

малых возмущениях входных данных: 

 𝑆𝑆𝑒𝑒(𝑥𝑥) = 1 − 1
𝐾𝐾

� ∥𝐸𝐸(𝑥𝑥)−𝐸𝐸(𝑥𝑥+𝛿𝛿𝑘𝑘)∥1
∥𝐸𝐸(𝑥𝑥)∥1+∥𝐸𝐸(𝑥𝑥+𝛿𝛿𝑘𝑘)∥1+𝜀𝜀

𝐾𝐾

𝑘𝑘=1
, (3.18) 

здесь 𝐸𝐸(𝑥𝑥)— объяснение исходного объекта, 𝐸𝐸(𝑥𝑥 + 𝛿𝛿𝑘𝑘)— объяснение после малого возмущения, 

𝜀𝜀 > 0— малая константа, предотвращающая деление на нуль. Чем ближе 𝑆𝑆𝑒𝑒 к единице, тем устой-

чивее объяснение. 

Метрика 𝑆𝑆𝑆𝑆𝑆𝑆 показывает, насколько объяснение зависит от параметров модели. Для этого 

карта объяснения сравнивается с картой, полученной после рандомизации весов [70]. Если после 

такой рандомизации объяснение заметно меняется, sanity-проверка считается пройденной: 

 𝐸𝐸� = 𝐸𝐸−min(𝐸𝐸)
max(𝐸𝐸)−min(𝐸𝐸)+𝜀𝜀

 , 

 𝑆𝑆𝑆𝑆𝑆𝑆(𝑥𝑥) = 1 − ⟨𝐸𝐸�𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏,𝐸𝐸�𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟⟩
∥𝐸𝐸�𝑏𝑏𝑏𝑏𝑏𝑏𝑏𝑏∥2 ∥𝐸𝐸�𝑟𝑟𝑟𝑟𝑟𝑟𝑟𝑟∥2+𝜀𝜀

. (3.19) 

Помимо этих протоколов, в платформе могут использоваться и прикладные эвристики ви-

зуальной пригодности объяснения. Они учитывают ограничения предметной области и позво-

ляют скорректировать итоговую оценку доверия. Например, оценка может снижаться, если карта 

внимания концентрируется на фоне или выходит за пределы допустимой области интереса. 

Пусть 𝐸𝐸 ∈ [0,1]𝑚𝑚×𝑛𝑛 — нормированная карта значимости, построенная методом объясне-

ния для рассматриваемого объекта, где 𝑚𝑚 и 𝑛𝑛 — размеры сетки признаков. Предполагается, что 

большие значения 𝐸𝐸(𝑖𝑖, 𝑗𝑗) соответствуют более высокой важности соответствующей области для 

принятого моделью решения. 

Для количественной оценки нежелательной концентрации внимания на фоне вводится 

штраф за фон. Пусть 𝕄𝕄𝑏𝑏𝑏𝑏 ∈ {0,1}𝑚𝑚×𝑛𝑛 — бинарная маска фоновой области, полученная методами 
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сегментации, пороговой фильтрации или иными доменно-специфическими процедурами. Тогда 

доля значимости вычисляется как отношение суммарной значимости, приходящейся на фоновые 

пиксели, к общей значимости карты 𝐸𝐸: 

 𝑃𝑃𝑃𝑃𝑛𝑛𝑏𝑏𝑏𝑏 =
∑ ∑ 𝐸𝐸𝑛𝑛

𝑗𝑗=1
𝑚𝑚
𝑖𝑖=1 (𝑖𝑖,𝑗𝑗) 𝕄𝕄𝑏𝑏𝑏𝑏(𝑖𝑖,𝑗𝑗)

∑ ∑ 𝐸𝐸𝑛𝑛
𝑗𝑗=1

𝑚𝑚
𝑖𝑖=1 (𝑖𝑖,𝑗𝑗)+𝜀𝜀

, (3.20) 

где 𝜀𝜀 > 0 — малая константа, предотвращающая деление на нуль. Чем больше значение 𝑃𝑃𝑃𝑃𝑛𝑛𝑏𝑏𝑏𝑏, 

тем большая часть внимания модели сосредоточена на областях, не содержащих содержательно 

значимой информации. 

Для учёта предметно допустимой области внимания вводится штраф за выход за пределы 

области интереса. Пусть 𝕄𝕄𝑅𝑅𝑅𝑅𝑅𝑅 ∈ {0,1}𝑚𝑚×𝑛𝑛 — бинарная маска допустимой области интереса, опре-

деляемая анатомическими, структурными или иными семантическими ограничениями предмет-

ной области. Тогда доля активации вне допустимой области задаётся выражением: 

 𝑃𝑃𝑃𝑃𝑛𝑛𝑅𝑅𝑅𝑅𝑅𝑅 =
∑ ∑ 𝐸𝐸𝑛𝑛

𝑗𝑗=1
𝑚𝑚
𝑖𝑖=1 (𝑖𝑖,𝑗𝑗)�1−𝕄𝕄𝑅𝑅𝑅𝑅𝑅𝑅(𝑖𝑖,𝑗𝑗)�

∑ ∑ 𝐸𝐸𝑛𝑛
𝑗𝑗=1

𝑚𝑚
𝑖𝑖=1 (𝑖𝑖,𝑗𝑗)+𝜀𝜀

, (3.21) 

чем выше значение 𝑃𝑃𝑃𝑃𝑛𝑛𝑅𝑅𝑅𝑅𝑅𝑅, тем сильнее карта объяснения смещена за пределы области, в которой 

с точки зрения предметной интерпретации ожидается наличие релевантных признаков. 

В общем случае может использоваться не один, а несколько доменных штрафов 

𝑃𝑃𝑃𝑃𝑛𝑛𝑘𝑘, где 𝑘𝑘 = 1, … , 𝑁𝑁𝑝𝑝𝑝𝑝𝑝𝑝, отражающих различные типы пространственных или семантических 

ограничений. Тогда компонент визуальной пригодности может быть определён как скорректиро-

ванная оценка верности объяснения: 

 𝑉𝑉 = max �0, 𝐹𝐹𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓ℎ − ∑ 𝜆𝜆𝑘𝑘
𝑁𝑁𝑝𝑝𝑝𝑝𝑝𝑝
𝑘𝑘=1 𝑃𝑃𝑃𝑃𝑛𝑛𝑘𝑘�, (3.22) 

где 𝐹𝐹faith ∈ [0,1] — метрика верности объяснения, 𝑃𝑃𝑃𝑃𝑛𝑛𝑘𝑘 ∈ [0,1]— доменные штрафы, а 𝜆𝜆𝑘𝑘 ≥ 0 — 

коэффициенты строгости, задаваемые экспертом или определяемые на этапе настройки системы. 

Для сохранения нормировки удобно выбирать коэффициенты так, чтобы выполнялось условие: 

 ∑ 𝜆𝜆𝑘𝑘
𝑁𝑁𝑝𝑝𝑝𝑝𝑝𝑝
𝑘𝑘=1 ≤ 1. (3.23) 

В этом случае величина 𝑉𝑉 характеризует визуальную пригодность: чем больше её значе-

ние, тем лучше объяснение удовлетворяет критериям верности и ограничениям предметной об-

ласти. Если доменные ограничения не заданы, соответствующие штрафы принимаются равными 

нулю, и компонент 𝑉𝑉 совпадает с базовой метрикой верности 𝐹𝐹𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓ℎ. 
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Подсистема TrustEvaluator объединяет универсальные протоколы оценки качества объяс-

нений и прикладные эвристики. За счёт этого оценка учитывает согласованность объяснения с 

поведением модели и его интерпретируемость в контексте конкретной предметной области. 

3.3.5. Слой воспроизводимости 

Репозиторий моделей и хранилище артефактов образуют инфраструктурный слой воспро-

изводимости платформы (см. рисунок 3.9). Задача слоя состоит в том, чтобы каждый запуск плат-

формы оставлял проверяемый след. Благодаря этому результат работы XAI-конвейера может 

быть просмотрен и проверен, сопоставлен с другими запусками и воспроизведён при сохранении 

исходных условий. 



115 

 

 
Рисунок 3.9 – Инфраструктурный слой воспроизводимости платформы 

На этапе передачи модели в вычислительный контур репозиторий возвращает выбранную 

версию модели вместе с её метаданными, ссылками на связанные артефакты и адаптером доступа 

к модели. Так модель включается в платформу как формализованный объект, снабжённый опи-

санием происхождения, версии, параметров и интерфейса подключения. Это принципиально 

важно для воспроизводимости: одна и та же архитектура при разных версиях весов, настройках 

обучения и наборах данных не должна рассматриваться как один и тот же объект анализа. 

Каталог моделей выполняет функцию хранения уже имеющихся архитектур. В нём фик-

сируются сведения о типе модели, дате формирования версии и связях с соответствующими вы-

числительными артефактами. Хранилище артефактов предназначено для сохранения промежу-

точных и итоговых результатов выполнения. К числу таких объектов относятся обученные мо-
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дели, конфигурации запуска, журналы исполнения, карты объяснений, метрические отчёты, ре-

зультаты сравнительного анализа объяснителей и иные данные, возникающие в ходе работы кон-

вейера. Централизованное хранение этих объектов позволяет восстановить итоговый результат и 

условия его получения. 

Слой проверки обеспечивает корректность подключения модели к остальным компонен-

там системы. На этом уровне проверяются соответствие версии модели ожидаемому формату 

данных, наличие необходимых метаданных, корректность ссылок на артефакты и возможность 

использования модели в конкретном вычислительном сценарии. Благодаря этому исключается 

передача в конвейер неполных, несогласованных или устаревших объектов. 

Репозиторий моделей и хранилище артефактов образуют инфраструктурную основу вос-

производимого контура платформы. Их функция состоит в том, чтобы связать вычислительное 

исполнение, версионность моделей, метаданные эксперимента, результаты объяснения и метри-

ческой проверки в единую проверяемую запись запуска. Такой записью выступает итоговый объ-

ект выполнения ExplainRunResult, включающий объяснение, значения метрик, сигналы довери-

тельного анализа, предупреждения, манифест запуска, журналы и ссылки на сохранённые арте-

факты. 

3.3.6. Локальный интерфейс просмотра отчётов и артефактов 

Интерфейс предоставляет сводное представление результатов AutoML и AutoXAI. На ри-

сунках 3.10–3.11 показаны экран итоговой сводки и экран анализа результатов отбора. 

 
Рисунок 3.10 – Локальный интерфейс сводки по выбору модели и метода объяснения 
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Рисунок 3.11 – Экран анализа результатов AutoML и AutoXAI 

На рисунке 3.12 приведён экран, на котором выполняется сравнение методов объяснения 

для выбранной модели-кандидата. В таблице собраны значения основных показателей: верности 

объяснения, визуальной пригодности, чувствительности к разрушению параметров модели, 

устойчивости предсказания, устойчивости карты и согласованности методов. Такой формат поз-

воляет сравнивать объяснители не по одному показателю, а по совокупности критериев.  
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Рисунок 3.12 – Экран сравнений анализа AutoXAI 

На рисунке 3.13 представлена предварительная настройка эксперимента перед запуском 

контура AutoML. Через этот интерфейс задаются исходные параметры обучения: набор данных, 

конфигурация и вычислительная среда. Экран используется как этап предварительной проверки, 

на котором пользователь может проверить настройки, доступность данных и готовность вычис-

лительных ресурсов. 

 
Рисунок 3.13 – Экран конфигурации обучения 
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На рисунке 3.14 представлен запуск обучения, предназначенный для формирования и вы-

полнения конфигурации, где пользователь выбирает профиль обучения, указывает конфигураци-

онный файл и среду выполнения. На экране также доступен каталог уже имеющихся профилей, 

которые задают разные сценарии обучения, включая базовый режим и режим с ограничениями. 

Дополнительно отображаются конфигурационные файлы с их параметрами и состоянием готов-

ности, а также история последних запусков со статусами и сохранёнными контрольными точ-

ками. За счёт этого пользователь может прослеживать весь ход эксперимента и контролировать 

обучение модели. 

 
Рисунок 3.14 – Экран запуска обучения 

3.4. Функциональная организация и маршрутизация 

Раздел 3.4 объединяет подсистемы платформы в общий маршрут обработки запроса. Если 

в разделе 3.3 рассматривались функции платформы по отдельности, то далее они представлены 

как единый маршрут выполнения: от поступления запроса и построения плана до выбора модели, 

формирования объяснений, их проверки, агрегирования и сохранения итоговых результатов. 

Организация маршрутизации запроса в платформе представлена на рисунке 3.15. Обра-

ботка начинается с поступления запроса в ядро управления, где на основе поставленной задачи 

или конфигурации выполнения формируется план. Далее через реестр XAIRegistry выбираются 

модели, объяснители, адаптеры и метрические протоколы. После этого выполняется модельный 
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контур, где используется уже подключённая модель либо запускается контур AutoML. Затем 

управление передаётся в AutoXAI-контур, где выбираются и применяются методы объяснения. 

Полученные объяснения проходят метрическую верификацию, доверительный анализ, формиро-

вание предупреждений и сохраняются вместе с параметрами запуска, метриками и ссылками на 

артефакты. 
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Рисунок 3.15 – Контур маршрутизации запроса в платформе 
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3.4.1. Связь AutoML и AutoXAI в маршруте выполнения 

В маршруте выполнения платформы модельный и объяснительный контуры рассматрива-

ются как связанные этапы одного вычислительного процесса. AutoML-контур отвечает за выбор, 

обучение или подключение модели-кандидата, тогда как AutoXAI-контур выполняет выбор, 

настройку и оценку метода объяснения для полученной модели. Поэтому переход к блоку интер-

претации осуществляется только после того, как модель включена в конвейер как проверенный 

объект с известными метаданными, параметрами и результатами оценки. 

Если постановка задачи допускает использование моделей с внутренней интерпретируе-

мостью, запрос может быть направлен в репозиторий интерпретируемых моделей, включая 

нейро-нечёткие и иерархические архитектуры [89, 131, 175–180]. Если подходящая конфигура-

ция отсутствует или требуется автоматизированный подбор модели, активируется контур 

AutoML. После выбора конфигурации или модели управление передаётся в AutoXAI, где опреде-

ляется набор возможных методов объяснения, строятся объяснения и проводится их метрическая 

проверка. 

Модель в платформе не оценивается только по прогностической точности. В маршрут вы-

полнения включаются также пригодность формируемых объяснений, устойчивость результатов, 

доверительная оценка, предупреждения о возможной неприменимости метода и вычислительные 

ограничения. Поэтому итоговая конфигурация рассматривается как связка «модель — метод объ-

яснения — условия выполнения», а не как отдельно выбранная модель с последующим произ-

вольным объяснителем. 

Формальная постановка совместного выбора модели и метода объяснения дана в разделе 

2.9, а её программная реализация рассматривается в разделе 3.5 при описании AutoML-ядра. 

3.4.2. Формирование объяснений при ансамблировании 

При использовании нескольких методов объяснения для формирования объяснений ре-

зультат работы должен представлять собой набор связанных карт значимости, таблиц вкладов 

или текстовых пояснений. В платформе такие результаты объединяются в композитный профиль 

объяснения, который сохраняет сведения о происхождении отдельных объяснений, их типе, па-

раметрах построения, метрических оценках, согласованности и неопределённости объединён-

ного результата. 
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Композитный профиль не следует трактовать как универсальную алгебру, сводящую лю-

бые виды объяснений к единому формату. Разные типы объяснений имеют различную природу: 

карты значимости описывают пространственное или признаковое распределение вклада, объяс-

нения на уровне отдельных признаков задают вклад конкретных признаков, концептные объяс-

нения работают с содержательными признаками более высокого уровня, а контрфактуальные 

объяснения описывают минимальные изменения входа. Поэтому в платформе используется ти-

пизированное объединение объяснительных свидетельств: однородные объяснения могут агре-

гироваться напрямую, а разнородные сохраняются и сопоставляются через общий профиль ре-

зультата. 

Для карт значимости допускается ансамблирование после приведения к сопоставимому 

пространственному и числовому представлению. Поскольку карты, полученные разными мето-

дами, могут иметь различное разрешение, масштаб и диапазон значений, перед агрегированием 

выполняется их пространственная и амплитудная унификация. Пусть 𝐸𝐸(𝑘𝑘), 𝑘𝑘 = 1, … , 𝑁𝑁, обозна-

чает карту значимости, построенную 𝑘𝑘-м методом объяснения. Для приведения всех карт к еди-

ному пространственному разрешению используется оператор ресемплирования Res, реализуе-

мый, например, билинейной интерполяцией. После этого выполняется робастная перцентильная 

нормализация, отображающая значения каждой карты в единый диапазон [0,1]. Нормированная 

карта 𝐸𝐸′(𝑘𝑘) определяется выражением: 

 𝐸𝐸′(𝑘𝑘)(𝑖𝑖, 𝑗𝑗) =
clip�Res�𝐸𝐸(𝑘𝑘)�(𝑖𝑖,𝑗𝑗),𝑝𝑝𝑙𝑙𝑙𝑙𝑙𝑙

(𝑘𝑘) ,𝑝𝑝ℎ𝑖𝑖𝑖𝑖ℎ
(𝑘𝑘) �−𝑝𝑝𝑙𝑙𝑙𝑙𝑙𝑙

(𝑘𝑘)

𝑝𝑝ℎ𝑖𝑖𝑖𝑖ℎ
(𝑘𝑘) −𝑝𝑝𝑙𝑙𝑙𝑙𝑙𝑙

(𝑘𝑘) +𝜀𝜀
, (3.24) 

где 𝑝𝑝𝑙𝑙𝑙𝑙𝑙𝑙
(𝑘𝑘)  и 𝑝𝑝ℎ𝑖𝑖𝑖𝑖ℎ

(𝑘𝑘)  — нижний и верхний перцентили распределения значений 𝑘𝑘-й карты, clip(⋅)  — 

операция ограничения значений заданным интервалом, а 𝜀𝜀 > 0— малая константа, предотвраща-

ющая деление на нуль. Такая процедура позволяет ослабить влияние выбросов и привести карты, 

полученные разными XAI-методами, к сопоставимому метрическому пространству. 

На основе множества подготовленных карт 𝐸𝐸′(1), 𝐸𝐸′(2), … , 𝐸𝐸′(𝑁𝑁),платформа формирует не-

сколько композитных артефактов, обеспечивающих многомерный анализ интерпретации. 

Во-первых, строится консенсусная карта, отражающая усреднённое распределение значи-

мости по всем методам: 

 𝐸𝐸𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚(𝑖𝑖, 𝑗𝑗) = 1
𝑁𝑁

∑ 𝐸𝐸′(𝑘𝑘)𝑁𝑁
𝑘𝑘=1 (𝑖𝑖, 𝑗𝑗). (3.25) 
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Формула (3.25) представляет собой частный случай взвешенного усреднения при равных 

весах. Данная карта позволяет выявить области, которые в среднем признаются значимыми боль-

шинством объяснителей и тем самым служит базовой агрегированной формой ансамблевого объ-

яснения. 

Во-вторых, формируется карта строгого согласия, выделяющая области, одновременно 

поддержанные всеми методами объяснения. Для этого используется операция нечёткого пересе-

чения в форме 𝑇𝑇-нормы Заде: 

 𝐸𝐸𝑖𝑖𝑖𝑖𝑖𝑖(𝑖𝑖, 𝑗𝑗) = min𝑘𝑘=1,…,𝑁𝑁𝐸𝐸′(𝑘𝑘)(𝑖𝑖, 𝑗𝑗). (3.26) 

Карта 𝐸𝐸𝑖𝑖𝑖𝑖𝑖𝑖 носит более консервативный характер по сравнению с усреднением и акценти-

рует только те зоны, в отношении которых между объяснителями достигается наибольшая сте-

пень согласованности. 

В-третьих, вычисляется карта пространственной неопределённости, характеризующая 

разброс оценок значимости между методами: 

 𝐸𝐸𝑣𝑣𝑣𝑣𝑣𝑣(𝑖𝑖, 𝑗𝑗) = �1
𝑁𝑁

∑ �𝐸𝐸′(𝑘𝑘)(𝑖𝑖, 𝑗𝑗) − 𝐸𝐸𝑚𝑚𝑚𝑚𝑚𝑚𝑚𝑚(𝑖𝑖, 𝑗𝑗)�
2𝑁𝑁

𝑘𝑘=1 . (3.27) 

Высокие значения 𝐸𝐸𝑣𝑣𝑣𝑣𝑣𝑣 указывают на области, в которых различные методы объяснения 

расходятся в оценке важности признаков. Такие зоны могут рассматриваться как области пони-

женной интерпретационной устойчивости и учитываться подсистемой TrustEvaluator при фор-

мировании итогового индекса доверия. По построению (3.27) задаёт поэлементное стандартное 

отклонение, то есть квадратный корень из дисперсионной оценки вида (2.56), вычисленной по 

пикселям карты. 

3.4.3. Воспроизводимый выбор метода объяснения 

Воспроизводимый выбор метода объяснения в платформе рассматривается как отдельная 

процедура сопоставления объяснителей по единому набору критериев. Метод объяснения не вы-

бирается только по факту доступности в реестре или визуальной наглядности результата. Для 

каждого допустимого объяснителя оцениваются качество объяснения, устойчивость, согласован-

ность с другими методами, применимость к данной модели и типу данных, а также возможность 

воспроизведения результата при повторном выполнении вычислительной процедуры. 
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На первом этапе через реестр XAIRegistry формируется множество методов, применимых 

к текущей постановке задачи. Из рассмотрения исключаются объяснители, несовместимые с ти-

пом модели, форматом входных данных, требуемым уровнем доступа к внутренним представле-

ниям или ограничениями предметной области. Тем самым выбор выполняется не среди всех из-

вестных XAI-методов, а среди тех, которые корректны для данного вычислительного контекста. 

На втором этапе для каждого допустимого метода рассчитываются показатели метриче-

ской верификации: верность объяснения, устойчивость карты или признаковых вкладов, согла-

сованность с другими объяснителями и результаты контрольных проверок. Эти значения исполь-

зуются для сопоставления методов в единой шкале и позволяют отличать объяснитель, дающий 

устойчивый и проверяемый результат, от метода, который формирует визуально убедительное, 

но нестабильное или слабо согласованное объяснение. 

Отдельно учитывается воспроизводимость объяснения. Она может оцениваться на серии 

повторных запусков одной и той же вычислительной процедуры, при которых анализируется ста-

бильность получаемых карт, вкладов признаков или рангового положения метода среди других 

объяснителей. В базовом режиме этот показатель сохраняется как диагностическая характери-

стика. При явном задании минимально допустимого уровня воспроизводимости он может ис-

пользоваться как дополнительное условие отбора метода. 

3.4.4. Стратегии маршрутизации и построение плана выполнения 

Для формирования последовательности операций обработки запроса используются стра-

тегии маршрутизации. Их задача состоит в построении плана выполнения, то есть определении 

набора методов и порядка их применения. Независимо от выбранного способа построения плана 

его дальнейшее исполнение осуществляется единым управляющим модулем. Этот модуль не из-

меняет структуру плана, а последовательно реализует заданные в нём действия. Параметры стра-

тегии и сформированный план фиксируются в документации запуска, что обеспечивает возмож-

ность повторения вычислений при одинаковых исходных условиях. 

Платформа поддерживает три уровня маршрутизации: 

1. Прямая маршрутизация — ручное задание метода и его параметров. Такой режим при-

меняется при проведении сравнительных экспериментов и в регламентированных вычислитель-

ных процессах, где структура обработки заранее определена и не изменяется в ходе выполнения. 

2. Маршрутизация на основе правил — выбор метода определяется системой формализо-

ванных условий. При этом учитываются свойства модели (например, её дифференцируемость 
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или архитектурный тип), характер решаемой задачи и ограничения по вычислительным ресур-

сам.  

3. Оптимизационная маршрутизация (многокритериальный поиск) используется в тех слу-

чаях, когда план выполнения должен быть выбран по нескольким количественным критериям 

одновременно. Каждая допустимая конфигурация конвейера, включающая архитектуру модели, 

гиперпараметры обучения и выбор семейства методов объяснения, рассматривается как кандидат 

с двумя целевыми показателями — прогностическим качеством и верностью объяснения, а за-

дача первичного поиска ставится как двухкритериальная оптимизация (2.96) над множеством 

конфигураций (2.85) по аналогии с задачами поиска архитектур нейронных сетей [107, 108, 181]. 

Для обеспечения воспроизводимости в артефактах запуска сохраняются: пространство по-

иска, состав целевых функций, ограничения, параметры оптимизатора, правила ранней оста-

новки и сформированный план выполнения. Тем самым на этапе маршрутизации определяется 

множество допустимых кандидатов, а окончательная селекция осуществляется в AutoML-ядре. 

3.5. Архитектура AutoML-ядра 

3.5.1. Многокритериальная постановка и двухэтапная селекция 

AutoML-ядро платформы выполняет не простой перебор моделей с выбором максималь-

ной прогностической точности, а многокритериальную селекцию конфигураций вычислитель-

ного контура (см. рисунок 3.16). В качестве кандидата рассматривается архитектура модели и 

связанная с ней конфигурация объяснения: параметры обучения, способ подключения модели, 

допустимые методы объяснения, показатели качества объяснения и вычислительные ограниче-

ния. 
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Рисунок 3.16 – Архитектура AutoML-ядра с многокритериальной селекцией 

Селекция реализует двухэтапную процедуру, формально описанную в разделе 2.9. На пер-

вом этапе по оценкам, полученным при бюджете раннего скрининга, строится фронт Парето 

(2.97) по прогностическому качеству и верности объяснения. На втором этапе модуль 

InterpretabilityAwareSelector выбирает из фронта Парето конфигурацию по правилу (2.102), после 

чего она передаётся на исполнение и сохраняется вместе с артефактами. 

Финальная селекция в платформе (см. рисунок 3.16) основана не на линейной свёртке кри-

териев, а на последовательном вычислении частных показателей и их нечёткой агрегации. Мо-

дуль InterpretabilityAwareSelector вычисляет для каждого кандидата значения (2.92) и (2.93)–

(2.95), фаззифицирует их и определяет итоговую оценку по (2.101). Такой подход позволяет учи-

тывать компромиссы между прогностическим качеством модели, верностью объяснения, пара-

метрической сложностью и вычислительной эффективностью в интерпретируемой лингвистиче-

ской форме. 



128 

 

Многокритериальный поиск и финальная нечёткая селекция выполняются последова-

тельно: сначала формируется множество Парето-эффективных кандидатов, затем из него выби-

рается конфигурация, используемая для исполнения и сохранения артефактов. 

3.5.2. Частные критерии оценки кандидатов и бюджет поиска 

Частные критерии селекции — прогностическое качество (2.92), верность объяснения 

(2.93), параметрическая простота (2.94) и вычислительная эффективность (2.95) — вычисляются 

в платформе по результатам обучения и проверки каждого кандидата. 

Прогностическое качество рассчитывается на валидационной выборке по матрице ошибок 

(2.86)–(2.87) с макроусреднением (2.90)–(2.91). Весовые коэффициенты 𝑤𝑤Prec и 𝑤𝑤Rec в (2.92) за-

даются декларативно — параметрами контура AutoML или конфигурацией селектора, поэтому 

критерий настраивается под предметную область без изменения программного кода. 

AutoML-поиск организован как многоступенчатая процедура. Бюджеты раннего скри-

нинга 𝐵𝐵𝑠𝑠 и полной оценки 𝐵𝐵𝑓𝑓 вида (2.81)–(2.83) задаются в конфигурации запуска числом эпох и 

максимальным числом пакетов обучающей и проверочной выборок и сохраняются в артефактах 

эксперимента. Такая организация поиска сокращает вычислительные затраты на раннем этапе 

без отказа от детальной оценки наиболее перспективных кандидатов. 

3.5.3. Нормированные показатели верности объяснения, сложности и вычислительной эф-

фективности 

Верность объяснения 𝐹𝐹 вычисляется по (2.93) подсистемой метрической верификации (см. 

раздел 3.3.3) на основе метрик вставки и удаления. 

Для нормировки параметрической сложности по (2.94) в проведённых экспериментах ис-

пользовалось референсное значение 𝑁𝑁𝜃𝜃
ref = 106 параметров. Опорное время в оценке вычисли-

тельной эффективности (2.95) задавалось эмпирически по вычислительным возможностям си-

стемы и составляло 𝜏𝜏ref = 180 с. При таком значении конфигурация, этап которой выполняется 

за три минуты, получает Eff = 0,5. 



129 

 

3.5.4. Нечёткая агрегация критериев выбора 

В модуле InterpretabilityAwareSelector частные критерии фаззифицируются функциями 

принадлежности (2.98)–(2.100): возрастающие функции описывают термы «высокое» и «очень 

высокое», убывающие — «низкое» и «нежелательно высокое», треугольные — промежуточные 

значения. Итоговая оценка кандидата вычисляется дефаззификацией Сугено нулевого порядка 

по (2.101). 

Синглтон-следствия правил 𝑤𝑤𝑖𝑖 интерпретируются как априорные полезности уровней 

предпочтения и задаются на основе экспертной оценки значимости соответствующих уровней 

качества модели. 

В проведённых экспериментах использовались значения: 

𝑤𝑤𝑣𝑣ℎ = 0,92, 𝑤𝑤ℎ = 0,75, 𝑤𝑤𝑚𝑚 = 0,52, 𝑤𝑤𝑙𝑙 = 0,25. 

Такая схема агрегирования соответствует классическому нечёткому выводу типа Сугено 

и обеспечивает непрерывную итоговую оценку альтернатив [156]. 

3.6. Архитектурные свойства и ограничения 

Архитектура платформы обладает свойством масштабируемости. Новые методы и компо-

ненты могут подключаться без изменения базового контура исполнения. Это обеспечивается мо-

дульной организацией платформы и использованием контрактных интерфейсов, рассмотренных 

в предыдущих подразделах. 

Внешние механизмы оркестрации на базе MCP, включая подключаемые LLM-компо-

ненты, в рамках настоящей работы не рассматриваются как штатная часть базового воспроизво-

димого контура. Они образуют перспективный внешний слой расширения, способный повысить 

гибкость маршрутизации, автоматизировать выбор шагов вычислительного контура и адаптиро-

вать конфигурацию выполнения к контексту задачи. Вместе с тем подобные механизмы вносят 

дополнительную вариативность в процесс построения плана и потому требуют самостоятельной 

архитектурной и экспериментальной проверки с точки зрения трассируемости, детерминирован-

ности и воспроизводимости получаемых решений. 

По этой причине в текущей реализации платформы формирование плана, выбор методов 

и оценка результатов опираются прежде всего на формализованные процедуры, явные правила, 



130 

 

независимые метрические протоколы и фиксируемые артефакты выполнения. Внешние интел-

лектуальные оркестраторы рассматриваются как допустимое направление дальнейшего развития 

платформы, но не как стабилизированный эксплуатационный слой базовой архитектуры. 

3.7. Основные выводы по главе  

В главе разработана архитектура платформы, предназначенной для воспроизводимой ор-

ганизации полного цикла работы с моделями искусственного интеллекта, их объяснениями и 

процедурами проверки качества. Архитектура описана в контекстном, компонентном и динами-

ческом представлениях, что позволило определить состав платформы, функции её основных под-

систем и логику их взаимодействия в едином вычислительном контуре. 

В составе платформы выделены ядро управления, реестр методов объяснения XAIRegistry, 

подсистема AutoXAI, независимые метрические протоколы, контуры контроля допустимости и 

доверия, репозиторий моделей и хранилище артефактов. Показано, что объяснение в платформе 

включается в процедуру метрической проверки, сопоставления, доверительного анализа и сохра-

нения вместе с параметрами запуска, предупреждениями и ссылками на артефакты. 

Предложенная архитектура обеспечивает построение объяснений и их проверку, сравне-

ние, типизированное объединение и воспроизводимое сохранение. Для случаев использования 

нескольких объяснителей введён композитный профиль результата, позволяющий сохранять од-

нородные и разнородные объяснительные свидетельства без искусственного сведения всех типов 

объяснений к единой форме. Отдельно рассмотрена процедура воспроизводимого выбора метода 

объяснения, в которой учитываются качество, устойчивость, согласованность, применимость и 

воспроизводимость результата. 

Дополнительно реализован предложенный в разделе 2.9 контур многокритериального вы-

бора моделей и методов объяснения, учитывающий прогностическое качество, верность объяс-

нения, структурную простоту и вычислительную эффективность. Тем самым создана програм-

мно-архитектурная основа платформы, обеспечивающая системную интеграцию AutoML, 

AutoXAI, метрической верификации, доверительного анализа и управления артефактами в еди-

ный воспроизводимый контур анализа данных. 
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4. АПРОБАЦИЯ ГЕТЕРОГЕННОЙ ГИБРИДНОЙ ПЛАТФОРМЫ НА БИО-
МЕДИЦИНСКИХ ЗАДАЧАХ 

Настоящая глава посвящена апробации гетерогенной гибридной платформы при решении 

прикладных медицинских задач. Рассматриваемые сценарии выбраны с учётом высоких требо-

ваний к объяснимости, надёжности и воспроизводимости результатов интеллектуального ана-

лиза данных. Платформа представляет собой программно-алгоритмический комплекс, в котором 

средства автоматизированного подбора моделей, процедуры интерпретации, оценка качества, ка-

либровка доверия и сохранение результатов вычислений объединены в рамках единого контура 

обработки данных. Такой подход обеспечивает формирование согласованной конфигурации си-

стемы с учётом совокупности диагностически значимых критериев. 

Выбор медицинской области обусловлен особенностями клинической практики, в кото-

рой результат работы модели должен быть понятен специалисту и пригоден для использования 

при принятии диагностического решения. Существенное значение имеют признаки, области 

изображения и вычислительные основания, определившие вывод системы, а также устойчивость 

полученного результата и границы его применимости. В этих условиях объяснимость и оценка 

доверия к результату приобретают значение обязательных характеристик интеллектуальной си-

стемы [17, 82, 182, 183].  

В главе рассматриваются три предметные области: маммология, диагностика коронарных 

стенозов при ишемической болезни сердца и анализ рентгенологических изображений органов 

грудной клетки для выявления пневмонии и хронической обструктивной болезни лёгких. Ука-

занные задачи различаются по типу данных, диагностическому содержанию и требованиям к мо-

делям, однако объединяются общей постановкой, связанной с необходимостью получения ин-

терпретируемого и практически применимого результата. В этом контексте платформа рассмат-

ривается как архитектурная основа построения доверенных медицинских интеллектуальных си-

стем, в которых интерпретируемость учитывается при выборе и применении итогового решения. 
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4.1. Биомедицинская задача: маммология 

4.1.1. Клинико-диагностические предпосылки применения ОИИ в маммологии 

Рак молочной железы остается одной из наиболее значимых медико-социальных проблем 

современной медицины. Маммография является одним из основных методов его раннего выяв-

ления как в клинической практике, так и в рамках массовых профилактических обследований. 

Вместе с тем, несмотря на широкое применение и подтвержденную клиническую эффективность, 

маммографическое исследование имеет ряд объективных ограничений, влияющих на качество 

диагностики. По данным исследований, чувствительность маммографии при выявлении рака мо-

лочной железы в среднем составляет 75–90%, однако данный показатель существенно зависит от 

плотности ткани молочной железы и опыта специалиста [184]. Вследствие этого часть опухоле-

вых образований может оставаться не выявленной либо получать неоднозначную интерпрета-

цию. 

Существенной особенностью маммографической диагностики является вариативность 

трактовки заключений даже при использовании стандартизированных систем описания, в част-

ности, при применении шкалы BI-RADS (Breast Imaging-Reporting and Data System) (см. прило-

жение А). Для оценки согласованности интерпретации в клинических исследованиях использу-

ется коэффициент внутриклассовой корреляции. Согласованность между врачами, выполняв-

шими первичную оценку, и врачами, проводившими первый пересмотр, находилась в пределах 

0,836–0,875 при оценке по полной шкале BI-RADS. Аналогичная согласованность между вра-

чами, выполнявшими первичную оценку, и экспертами составляла 0,838–0,879 [185]. Это свиде-

тельствует о возможности риска диагностических расхождений, способных приводить к про-

пуску патологических изменений. 

Дополнительные трудности возникают при высокой плотности ткани молочной железы. 

Несмотря на то, что маммография считается основным методом ранней диагностики, исследова-

ния показывают, что доля ложноотрицательных результатов составляет от 10% до 30% [186]. 

Сложность интерпретации также связана со слабо выраженными признаками патологии, включая 

микрокальцинаты и архитектурные искажения, малозаметные на фоне нормальных анатомиче-

ских структур. Точность интерпретации в таких условиях определяется качеством визуализации, 

профессиональным опытом врача, а также факторами рабочей нагрузки и утомления [187]. 

Значимость данной проблемы возрастает в условиях массовых профилактических обсле-

дований. По имеющимся данным, до 97% результатов профилактической маммографии не со-

держат отклонений от нормы, тогда как патологические состояния выявляются в среднем в 6,9% 
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случаев, а злокачественные новообразования молочной железы — примерно в 1% исследований 

[187]. Врач-рентгенолог вынужден анализировать значительный поток изображений без патоло-

гических изменений, что увеличивает нагрузку и повышает вероятность пропуска малозаметных 

аномалий. Одним из способов повышения надежности диагностики является чтение маммогра-

фических исследований двумя независимыми специалистами [187]. Однако такой подход сопро-

вождается увеличением трудозатрат, времени анализа и нагрузки на медицинский персонал. 

В этих условиях возрастает значение средств автоматизации анализа маммографических 

изображений. По данным клинических исследований, средняя продолжительность двойного чте-

ния при использовании алгоритмов ИИ снижается на 66,4% по сравнению с традиционным двой-

ным чтением врачами [188]. При этом в 72,9% случаев врачи-рентгенологи согласились с резуль-

татами анализа алгоритма, а уровень согласованности между экспертами и алгоритмом может 

достигать 84,1% [188]. Эти данные указывают на перспективность интеллектуальных систем как 

средства поддержки диагностических решений. 

Вместе с тем существенным ограничением существующих решений остается недостаточ-

ная объяснимость получаемых результатов. Во многих случаях алгоритм формирует итоговый 

результат без раскрытия признаков изображения, повлиявших на вывод, и без указания степени 

устойчивости результата. Для медицинской практики это обстоятельство имеет принципиальное 

значение, поскольку автоматизированный анализ должен сопровождаться интерпретацией, по-

нятной врачу и соотносимой с клинически значимыми признаками. 

Потребность в объяснимых интеллектуальных системах в маммологии определяется как 

клиническими, так и организационно-техническими факторами. Практически значимым является 

получение результата, который может быть использован врачом в процессе принятия решения и 

сопоставлен с визуальными признаками на изображении. С инженерной точки зрения необхо-

димы решения, в которых процедуры интерпретации не приводят к чрезмерному увеличению 

вычислительных затрат и сохраняют применимость в реальных условиях эксплуатации, включая 

сценарии с ограниченными вычислительными ресурсами. 

Особое значение данное требование имеет в условиях обеспечения доступности диагно-

стики в удаленных регионах. В этих случаях востребованы решения, пригодные для применения 

в передвижных диагностических комплексах и иных инфраструктурно ограниченных условиях, 

где существенны надежность алгоритмов, вычислительная экономичность и интерпретируемость 

результата. Это обусловливает актуальность разработки систем, сочетающих высокое качество 

автоматизированного анализа маммографических изображений с интерпретируемостью, вычис-

лительной эффективностью и возможностью применения в реальных условиях медицинской 

практики. 
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4.1.2. Клинико-рентгенологические основы маммографической диагностики 

Маммография представляет собой специализированный метод рентгеновской визуализа-

ции молочных желез, основанный на различиях в коэффициентах ослабления рентгеновского из-

лучения биологическими тканями различного морфологического состава [189]. За счет неодина-

кового поглощения и прохождения рентгеновских лучей через нормальные и патологически из-

мененные структуры молочной железы на изображении формируется дифференцированная рент-

генологическая картина, позволяющая выявлять признаки доброкачественных и злокачествен-

ных образований [189, 190]. 

Исследование выполняется с использованием маммографа - специализированной рентге-

нодиагностической системы, предназначенной для получения высококонтрастных изображений 

ткани молочной железы [189]. В процессе обследования молочная железа размещается на опор-

ной платформе и подвергается дозированной компрессии, что необходимо для уменьшения тол-

щины исследуемого объекта, снижения рассеяния излучения, повышения пространственного раз-

решения и улучшения качества визуализации [191]. После этого рентгеновская трубка генери-

рует излучение, проходящее через ткани молочной железы и регистрируемое либо на пленке в 

аналоговых системах, либо цифровыми детекторами в современных цифровых маммографиче-

ских комплексах [189, 190]. 

Полученные изображения используются для последующего диагностического анализа. В 

цифровых системах маммограммы передаются на рабочую станцию для обработки, визуализа-

ции и интерпретации, в аналоговых — фиксируются на плёночном носителе [190]. Итоговое за-

ключение формируется врачом-рентгенологом на основании анализа визуализируемых структур-

ных изменений [190]. 

Представленная в приложении А таблица А.1 описывает стандартизацию описания ре-

зультатов маммографического исследования по системе BI-RADS, обеспечивающей унифициро-

ванную классификацию выявленных изменений и формулировку диагностического заключения 

[192]. Использование данной системы позволяет соотносить рентгенологические признаки с ка-

тегориями клинического риска и соответствующей тактикой дальнейшего ведения пациентки. 

Категории BI-RADS варьируют от 0 до 6 и отражают степень определенности заключения, веро-

ятность злокачественного процесса и необходимость дополнительных диагностических меро-

приятий. 

По характеру рентгенологической плотности ткани выделяют четыре типа молочных же-

лез согласно классификации ACR (A, B, C и D) [192]; их характеристика приведена в таблице 4.1. 

Указанная классификация имеет существенное диагностическое значение, поскольку плотность 
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ткани непосредственно влияет на чувствительность маммографии и вероятность визуализации 

патологических изменений. При типах A и B чувствительность метода остается высокой, тогда 

как при типах C и D она снижается, что затрудняет выявление малых образований и требует при-

менения дополнительных методов визуализации, прежде всего ультразвукового исследования 

[192]. 

Таблица 4.1 – Типы плотности ткани молочных желез 

Класс Описание Чувствительность 

А Молочная железа практически полностью пред-
ставлена жировой тканью (низкая плотность – 

термин «плотность» здесь и далее в данном кон-
тексте характеризует степень ослабления рентге-
новского излучения при прохождении через ткань 

молочной железы). 

Маммография обладает высо-
кой чувствительностью. 

В На фоне жировой ткани определяются отдельные 
участки фиброзножелезистой (низкая плотность). 

Маммография обладает высо-
кой чувствительностью. 

С Молочная железа представлена неоднородной же-
лезисто-фиброзной тканью (гетерогенная плот-

ность), либо имеются отдельные достаточно 
плотные участки в молочной железе, способные 
скрывать небольшие образования (повышенная 

плотность). 

Маммография обладает низкой 
чувствительностью, требуется 

проведение УЗИ. 

D Молочная железа представлена железистой тка-
нью (высокая плотность). 

Маммография обладает низкой 
чувствительностью, требуется 

проведение УЗИ. 

N.B Наличие эндопротезов молочных желез указыва-
ется дополнительно! 

- 

 

Одной из основных причин диагностических затруднений при анализе маммограмм явля-

ется высокая плотность ткани молочной железы. При преобладании железистой и фиброзной 

ткани рентгенологическое изображение становится менее однородным, а визуальная дифферен-

циация отдельных структур усложняется. Поскольку плотная ткань снижает чувствительность 

маммографии, это осложняет интерпретацию изображений и в ряде случаев требует привлечения 

дополнительных диагностических методов. 

Предметная область маммографической диагностики характеризуется рядом клинико-

рентгенологических особенностей, непосредственно влияющих на процесс интерпретации изоб-

ражений. Вышеперечисленные особенности определяют требования к системам автоматизиро-
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ванного анализа маммограмм, включая чувствительность к слабо выраженным признакам пато-

логии, устойчивость к вариациям плотности ткани и возможность интерпретации получаемых 

результатов в клинически значимой форме. 

4.1.3. Инфраструктурные ограничения мобильной маммографической диагностики 

Для территорий, где наблюдается ограниченная доступность диагностических обследова-

ний, удалённость населённых пунктов, неравномерное распределение медицинских учреждений 

и потребность в регулярном выездном обслуживании населения, мобильные формы оказания ме-

дицинской помощи приобретают особую значимость [193, 194]. Суть подхода заключается в при-

менении передвижных медицинских комплексов, которые дают возможность проводить необхо-

димые обследования непосредственно по месту проживания пациентов, без необходимости об-

ращаться в крупные стационарные медицинские центры. Наибольшую эффективность мобиль-

ный формат демонстрирует при организации профилактических и скрининговых исследований, 

в том числе маммографии. Его практическая роль особенно велика в регионах, где создание ста-

ционарной медицинской инфраструктуры связано со значительными финансовыми и организа-

ционными затратами [194, 195]. 

Сельские и труднодоступные территории характеризуются сочетанием организационных 

и инфраструктурных ограничений. К числу наиболее значимых факторов относятся недостаточ-

ный уровень цифровизации, нестабильный сетевой доступ, зависимость транспортной логистики 

от погодных условий и ограниченность вычислительных ресурсов. При такой организации ра-

боты передвижной медицинский комплекс служит не только средством доставки оборудования, 

но и автономной рабочей средой, в которой выполняются обследования, сохраняются диагности-

ческие данные и обеспечивается их последующая передача в медицинские информационные си-

стемы [194]. 

В работе используются передвижные комплексы «ЛУИДОР», рассчитанные на эксплуа-

тацию в условиях ограниченной инфраструктуры и применяемые мобильными медицинскими 

бригадами [196]. Их конструктивные и инженерные решения обеспечивают автономный или по-

луавтономный режим работы вне стационарных учреждений. По этой причине такой комплекс 

следует рассматривать как технологическую среду, в пределах которой должны работать диагно-

стические, информационные и аналитические модули, включая систему автоматизированного 

анализа маммографических изображений. 

Особенности мобильной маммографической диагностики определяют требования к си-

стеме поддержки принятия врачебных решений. Для рассматриваемого проекта принципиален 
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отказ от сложной внешней вычислительной архитектуры, постоянного высокоскоростного сете-

вого подключения и облачных вычислительных сервисов. Рациональным решением является 

включение модуля анализа в существующий контур работы с медицинскими изображениями с 

использованием стандарта DICOM и взаимодействием с системой PACS как средством хранения, 

передачи и дополнительной обработки данных. 

Мобильная диагностика предполагает экономное использование вычислительных, сете-

вых и организационных ресурсов. Поэтому разрабатываемая система ориентирована на локаль-

ную работу в инфраструктуре медицинской организации и использование данных, формируемых 

в ходе стандартных диагностических процедур. Это позволяет применять систему в передвиж-

ных маммографических комплексах без существенного изменения сложившегося диагностиче-

ского процесса. 

Следовательно, инфраструктурные ограничения мобильной маммографической диагно-

стики требуют разработки решений, сочетающих вычислительную экономичность, локальный 

характер работы, совместимость с существующими форматами медицинских данных и практи-

ческую пригодность в условиях ограниченных ресурсов. Учет этих требований необходим при 

создании системы автоматизированного анализа маммографических изображений, предназна-

ченной для реального контура эксплуатации. 

4.1.4. Современные подходы к автоматизированному анализу маммографических изобра-

жений 

После получения маммографических изображений их интерпретация выполняется вра-

чом-рентгенологом на рабочей станции, связанной с системой PACS. В ходе анализа оценива-

ются структура ткани молочной железы, наличие асимметрий, микрокальцинатов, архитектур-

ных искажений и объемных образований. По совокупности выявленных признаков формируется 

диагностическое заключение с присвоением категории по системе BI-RADS, которое затем ис-

пользуется при определении тактики ведения пациентки и выборе дополнительных методов об-

следования [192]. 

Обычно результаты исследования фиксируются в виде текстового заключения, содержа-

щего описание структуры молочной железы, категорию маммографической плотности, характе-

ристику выявленных образований, категорию BI-RADS и рекомендации по дальнейшему обсле-

дованию [192]. При этом хранящееся в системе PACS изображение, как правило, не сопровожда-

ется детальной визуальной разметкой подозрительных участков. Это затрудняет повторную 

оценку исследования, сопоставление маммограмм в динамике и использование изображения как 
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наглядной основы для обсуждения результата. 

Для повышения воспроизводимости диагностики и снижения нагрузки на врача в маммо-

графии применяются системы компьютерной поддержки принятия решений. Их основное назна-

чение состоит в автоматизированном выявлении патологически значимых изменений, локализа-

ции подозрительных участков и формировании дополнительных количественных характеристик, 

учитываемых при интерпретации исследования. 

Одним из наиболее известных решений является ProFound AI — продукт компании iCAD 

(США), представляющий собой проприетарное коммерческое решение. Система использует ме-

тоды глубокого обучения для обнаружения мягкотканных образований и микрокальцинатов, а 

также формирует количественные оценки отдельных очагов и исследования в целом. Дополни-

тельно предусмотрены автоматизированная оценка плотности молочной железы и краткосрочная 

оценка индивидуального риска развития рака молочной железы [197]. 

Система Genius AI разработана компанией Hologic (США) и также относится к проприе-

тарным коммерческим решениям. Она ориентирована преимущественно на анализ изображений 

цифрового томосинтеза молочной железы. Алгоритмы используются для выявления опухолевых 

образований, микрокальцинатов и других клинически значимых изменений, а результаты отоб-

ражаются непосредственно в контуре врачебного чтения. В расширенных конфигурациях под-

держиваются анализ предшествующих обследований, автоматизированная оценка плотности 

ткани и контроль качества изображений [198]. 

Алгоритм Lunit INSIGHT MMG создан компанией Lunit (Республика Корея) и представляет 

собой проприетарное коммерческое решение. Он предназначен для автоматического обнаруже-

ния подозрительных областей на маммограммах и расчета количественной оценки вероятности 

патологии. Система выявляет опухолевые образования, микрокальцинаты, асимметрию тканей и 

архитектурные искажения. Результаты анализа представляются в виде локализации подозритель-

ных участков и числового показателя abnormality score [199]. 

Отечественным примером является платформа SberMedAI, разработанная компанией 

СберМедИИ (Россия) и относящаяся к проприетарным коммерческим решениям. В направлении 

маммографии она предусматривает анализ изображений молочных желез для выявления призна-

ков патологических изменений, а также средства технического контроля качества исследования 

по критериям PGMI. Тем самым автоматизированный анализ используется как для поиска подо-

зрительных очагов, так и для оценки качества исходных диагностических данных [200]. 

Отдельное направление исследований связано с применением визуальных трансформеров 

к анализу медицинских изображений. Механизм внимания позволяет учитывать простран-

ственно удалённые зависимости и глобальную структуру входных данных [110]. В маммографии 

примером такого подхода служит MammoFormer, где исследованы архитектуры визуальных 
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трансформеров и их сочетание со средствами объяснимого искусственного интеллекта [201]. Ме-

ханизм внимания не отменяет потребности в других методах объяснения.  

Ещё одно направление составляет совместная обработка медицинских изображений и тек-

стовых описаний визуально-языковыми моделями. В Mammo-CLIP общее представление стро-

ится по парам маммограмм и соответствующих им рентгенологических описаний. Это позволяет 

классифицировать и локализовать маммографические признаки и связывать области изображе-

ния с текстовыми понятиями [202]. Такие решения относятся к мультимодальным системам, в 

которых требуется согласовывать информацию различных модальностей и оценивать межмо-

дальное расхождение [118, 146]. Применение визуально-языковых моделей в рассматриваемом 

мобильном диагностическом сценарии требует учёта вычислительных ограничений, локальной 

обработки медицинских данных и отдельной проверки достоверности формируемых текстов. 

Проведенный обзор показывает, что современные подходы к автоматизированному ана-

лизу маммографических изображений сосредоточены прежде всего на выявлении подозритель-

ных изменений, визуальном выделении областей интереса и расчете вероятности патологии. В 

отдельных системах дополнительно реализованы оценка плотности ткани, контроль качества ис-

следования и анализ предшествующих обследований. Однако интерпретация результата в боль-

шинстве случаев сводится к указанию подозрительной области и числовому показателю риска. 

Средства интерпретируемого обоснования вывода алгоритма, пригодного для практической ра-

боты врача, развиты ограниченно. Кроме того, все рассмотренные решения относятся к закрытым 

промышленным системам, что ограничивает возможности независимой модификации алгорит-

мов и их адаптации к специализированным условиям эксплуатации. В меньшей степени прора-

ботан и вопрос локального функционирования таких систем в составе мобильной и ресурсно-

ограниченной диагностической инфраструктуры. 

Следовательно, сохраняется задача разработки системы автоматизированного анализа 

маммографических изображений, сочетающей выявление патологических признаков с интерпре-

тируемым сопровождением результата, совместимостью с существующим контуром работы с 

медицинскими изображениями и возможностью практического применения в передвижных ме-

дицинских комплексах. 

4.1.5. Постановка задачи 

В настоящем исследовании решается задача построения прикладного решения для авто-

матизированного анализа маммографических изображений с использованием гетерогенной ги-



140 

 

бридной платформы. Платформа используется как средство выбора модели, организации обуче-

ния, подбора механизма интерпретации и формирования воспроизводимого контура обработки 

данных для конкретной медицинской задачи. На её основе должно быть получено прикладное 

решение, предназначенное для поддержки маммографической диагностики в условиях мобиль-

ной медицинской инфраструктуры. 

Рассматриваемое решение ориентировано на анализ маммографических изображений, 

получаемых в передвижном медицинском комплексе «ЛУИДОР» [196], с целью выявления па-

тологических изменений в тканях молочной железы. Предполагаемая область применения — 

поддержка работы врача-рентгенолога при интерпретации исследований в условиях выездной 

медицинской практики. 

Функционирование решения предполагается в контуре действующей инфраструктуры 

хранения и передачи медицинских изображений PACS. Маммографические исследования, вы-

полняемые в мобильном медицинском кабинете, передаются в формате DICOM в PACS, после 

чего поступают на автоматизированную обработку. Такая схема обеспечивает встраивание ре-

шения в существующий диагностический процесс без дублирования оборудования, создания 

отдельного архива изображений и изменения стандартной процедуры обследования пациентов. 

В исследовании используются анонимизированные медицинские данные, предоставлен-

ные в рамках сотрудничества с ГБУЗ Московской области «Дубненская больница». На их ос-

нове формируется набор маммографических изображений, включающий исследования без па-

тологических изменений и исследования с признаками аномалий. Подготовленные данные ис-

пользуются для обучения и последующей оценки моделей, отбираемых средствами платформы. 

Построенное решение должно обеспечивать автоматическую локализацию патологиче-

ских областей на маммографических изображениях и формирование объяснения полученного 

результата. Наличие механизма интерпретации требуется для соотнесения вывода модели с ви-

зуально наблюдаемыми признаками на изображении и использования результата в качестве 

вспомогательного средства при врачебной оценке исследования. 

К разрабатываемому решению предъявляются следующие требования: совместимость с 

контуром PACS/DICOM, возможность локального функционирования в условиях ограниченных 

вычислительных ресурсов, автоматическая локализация подозрительных областей на маммо-

граммах и наличие интерпретируемого сопровождения результата. Следовательно, задача вклю-

чает не только достижение приемлемого качества детекции, но и построение рабочего процесса, 

пригодного для практического применения в составе мобильного диагностического комплекса. 

Для решения поставленной задачи необходимо: 

1. подготовить и структурировать набор маммографических изображений для решения за-

дачи автоматизированного анализа; 



141 

 

2. выполнить разметку маммографических изображений с выделением областей патологи-

ческих изменений; 

3. сформировать набор данных, пригодный для обучения и оценки моделей; 

4. с использованием платформы подобрать и обучить модель детекции патологических об-

ластей на маммографических изображениях; 

5. определить и реализовать механизм объяснения результатов работы модели; 

6. построить прикладное решение, совместимое с контуром PACS/DICOM и пригодное для 

эксплуатации в передвижном медицинском комплексе. 

4.1.6. Практическая реализация 

Для построения прикладного решения использовался набор маммографических исследо-

ваний, предоставленный медицинской организацией в формате PNG. До передачи данных меди-

цинское учреждение выполнило анонимизацию, в результате которой были удалены персональ-

ные данные пациентов и иные идентифицирующие сведения. Последующая работа проводилась 

исключительно с обезличенными медицинскими изображениями. 

Исходные данные представляли собой цифровые маммографические изображения молоч-

ной железы, полученные в стандартных диагностических проекциях. В набор вошли маммогра-

фические исследования как без патологических изменений, так и с признаками аномалий. Для 

клинической интерпретации выявленных изменений использовались категории BI-RADS 0–5. На 

этапе построения обучающего набора целевыми областями считались участки изображения, со-

держащие рентгенологические признаки, требующие внимания врача-рентгенолога. 

Разметка изображений выполнялась под руководством врачей-рентгенологов с использо-

ванием локально развернутой открытой платформы Label Studio [203]. Локальное размещение 

системы позволило организовать процесс аннотирования без передачи медицинских данных во 

внешние облачные сервисы. Разметка проводилась в веб-интерфейсе платформы с помощью 

ограничивающих прямоугольников (bounding boxes), внутри которых выделялись области с при-

знаками патологических изменений. Подготовка датасета выполнялась совместно с врачами-экс-

пертами, что обеспечило соответствие аннотаций клиническим диагностическим критериям. 

Сложность разметки заключалась в нахождении всех патологически аномальных областей с по-

следующей проверкой врачами-рентгенологами и нахождением общего времени для просмотра 

всех размеченных данных. Платформа использовалась как средство организации разметки, рас-

пределения задач и централизованного хранения результатов аннотирования (см. рисунок 4.1). 
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Сформированные аннотации затем экспортировались в формат, совместимый с задачами детек-

ции объектов, включая COCO. 

 
Рисунок 4.1 – Пример разметки 

В обучающий набор были включены все 1150 исследований в различных проекциях: 1612 

изображений с патологическими изменениями и 2823 изображения без них. Корректность раз-

метки проверялась врачом-рентгенологом. Такая верификация позволила подтвердить релевант-

ность выделенных областей и исключить неоднозначные либо технически неудовлетворитель-

ные исследования. 

Подготовленный набор данных был загружен на платформу, используемую в качестве 

технологической среды для построения диагностического конвейера. С помощью модуля AutoML 

проведён отбор модели по совокупности метрик качества и ресурсоемкости. Особое внимание 

уделялось требованиям вычислительной экономичности, поскольку создаваемое решение ориен-

тировано на применение в составе передвижного медицинского комплекса. По результатам от-

бора наиболее приемлемой признана архитектура YOLOv8 [204] (см. рисунок 4.2). 
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Рисунок 4.2 – Архитектура YOLOv8 

Применение детекционной модели позволяет ускорить анализ маммографических изобра-

жений, однако само по себе не дает врачу достаточного представления о том, какие именно при-

знаки послужили основанием для срабатывания. Альтернативой являлось обучение отдельной 

сегментационной сети. Такой подход потребовал бы подготовки нового корпуса данных с пик-

сельной разметкой, получение которой существенно более трудоемко и экспертозависимо, чем 

разметка прямоугольных областей. В работе был выбран иной подход, не требующий обучения 

отдельной сегментационной модели. 

Построенный конвейер платформы использовался для выбора и обучения детекционной 

модели и для формирования объяснимого контура анализа на основе локализованных карт 

GradientSHAP [55, 62, 136, 205] (см. рисунок 4.3). 
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Рисунок 4.3 – Локализация GradientSHAP 

Это позволило сформировать единый воспроизводимый конвейер, в котором к результату 

детекции добавляется модуль построения области интереса, отражающей предполагаемые гра-

ницы патологического очага. Такое решение позволяет перейти от грубой прямоугольной лока-

лизации к более содержательному представлению подозрительной области без повторной раз-

метки изображений на пиксельном уровне. 

В маммографическом сценарии объяснитель выбирается по агентной схеме раздела 2.10. 

Кандидаты — GradientSHAP, Integrated Gradients и окклюзия, применённые к выходу YOLOv8 

внутри найденной рамки. Их оценивают четыре агента. Агент верности смотрит, как падает уве-

ренность детектора при удалении значимых пикселей рамки по 5 % за шаг. Агент устойчивости 

сравнивает карты пяти повторных запусков. Клинический агент проверяет совпадение области с 

контуром образования, микрокальцинатами и спикулами. Ресурсный агент учитывает время рас-

чёта на оборудовании передвижного комплекса. В локальной функции (2.103) собственный кри-

терий агента получает вес 0,6, остальные три: 0,2, 0,1 и 0,1. Показатели нормированы к [0, 1], 

поэтому нормирующий коэффициент в (2.104) равен 1. Согласование по (2.109) идёт с шагом 0,3 

и равными весами влияния 1/3. Итерации прекращаются, когда изменение оценок становится 

меньше 0,001, но их не больше 50. Вес согласованности в (2.107) равен 0,2. Если параметр по-

рядка (2.106) опускается ниже 0,7, объяснение детекции выводится врачу с предупреждением. 

Количественная оценка отдельных компонентов интерпретационного контура приведена в таб-

лице 4.2. 
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Таблица 4.2 – Количественная оценка отдельных компонентов интерпретационного контура 

маммографического анализа 

Что оценивается Метрика Результат 

Выявление микрокальцинатов AUC, 5-кратная перекрёстная 

проверка 

0,88 

Выявление спикуляции по совокупности 

геометрических и яркостных признаков 

AUC, 5-кратная перекрёстная 

проверка 

0,728 

Выявление архитектурных нарушений AUC, 5-кратная перекрёстная 

проверка 

0,71 

Оценка злокачественности по полному 

вектору признаков 

AUC, 5-кратная перекрёстная 

проверка 

0,70 

Воспроизводимость карт GradientSHAP 

между повторными запусками 

согласованность ранжирования ≈ 0,99 

Вариативность объяснения между повтор-

ными запусками 

𝑈𝑈𝑟𝑟𝑟𝑟𝑟𝑟 ≈ 0,0001 

 

Полученные результаты подтверждают работоспособность отдельных компонентов ин-

терпретационного контура. Наиболее высокое значение AUC получено при выявлении микро-

кальцинатов – 0,88. Для оценки спикуляции по совокупности геометрических и яркостных при-

знаков AUC составила 0,728, для выявления архитектурных нарушений – 0,71. Повторные вы-

числения карт GradientSHAP продемонстрировали высокую воспроизводимость: согласован-

ность ранжирования областей составила около 0,99 при межзапусковой вариативности порядка 

10−4. Эти показатели характеризуют отдельные компоненты интерпретационного контура и не 

являются оценкой клинической диагностической эффективности системы в целом. 

Построение подозрительной области осуществлялось на основе вычисления SHAP-маски 

и состояло из четырёх последовательных этапов: предобработки изображения, пороговой филь-

трации, морфологической обработки и выделения связной компоненты с последующим форми-

рованием сегментированной области. 

На этапе предобработки исходное изображение 𝑥𝑥 обрезается по квантилям и подвергается 

гамма-коррекции. Обрезка по квантилям задавалась выражением: 

 𝑥𝑥𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐 = 𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐(𝑥𝑥, 𝑞𝑞𝑙𝑙𝑙𝑙𝑙𝑙(𝑥𝑥), 𝑞𝑞ℎ𝑖𝑖𝑖𝑖ℎ(𝑥𝑥)), (4.1) 

где 𝑞𝑞𝑙𝑙𝑙𝑙𝑙𝑙(𝑥𝑥) и 𝑞𝑞ℎ𝑖𝑖𝑖𝑖ℎ(𝑥𝑥) — нижний и верхний квантили соответственно. 

Далее выполнялась нормализация: 
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 𝑥𝑥𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛 = 𝑥𝑥𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐−𝑞𝑞𝑙𝑙𝑙𝑙𝑙𝑙(𝑥𝑥)
𝑚𝑚𝑎𝑎𝑎𝑎�𝑞𝑞ℎ𝑖𝑖𝑖𝑖ℎ(𝑥𝑥)− 𝑞𝑞𝑙𝑙𝑙𝑙𝑙𝑙(𝑥𝑥),𝜀𝜀�

, (4.2) 

где 𝜀𝜀 > 0 – малое число, предотвращающее деление на нуль. 

Для усиления контраста применялась гамма-коррекция: 

 𝑥𝑥𝛾𝛾 = 𝑥𝑥𝑛𝑛𝑛𝑛𝑛𝑛𝑛𝑛
𝛾𝛾 , (4.3) 

где 𝛾𝛾 > 0 – параметр яркостного преобразования. 

После этого выполнялась пороговая фильтрация: 

 𝕄𝕄𝑡𝑡(𝑖𝑖, 𝑗𝑗) = 𝕀𝕀�𝑥𝑥𝛾𝛾(𝑖𝑖, 𝑗𝑗) ≥ 𝑡𝑡�, (4.4) 

где 𝑡𝑡 – порог выделения значимых областей, 𝕀𝕀[∙] — индикаторная функция. 

Для устранения разрывов и сглаживания контура к бинарной маске применялась морфо-

логическая операция закрытия: 

 𝕄𝕄𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐 = (𝕄𝕄𝑡𝑡 ⊕ 𝑆𝑆𝑆𝑆) ⊖ 𝑆𝑆𝑆𝑆, (4.5) 

где 𝑆𝑆𝑆𝑆 — структурирующий элемент, ⊕ обозначает дилатацию, а ⊖ — эрозию. 

На следующем этапе в маске 𝕄𝕄𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐 выделялись связные компоненты: 

 𝐿𝐿𝐿𝐿𝐿𝐿 = label(𝕄𝕄𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐𝑐), (4.6) 

где 𝐿𝐿𝐿𝐿𝐿𝐿(𝑖𝑖, 𝑗𝑗) – метка компоненты в пикселе (𝑖𝑖, 𝑗𝑗). Фоновая область имела метку 0, а компоненты 

нумеровались с 1. 

Для каждой компоненты вычислялась площадь: 

 𝐴𝐴𝑘𝑘 = ∑ 𝕀𝕀𝑖𝑖,𝑗𝑗 [𝐿𝐿𝐿𝐿𝐿𝐿(𝑖𝑖, 𝑗𝑗) = 𝑘𝑘]. (4.7) 

В качестве основной выбиралась крупнейшая компонента: 

 𝑘𝑘∗ = arg max
𝑘𝑘

𝐴𝐴𝑘𝑘. (4.8) 

Правило (4.8) оставляет одну связную структуру, поэтому при нескольких детекциях на 

снимке его следует применять к окрестности каждой ограничивающей рамки отдельно: тогда вы-

бор одной компоненты не отбрасывает другие очаги, найденные детектором, а их число учиты-

вается при интерпретационной оценке. Внутри окрестности одной детекции мелкие компоненты 

могут соответствовать шуму атрибуции. При фрагментированном очаге, например при группе 
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микрокальцинатов, часть фрагментов может быть исключена. Естественным расширением пра-

вила (4.8), в текущей реализации не применявшимся, является объединение компонент, площадь 

которых превышает заданную долю площади 𝐴𝐴𝑘𝑘∗ . 

Для выбранной компоненты строилась выпуклая оболочка: 

 𝐻𝐻 = 𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶(𝑘𝑘∗), (4.9) 

где 𝐶𝐶𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜𝑜(𝑥𝑥) — выпуклая оболочка, вычисляемая алгоритмом Грэхама. 

После этого формировалась соответствующая бинарная маска: 

 𝕄𝕄ℎ𝑢𝑢𝑢𝑢𝑢𝑢(𝑖𝑖, 𝑗𝑗) = 𝕀𝕀[(𝑖𝑖, 𝑗𝑗) ∈ 𝐻𝐻]. (4.10) 

На заключительном шаге выполнялось расширение полученной области: 

 𝕄𝕄𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓 = 𝕄𝕄ℎ𝑢𝑢𝑢𝑢𝑢𝑢 ⊕ 𝑆𝑆𝐸𝐸𝑟𝑟, (4.11) 

где 𝑆𝑆𝐸𝐸𝑟𝑟 — структурирующий элемент финальной дилатации. 

Закрытие (4.5), построение выпуклой оболочки (4.9) и финальная дилатация (4.11) только 

расширяют область. По построению результат каждой из этих операций содержит исходное мно-

жество (для закрытия и дилатации, при структурирующих элементах, содержащих начало коор-

динат). Поэтому итоговая маска 𝑀𝑀final не отсекает пиксели выбранной компоненты, а её откло-

нение от этой компоненты одностороннее и выражается в возможном завышении площади. От-

клонение от истинной границы очага зависит также от порога 𝑡𝑡 в (4.4) и от самой карты атрибу-

ции и может иметь любой знак. Для вспомогательной визуализации такое консервативное свой-

ство предпочтительно. Количественная оценка этого отклонения требует пиксельной экспертной 

разметки, которая в данном наборе не выполнялась, поскольку разметка велась ограничиваю-

щими прямоугольниками и пиксельные границы очагов внутри прямоугольников не размеча-

лись. 

На основе итоговой бинарной маски 𝕄𝕄𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓 вычислялись морфометрические признаки об-

разования. Площадь определялась как: 

 𝐴𝐴 = ∑ 𝕄𝕄𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑓𝑖𝑖,𝑗𝑗 (𝑖𝑖, 𝑗𝑗). (4.12) 

Для оценки формы использовался коэффициент округлости, связывающий площадь 𝐴𝐴 из 

(4.12) с периметром контура 𝑃𝑃𝑃𝑃𝑃𝑃: 

 𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶 = 4𝜋𝜋𝜋𝜋
𝑃𝑃𝑃𝑃𝑟𝑟2. (4.13) 
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Шероховатость границы определялась сравнением реального контура с его выпуклой обо-

лочкой: 

 𝑅𝑅𝑏𝑏 = 𝑃𝑃𝑃𝑃𝑃𝑃
𝑃𝑃𝑃𝑃𝑟𝑟𝐻𝐻

− 1, (4.14) 

где 𝑃𝑃𝑃𝑃𝑟𝑟𝐻𝐻 — периметр выпуклой оболочки 𝐻𝐻. 

Для оценки спикуляции использовалась радиальная функция контура относительно цент-

роида объекта 𝑟𝑟(𝜃𝜃). Индекс спикуляции, построенный по аналогии с [206], вычислялся по фор-

муле: 

 𝑆𝑆𝑆𝑆 = 1
𝑃𝑃𝑃𝑃𝑃𝑃

∑ ℎ𝑘𝑘
𝑤𝑤𝑘𝑘

𝑁𝑁𝑝𝑝𝑝𝑝
𝑘𝑘=1 , (4.15) 

где ℎ𝑘𝑘 — высота 𝑘𝑘-го радиального пика, а 𝑤𝑤𝑘𝑘 — его угловая ширина, 𝑁𝑁𝑝𝑝𝑝𝑝 — число радиальных 

пиков. Увеличение значения 𝑆𝑆𝑆𝑆 соответствует более выраженной спикуляции и ассоциируется с 

большей вероятностью злокачественного характера образования. 

После вычисления морфометрических признаков выполнялась эвристическая интерпрета-

ция обнаруженного образования в терминах категорий BI-RADS: 

 𝐵𝐵𝐵𝐵-𝑅𝑅𝑅𝑅𝑅𝑅𝑅𝑅 =

⎩
⎪⎪
⎨

⎪⎪
⎧

1, 𝑁𝑁𝑑𝑑𝑑𝑑𝑑𝑑 = 0
2, 𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶 ≥ 𝜃𝜃𝐶𝐶

(ℎ𝑖𝑖𝑖𝑖ℎ) ∧ 𝑅𝑅𝑏𝑏 < 𝜃𝜃𝑅𝑅
(𝑙𝑙𝑙𝑙𝑙𝑙) ∧ 𝑆𝑆𝑆𝑆 < 𝜃𝜃𝑆𝑆𝑆𝑆

(𝑙𝑙𝑙𝑙𝑙𝑙)

3, 𝜃𝜃𝐶𝐶
(𝑚𝑚𝑚𝑚𝑚𝑚) ≤ 𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶 < 𝜃𝜃𝐶𝐶

(ℎ𝑖𝑖𝑖𝑖ℎ) ∧ 𝜃𝜃𝑅𝑅
(𝑙𝑙𝑙𝑙𝑙𝑙) ≤ 𝑅𝑅𝑏𝑏 < 𝜃𝜃𝑅𝑅

(𝑚𝑚𝑚𝑚𝑚𝑚) ∧ 𝑆𝑆𝑆𝑆 < 𝜃𝜃𝑆𝑆𝑆𝑆
(𝑚𝑚𝑚𝑚𝑚𝑚)

4, 𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶 < 𝜃𝜃𝐶𝐶
(𝑚𝑚𝑚𝑚𝑚𝑚) ∧ �𝑅𝑅𝑏𝑏 ≥ 𝜃𝜃𝑅𝑅

(𝑚𝑚𝑚𝑚𝑚𝑚) ∨ 𝑆𝑆𝑆𝑆 ≥ 𝜃𝜃𝑆𝑆𝑆𝑆
(𝑚𝑚𝑚𝑚𝑚𝑚)�

5, 𝐶𝐶𝐶𝐶𝐶𝐶𝐶𝐶 < 𝜃𝜃𝐶𝐶
(𝑙𝑙𝑙𝑙𝑙𝑙) ∧ 𝑅𝑅𝑏𝑏 ≥ 𝜃𝜃𝑅𝑅

(ℎ𝑖𝑖𝑖𝑖ℎ) ∧ 𝑆𝑆𝑆𝑆 ≥ 𝜃𝜃𝑆𝑆𝑆𝑆
(ℎ𝑖𝑖𝑖𝑖ℎ)

, (4.16) 

здесь 𝑁𝑁𝑑𝑑𝑑𝑑𝑑𝑑 — число обнаруженных областей, а 𝜃𝜃𝐶𝐶 , 𝜃𝜃𝑅𝑅 и 𝜃𝜃𝑆𝑆𝑆𝑆 — эмпирически задаваемые пороговые 

значения, используемые в интерпретационной схеме. Результат выражения (4.16) используется 

для приоритизации обнаруженных областей при последующем анализе врачом-рентгенологом и 

не представляет собой автоматически присвоенную клиническую категорию BI-RADS. Выраже-

ние (4.16) не является формализацией полного стандарта BI-RADS и отражает только морфомет-

рическую составляющую оценки степени подозрительности. Разделение категории 4 на подкате-

гории 4A, 4B и 4C в данной схеме не выполняется по требованию врачей-рентгенологов, чтобы 

не исключать из процесса диагностики лицо, принимающее решение. Окончательная категория 

BI-RADS определяется врачом-рентгенологом с учётом полного состава клинико-рентгенологи-

ческих признаков. Численные значения параметров предобработки и морфологической обра-

ботки (𝑞𝑞low, 𝑞𝑞high, 𝛾𝛾, 𝑡𝑡, размеры 𝑆𝑆𝑆𝑆 и 𝑆𝑆𝐸𝐸𝑟𝑟) и пороги 𝜃𝜃 фиксируются так же, как параметры вычис-

ления 𝛩𝛩 протокола (2.70), и сохраняются в конфигурации запуска платформы вместе с версией 

модели. 

Итоговая архитектура прикладного решения, сформированная средствами платформы, 
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представлена на рисунке 4.4. 

 
Рисунок 4.4 – Архитектура системы ИИ 

Первичная реализация XAI-контура в платформе основывалась на построении градиент-

ных карт значимости для изображения в целом. Практическая апробация показала, что такие гло-

бальные карты не всегда обеспечивают достаточно точное объяснение отдельных срабатываний 

детектора, поскольку их пространственная структура может быть размытой и включать вклады, 

не относящиеся непосредственно к анализируемой области. 

Предлагаемый подход основан на двух положениях. Во-первых, объяснение должно стро-

иться для конкретной обнаруженной области, а не для усреднённой глобальной активности сети. 

Во-вторых, карта атрибуции рассматривается как исходный сигнал значимости, требующий по-

следующей обработки для получения устойчивой и геометрически ограниченной области инте-

реса. 

Построение локализованных объяснений для каждой отдельной детекции связано с суще-

ственными вычислительными затратами. Если глобальная карта атрибуции вычисляется одно-

кратно для всего изображения, то в локализованной постановке объяснение необходимо форми-

ровать отдельно для каждого ограничивающего прямоугольника, полученного на этапе детекции. 

Для методов семейства SHAP такая схема особенно ресурсоёмка, поскольку требует многократ-

ного вычисления градиентов на множестве базовых и интерполяционных состояний входа. В 

наивной реализации это приводит к близкому к линейному росту времени обработки при увели-

чении числа обнаруженных объектов и делает этап построения объяснений существенно более 

затратным, чем сама детекция. 
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Для снижения вычислительной сложности в платформе была реализована схема локально 

ограниченной множественной атрибуции области объяснений SHAP, представленная на рисунке 

4.5 [205]. В этой схеме прямой проход детекционной сети выполняется по полному изображению, 

что позволяет сохранить глобальный контекст сцены и корректные активации модели. При этом 

генерация SHAP атрибуций ограничивается локальными областями, соответствующими найден-

ным ограничивающим прямоугольникам. 

 
Рисунок 4.5 – Распараллеливание вычислений атрибуций 

В отличие от построения атрибуций для всего изображения, в данной постановке про-

странство атрибуции ограничивается окрестностями сопоставленных детекций, тогда как вне 

этих областей входное изображение остается неизменным. Это сокращает число варьируемых 

признаков и уменьшает объём вычислений при сохранении связи объяснения с исходным реше-

нием детектора. В результате сохраняется интерпретационная ценность локальной атрибуции об-

ласти объяснений, а их вычисление становится пригодным для практического использования. 

Поскольку атрибуция вычисляется в окрестности рамки детектора, ошибка локализации YOLOv8 

переносится на карту объяснения смещённая или слишком узкая рамка ограничивает область по-

иска значимости. Поэтому локализованная карта трактуется как объяснение конкретной детек-

ции, а не как самостоятельная сегментация очага, и не может исправить пропуск или ошибку 

детектора. Выбросы градиента на локальных перепадах яркости ослабляются тем, что 

GradientSHAP усредняет градиенты по опорным изображениям и зашумлённым точкам интерпо-

ляции [55, 136]. Межзапусковая воспроизводимость карт (таблица 4.2) характеризует устойчи-

вость к случайному выбору опорных точек. 

Общая организация потока данных в системе приведена на рисунке 4.6. 



151 

 

 
Рисунок 4.6 – Диаграмма потока данных 

Практическая реализация предложенного подхода выполнена в виде программной си-

стемы поддержки принятия решений при анализе маммографических изображений. Архитек-

тура, сформированная средствами платформы, была развернута в веб-интерфейсе. Система вклю-

чает модуль загрузки и просмотра исследований, модуль автоматической детекции патологиче-

ски значимых областей, модуль локализованного вычисления GradientSHAP-атрибуций и модуль 

визуального представления результатов анализа. Интерфейс системы приведен на рисунке 4.7. 

 
Рисунок 4.7 – Интерфейс веб-платформы 
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Реализованная система ориентирована на конечный сценарий эксплуатации и обеспечи-

вает представление результатов в едином интерфейсе, где исходное изображение, выделенные 

области интереса, сопутствующие метаданные и результаты, вспомогательной интерпретации 

рассматриваются как элементы единого диагностического контура. Тем самым предложенный 

метод реализован в форме прикладного программного решения, пригодного для использования 

в составе медицинской информационной инфраструктуры. 

4.1.7. Основные выводы 

В рамках маммологического кейса была проведена апробация платформы при построении 

прикладного решения для анализа маммографических изображений. В ходе работы был сформи-

рован и верифицирован набор аннотированных маммографических исследований, пригодный 

для обучения и оценки моделей детекции патологических областей. 

С использованием средств платформы, включая механизмы AutoML, была подобрана и 

обучена модель автоматической детекции патологических областей на маммографических изоб-

ражениях. Полученные результаты показали, что детекция в формате ограничивающих прямо-

угольников представляет практический интерес для анализа маммограмм, однако не в полной 

мере отвечает требованиям клинической интерпретации, поскольку не отражает предполагаемые 

границы и форму патологического очага. 

В рамках апробации платформы реализован объяснимый контур на локализованных кар-

тах GradientSHAP без обучения отдельной сегментационной модели и повторной пиксельной раз-

метки, что позволило перейти от прямоугольной локализации к интерпретируемому представле-

нию подозрительного участка и дополнить детекционный контур локализованным объяснением 

конкретного срабатывания вместо неоднозначных глобальных карт значимости. 

Результаты по созданию маммологической системы показали, что платформа может ис-

пользоваться как инструментальная основа для построения прикладных решений в задачах мам-

мографической диагностики, объединяющих автоматическую детекцию патологических обла-

стей и интерпретируемое сопровождение результата. 
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4.2. Биомедицинская задача: ишемическая болезнь сердца 

4.2.1. Введение 

Коронарные стенозы являются патологическим сужением просвета коронарных артерий, 

возникающим вследствие формирования атеросклеротических поражений сосудистой стенки. 

Такие изменения приводят к уменьшению кровотока в миокарде и являются ключевым патофи-

зиологическим механизмом ишемической болезни сердца (ИБС) [207, 208]. В современной кли-

нической практике инвазивная коронарная ангиография рассматривается как основной метод вы-

явления и характеристики коронарных стенозов [209, 210]. Высокая пространственная детализа-

ция ангиографических изображений позволяет визуализировать коронарное русло и выявлять ло-

кализацию, протяжённость и выраженность сосудистых поражений. 

Несмотря на высокую диагностическую ценность ангиографии, интерпретация коронар-

ных стенозов не является полностью однозначной. Ограничения связаны со сложной геометрией 

сосудистого русла, вариативностью анатомического строения коронарных артерий, неоднород-

ностью контрастирования, наличием шумов и артефактов изображения, а также высокой зависи-

мостью визуальной оценки от опыта специалиста [211–214]. Дополнительной проблемой явля-

ется значительный объём данных. Исследования могут включать тысячи кадров, что увеличивает 

нагрузку на специалиста. 

Снизить нагрузку на специалиста возможно с помощью систем автоматического анализа 

исследования. Но разработка систем ограничена в данной области из-за дефицита наборов дан-

ных с качественной разметкой коронарных поражений. В опубликованных работах по набору 

данных CADICA это обозначается как одна из ключевых причин, затрудняющих разработку и 

сравнение алгоритмов автоматического анализа [215]. 

В последние годы методы глубокого обучения нейросетей стали одним из основных ин-

струментов анализа изображений. Они успешно применяются для задач классификации, сегмен-

тации и детекции объектов [216]. Благодаря способности извлекать косвенные признаки из изоб-

ражений, глубокие нейронные сети позволяют строить сложные системы анализа данных. Но при 

применении нейросетей в данной задаче возникают затруднения, связанные с объяснением ра-

боты алгоритма.  

В этих условиях актуальной становится задача построения интеллектуальных систем ана-

лиза ангиографических изображений, способных не только автоматически выделять сосудистые 

структуры и оценивать степень стеноза, но и сопровождать результат интерпретируемым объяс-

нением. В этой связи особый интерес представляет переход к архитектурам ОИИ 2.0, в которых 
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нейросетевые методы объединяются с механизмами представления экспертного знания и интер-

претации результата [19, 217, 218]. 

В настоящем разделе задача диагностики коронарных стенозов рассматривается как апро-

бационный сценарий платформы. Платформа в данном случае выступает не как система подго-

товки данных, а как инструментальная среда, в которой в ручном режиме строятся и настраива-

ются глубокие модели, объяснительный контур и гибридный нейро-нечёткий конвейер интер-

претации. Подготовка и верификация данных выполняются отдельно, вне платформы. Результа-

том же работы платформы являются обученные модели, подобранные объяснения, согласован-

ный конвейер анализа и рекомендации по построению иерархической системы. Затем именно на 

основе этих артефактов создаётся прикладное программное обеспечение для конкретной меди-

цинской задачи. Такая логика непосредственно соотносится с защищаемыми положениями дис-

сертации о многоуровневости, иерархичности и объяснимости платформенного контура. 

4.2.2. Существующие решения 

В настоящее время разработан ряд программных комплексов, позволяющих выполнять 

обработку ангиографических изображений, проводить количественный анализ сосудов и визуа-

лизировать патологические изменения. 

Среди наиболее распространённых решений можно выделить следующие системы: 

● HeartFlow – программная платформа для анализа коронарных артерий на основе данных 

компьютерной томографии. Система позволяет моделировать кровоток и рассчитывать 

функциональные показатели стеноза [219]. 

● Siemens syngo.via – медицинская система визуализации, применяемая для анализа кар-

диологических изображений, включая ангиографические исследования [220]. 

● Philips IntelliSpace Cardiovascular – программный комплекс для обработки кардиологи-

ческих данных и анализа сосудистых структур [221]. 

● GE AW Cardiac – система обработки медицинских изображений, используемая для ана-

лиза сердечно-сосудистой системы и диагностики патологий коронарных артерий [222]. 

Большинство указанных решений являются проприетарными и ориентированы преиму-

щественно на визуализацию и количественный анализ изображений, не обеспечивая достаточ-

ный уровень объяснимости решения. Прецедентный подход здесь лишь дополняет предлагае-

мый: база продукционных правил (таблица 4.3) кодирует обобщённые клинические критерии, а 

не отдельные случаи, поэтому не требует репозитория размеченных прецедентов и допускает 

проверку каждого правила по отдельности. 



155 

 

4.2.3. Постановка задачи 

Целью работы является апробация платформы на задаче анализа ангиографических изоб-

ражений при диагностике коронарных стенозов и построение на её основе прикладного про-

граммного обеспечения для поддержки врача. 

Для достижения поставленной цели необходимо решить следующие задачи:  

● Выполнить отбор источника данных, подготовку и верификацию исходных медицинских 

данных вне платформы, экспертную ревизию и формирование рабочей выборки. 

● Построить на платформе в ручном режиме модели ИИ, обеспечивающие автоматический 

отбор диагностически значимых кадров, сегментацию сосудистых структур и формирова-

ние объяснительного контура. 

● Разработать и встроить в платформенный контур гибридный модуль интерпретации, объ-

единяющий нейросетевые результаты с нейро-нечёткой логикой и базой продукционных 

правил. 

● Создать прикладное программное обеспечение, ориентированное на использование в кон-

туре поддержки принятия решений. 

4.2.4. Практическая реализация 

На первом этапе был проведён анализ открытых наборов данных; в качестве исходного 

источника был выбран открытый набор медицинских изображений CADICA v2 [215]. Набор дан-

ных включает изображения 42 пациентов и более 6000 кадров с разрешением 512×512 пикселей. 

Данный набор данных был выбран как один из немногих открытых ресурсов, ориентированных 

именно на задачу анализа коронарных поражений по ангиографическим изображениям. 

На втором этапе были собраны требования врачей-кардиологов к системе. В частности, 

системе необходимо было поддерживать процентную оценку степени сужения, категориальное 

описание выраженности стеноза, морфологическую интерпретацию поражения, а также форми-

рование рекомендаций, связанных с риском гемодинамически значимого поражения, оценкой 

фракционного резерва кровотока и шкалами коронарного кровотока. Эти требования определили 

структуру последующего гибридного конвейера. 

На третьем этапе выполнялось дополнительное аннотирование набора данных CADICA 

v2. Был проведён автоматизированный отбор изображений, в ходе которого были удалены кадры 

с выраженными артефактами и недостаточным качеством визуализации сосудистых структур. 
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После первичной фильтрации осталось 3271 изображение. Далее была проведена врачебная ре-

визия данных, в результате которой сформирован рабочий набор 1412 диагностически значимых 

изображений, использованных для обучения и тестирования моделей сегментации. Для повыше-

ния качества анализа изображений был реализован многоэтапный конвейер предобработки, 

включающий подавление спекл-шума, локальное повышение контрастности методом CLAHE, 

морфологические операции и выделение границ с использованием оператора Собеля. Он исполь-

зовался для получения предварительных контуров сосудов, применявшихся на этапе аннотиро-

вания. Примеры коронарных сосудов, содержащихся в датасете, приведены на рисунке 4.8, а ре-

зультаты работы оператора Собеля представлены на рисунке 4.9. 

 
Рисунок 4.8 – Пример ангиографического изображения коронарных сосудов 

 
Рисунок 4.9 – Пример маски Собела 

С целью ускорения подготовки обучающих данных был разработан инструмент полуавто-

матической аннотации ConAnnotator. В качестве основы использовались предварительно постро-

енные маски Собела, по которым формировались контуры сосудов. Далее эксперт вручную уточ-

нял границы, корректируя форму сосудистых сегментов и стенозов. Использование такого под-
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хода позволило заметно сократить трудоёмкость создания обучающих масок и повысить согла-

сованность аннотаций. Этот этап также относится к подготовительному контуру и выполнялся 

до платформенной апробации. Общая схема подхода продемонстрирована на рисунке 4.10. 

 
Рисунок 4.10 – Схема процесса аннотации изображений в системе ConAnnotator 

На четвертом этапе происходила подготовка моделей на платформе в ручном режиме, из-

за повышенных требований к объяснимости и необходимости построения специфического ги-

бридного конвейера. В данном сценарии платформа использовалась не как автоматический кон-

структор готового решения, а как инструментальная среда для ручной сборки и настройки иерар-

хического контура анализа, включающего модуль отбора кадров, сегментационный модуль, XAI-

контур и нечётко-логическую интерпретацию. 

Для изображений был создан модуль классификации качества кадров на основе архитек-

туры ResNet-34 [223] (пример архитектуры представлен на рисунке 4.11). Модель обучалась раз-

личать диагностически значимые изображения и кадры с недостаточной информативностью. В 

ходе экспериментов на платформе были достигнуты следующие показатели качества модели: 

Accuracy 0,965; Recall 0,972; AUC 0,987. Использование данного фильтра позволило автоматиче-

ски отбирать изображения, пригодные для дальнейшего анализа и сегментации, и тем самым со-

кратить влияние шумовых и малоинформативных кадров на последующие этапы конвейера. 
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Рисунок 4.11 – Архитектура ResNet-34 

Следующим этапом обработки являлась сегментация сосудистых структур. В ходе иссле-

дования были протестированы архитектуры U-Net [224], SegNet и DeepLabV3 [225]. По резуль-

татам экспериментальной оценки наилучшие показатели продемонстрировала архитектура U-Net 

с постобработкой на основе Conditional Random Fields (CRF) [226]. Архитектура U-Net представ-

лена на рисунке 4.12. Использование CRF-постобработки позволило учитывать пространствен-

ные зависимости между пикселями и уточнять границы сегментируемых сосудов. Результат сег-

ментации приведен на рисунке 4.13. Полученные метрики сегментации составили Dice 0,84 и IoU 

0,78. В логике платформенной апробации это означает, что платформа позволила в ручном ре-

жиме сформировать устойчивый сегментационный модуль, пригодный для последующего вклю-

чения в гибридный объяснимый контур. 
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Рисунок 4.12 – Архитектура U-Net 

 
Рисунок 4.13 – Результат сегментации коронарного сосуда с использованием U-Net 
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Для обеспечения интерпретируемости решений модели применялись методы ОИИ. В 

частности, использовался метод Score-CAM [172], позволяющий визуализировать области изоб-

ражения, оказавшие наибольшее влияние на результат сегментации. Формируемая карта внима-

ния показывает вклад различных участков изображения в результат работы модели и даёт специ-

алисту возможность визуально оценить корректность локализации предполагаемого стеноза (см. 

рисунок 4.14). В терминах главы 2 данный компонент выступает как частный механизм форми-

рования атрибутивных объяснительных объектов модельного уровня. 

 
Рисунок 4.14 – Визуализация области внимания модели методом Score-CAM при выявлении ко-

ронарного стеноза 

Для оценки согласованности полученных результатов анализа использовался интеграль-

ный показатель значимости, рассчитываемый на основе нескольких параметров, включая мет-

рики сегментации, показатели карт внимания и геометрические характеристики выделенных со-

судистых структур. Метрики сегментации Dice и IoU требуют экспертной маски, поэтому они 

вычислялись только на выборке разработки, где маски получены с помощью ConAnnotator, и слу-

жили для настройки порогов показателя. Полученное значение используется для определения 

степени достоверности результата и выбора дальнейшего этапа обработки (см. рисунок 4.15). Тем 

самым в практической реализации была апробирована идея согласования и совместного исполь-

зования разнородных объяснительных и вычислительных компонент, сформулированная во вто-

рой главе. 
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Рисунок 4.15 – Архитектура интеллектуальной системы анализа 

Следующим этапом обработки данных является интерпретация результатов нейросете-

вого анализа. Для этой цели был разработан модуль нечётко-логического вывода, использующий 

продукционные правила вида «ЕСЛИ – ТО». В дополнительной программной реализации входы 

правил разделены по происхождению. Степень стеноза принимается из внешней количественной 

ангиографической оценки или экспертной разметки. Фракционный резерв кровотока (FFR) и сте-

пень коронарного кровотока TIMI передаются как внешние клинические параметры при наличии 

соответствующих записей. Сведения о длительности поражения также берутся из клинической 

записи. Эти показатели не вычисляются сетью U-Net и не выводятся из карт внимания. Для каж-

дого входа сохраняются значение, единица измерения, идентификатор случая и ссылка на источ-

ник. Если хотя бы один обязательный вход отсутствует или не проходит проверку соответствия 

источнику, правило помечается как неприменимое и в выводе не участвует. 

Модуль нечётко-логического вывода опирается на базу знаний из 25 продукционных пра-

вил, связывающих признаки сосудистого поражения с лингвистическими описаниями [72, 227, 

228]. Опорные условия и заключения правил сформулированы совместно со специалистом-кар-

диологом; пример структуры правил приведён в таблице 4.3. В дополнительной программной 

реализации условия по непрерывным входам заданы кусочно-линейными функциями принад-

лежности, а условия по дискретным признакам — категориальными. Анатомические, функцио-

нальные и контекстные заключения хранятся раздельно. Степень поддержки заключения пока-

зывает, насколько входы соответствуют условиям базы, и не является вероятностью диагноза. В 

терминах главы 2 база правил формирует интерпретируемый уровень объяснительного контура. 

Для пары взаимодополняющих условий по FFR с опорной границей 0,80 использованы 

линейные функции принадлежности на интервале [0,78; 0,82]: 

 𝜇𝜇+(𝑥𝑥) = min �1, max �0, 𝑥𝑥−0,78
0,04

�� , 𝜇𝜇−(𝑥𝑥) = 1 − 𝜇𝜇+(𝑥𝑥), (4.17) 

где 𝑥𝑥 — значение FFR. Для опорного условия «степень стеноза менее 50 %» переход задан на 
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интервале [45 %; 55 %], для условия «50–69 %» использована трапециевидная функция с пара-

метрами (45; 50; 69; 74) %. Полный набор термов и параметров хранится в конфигурации про-

граммы. При наличии всех обязательных входов степень активации правила 𝑟𝑟 равна 

 𝛼𝛼𝑟𝑟 = min𝑖𝑖𝜇𝜇𝑟𝑟𝑟𝑟(𝑥𝑥𝑖𝑖), (4.18) 

где 𝜇𝜇𝑟𝑟𝑟𝑟 — функция принадлежности 𝑖𝑖-го условия правила 𝑟𝑟, 𝑥𝑥𝑖𝑖 — значение соответствующего 

входа. Поддержка заключения равна максимуму 𝛼𝛼𝑟𝑟 по правилам с этим заключением в соответ-

ствующей группе. Параметры функций принадлежности заданы явно для воспроизводимой ин-

женерной проверки. 

Таблица 4.3 – Пример структуры продукционных правил 

Условие Вывод 

Степень стеноза < 50% Слабый стеноз 

Степень стеноза < 50% И фракционный резерв кро-
вотока > 0,80 Слабый стеноз 

Степень стеноза < 30% И степень коронарного кро-
вотока TIMI = 3 Слабый стеноз 

Степень стеноза < 50% И тромб отсутствует Слабый стеноз 

Степень стеноза < 50% И поражение локальное Слабый стеноз 

50% ≤ степень стеноза ≤ 69% Умеренный стеноз 

50–69% И фракционный резерв кровотока > 0,80 Умеренный гемодинамически незначи-
мый 

50–69% И фракционный резерв кровотока ≤ 0,80 Умеренный гемодинамически значи-
мый 

50–69% И степень коронарного кровотока TIMI = 
2–3 Умеренный стеноз 

50–69% И ангиографическая картина неоднозначна Требуется дополнительная функцио-
нальная оценка 

70% ≤ степень стеноза ≤ 90% Выраженный стеноз 

≥ 70% И фракционный резерв кровотока ≤ 0,80 Гемодинамически значимый стеноз 

≥ 70% И степень коронарного кровотока TIMI = 2 Выраженный стеноз 

≥ 70% И поражение нескольких сосудов Выраженный стеноз 

≥ 70% И проксимальная локализация Высокий риск 
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Условие Вывод 

90% ≤ степень стеноза ≤ 99% Критический стеноз 

≥ 90% И степень коронарного кровотока TIMI ≤ 2 Критический стеноз 

≥ 90% И фракционный резерв кровотока ≤ 0,75 Критический стеноз 

≥ 90% И наличие тромба Критический стеноз 

Степень стеноза 95–99% Субтотальный (критический) стеноз 

Степень стеноза = 100% Окклюзия 

Степень коронарного кровотока TIMI = 0 Окклюзия 

Отсутствие антеградного кровотока Окклюзия 

Наличие коллатерального кровотока при отсут-
ствии основного Хроническая окклюзия 

Степень стеноза = 100% И длительность > 3 меся-
цев Хроническая тотальная окклюзия 

Исполнимость базы правил проверена на синтетических случаях: для каждого из 25 пра-

вил сформирован пример, активирующий его опорное условие, и выполнено 42 проверки с уда-

лением обязательного входа. Во всех проверках неполное правило исключалось из вывода. При 

степени стеноза 60 % и FFR = 0,79 поддержка правил об умеренном гемодинамически незначи-

мом и значимом стенозе составила соответственно 0,25 и 0,75, что согласуется с (4.17) и (4.18). 

При отсутствии FFR оба правила становились неприменимыми, а анатомическое описание уме-

ренного стеноза сохранялось. Независимый пересчёт подтвердил сохранённые степени актива-

ции и соответствие входов источникам. 

Итоговым этапом платформенного контура являлось формирование вспомогательного ин-

терпретируемого диагностического заключения. Заключение строилось на основе результатов 

сегментации сосудов, карт внимания и вывода нечётко-логического контура. Результат плат-

формы включал обученные модели, а также согласованный гибридный конвейер объяснений, 

пригодный для переноса в прикладное программное средство. 

После завершения платформенной апробации были получены ключевые артефакты: обу-

ченный модуль отбора кадров, сегментационная модель, объяснительный контур, гибридный 

нейро-нечёткий конвейер и согласованное интерпретируемое представление результата. На ос-

нове этих компонентов был разработан прототип веб-приложения, реализующего описанный 

функционал: пользователь загружает изображения, после чего приложение выполняет автомати-
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ческую фильтрацию кадров, сегментацию сосудов, оценку степени стеноза и формирование от-

чёта, показанного на рисунке 4.16. В этой логике прикладное ПО рассматривается не как сама 

платформа, а как надстройка над моделями и конвейером, полученными в результате её апроба-

ции. 

 
Рисунок 4.16 – Пример интерфейса программы 

Дополнительно в коронарном эксперименте проверялась чувствительность объяснений к 

параметрам модели и обучающей разметке. Проверка построена по схеме sanity-проверок карт 

значимости [70] и выполнена на выборке разработки из 62 пациентов. В первом тесте параметры 

модели последовательно заменялись случайными значениями, начиная с выходного классифици-

рующего слоя и далее к начальным слоям. Во втором тесте модель заново обучалась на данных 

со случайно перемешанными метками классов. Карты объяснений каждого варианта сравнива-

лись с картами исходной обученной модели по абсолютному значению коэффициента ранговой 

корреляции Спирмена. Доверительные интервалы рассчитывались бутстрепом по пациентам 

(5000 повторных выборок с возвращением). Проверка считалась пройденной, если верхняя гра-

ница 95%-го доверительного интервала средней абсолютной корреляции была меньше 0,8, а доля 

пригодных для сравнения пар составляла не менее 90 %. Результаты приведены в таблице 4.4. 

Таблица 4.4 – Проверка чувствительности объяснений к параметрам модели и обучающей раз-

метке 
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Проверка 

Средняя абсо-

лютная корреля-

ция карт ↓ 

95%-й довери-

тельный ин-

тервал 

Доля при-

годных 

пар 

Условия 

выпол-

нены 

Замена параметров класси-

фицирующего слоя случай-

ными значениями 

0,287 [0,279; 0,294] 98,88 % Да 

Дополнительная замена па-

раметров четвёртого блока 
0,245 [0,238; 0,252] 99,53 % Да 

Дополнительная замена па-

раметров третьего блока 
0,213 [0,207; 0,219] 99,60 % Да 

Дополнительная замена па-

раметров второго блока 
0,227 [0,221; 0,234] 99,55 % Да 

Дополнительная замена па-

раметров первого блока 
0,252 [0,243; 0,260] 99,57 % Да 

Дополнительная замена па-

раметров начальных слоёв 
0,256 [0,247; 0,265] 98,20 % Да 

Повторное обучение на пе-

ремешанных метках клас-

сов 

0,244 [0,238; 0,251] 95,33 % Да 

 

Все варианты удовлетворили условиям проверки. Замена параметров модели случайными 

значениями заметно меняла карты по сравнению с картами исходной обученной модели; сход-

ный результат дало повторное обучение на данных с перемешанными метками. Следовательно, 

объяснения зависят и от параметров модели, и от разметки, использованной при обучении. Про-

верка выполнена на выборке разработки и не устанавливает клинической правильности локали-

зации стеноза. 

4.2.5. Основные выводы по результатам 

В разделе 4.2 выполнена апробация платформы на задаче анализа ангиографических изоб-

ражений при диагностике коронарных стенозов. Полученные результаты показали, что для задач 



166 

 

данного класса принципиальное значение имеют методы сегментации и классификации, пере-

вода результата автоматического анализа в объяснимую форму, согласованную с клинической 

логикой предметной области. 

Вне платформы был сформирован рабочий набор данных на основе CADICA v2, включа-

ющий изображения, прошедшие автоматическую фильтрацию, экспертную ревизию и дополни-

тельное аннотирование. Реализован конвейер предобработки, включающий подавление спекл-

шума, повышение контрастности методом CLAHE и выделение границ сосудов с использованием 

оператора Собеля. Разработанный инструмент ConAnnotator позволил ускорить подготовку обу-

чающих масок за счёт использования предварительных контуров сосудов и последующей экс-

пертной корректировки. Тем самым сформирован внешний подготовительный контур данных, 

который выступает входом для последующей платформенной апробации. 

На платформе в ручном режиме были построены и настроены основные компоненты ин-

теллектуального контура анализа. Разработан модуль автоматической фильтрации изображений 

на основе архитектуры ResNet-34 для отбора диагностически информативных кадров. Получен-

ные показатели качества составили Accuracy 0,965, Recall 0,972, AUC 0,987. Реализована модель 

сегментации сосудистых структур на основе архитектуры U-Net с CRF-постобработкой, позво-

лившая достичь показателей Dice 0,84 и IoU 0,78. В систему интегрирован объяснительный кон-

тур на основе Score-CAM, обеспечивающий визуализацию областей изображения, оказавших 

наибольшее влияние на решение модели. 

Существенным результатом является построение специфического гибридного конвейера, 

объединяющего нейросетевые методы обработки изображений, механизмы ОИИ и нечётко-ло-

гическую интерпретацию результатов. Сформирована база знаний из 25 продукционных правил, 

связывающих геометрические и визуальные характеристики сосудистого поражения со степенью 

выраженности стеноза. Тем самым в прикладной реализации платформы подтверждена работо-

способность защищаемых положений о многоуровневом, иерархически организованном и объ-

яснимом контуре анализа медицинских изображений. 

В результате работы платформы получены обученные модели, подобранные объяснения 

и согласованный гибридный конвейер интерпретации. На основе этих артефактов было разрабо-

тано прикладное программное обеспечение в виде прототипа веб-приложения, реализующего ав-

томатическую фильтрацию кадров, сегментацию сосудов, оценку степени стеноза и формирова-

ние интерпретируемого диагностического заключения. 
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4.3. Биомедицинская задача: автоматизированный анализ рентгенограмм грудной клетки 

при выявлении признаков пневмонии 

4.3.1. Введение 

Автоматизированный анализ рентгенограмм грудной клетки является одной из наиболее 

востребованных областей применения ИИ в медицинской визуализации [229]. В настоящей ра-

боте в качестве одного из сценариев апробации платформы рассматривается задача выявления 

признаков пневмонии по рентгеновским изображениям органов грудной клетки. Выбор данного 

сценария обусловлен клинической значимостью заболевания, широким использованием рентге-

нографии в рутинной практике, доступностью открытых данных и возможностью воспроизводи-

мой проверки методов классификации, интерпретации и пользовательского представления ре-

зультатов [230, 231]. 

Рентгенография органов грудной клетки остаётся одним из основных методов лучевой ди-

агностики при подозрении на пневмонию благодаря своей доступности, оперативности и диагно-

стической информативности [230, 231]. Вместе с тем интерпретация рентгенограмм представляет 

собой сложную экспертную задачу: диагностическое заключение зависит от выраженности пато-

логических изменений, качества снимка, сопутствующей патологии и клинического опыта спе-

циалиста. В литературе показана межнаблюдательная вариабельность при интерпретации рент-

генограмм грудной клетки, что подтверждает ограниченную однозначность визуальной оценки 

и обосновывает применение интеллектуальных средств поддержки принятия врачебных решений 

[232, 233]. 

В логике диссертационного исследования данный раздел выполняет функцию прикладной 

апробации теоретико-методического аппарата, разработанного во второй главе. Платформа рас-

сматривается как готовое прикладное программное средство и инструментальная среда, в кото-

рой на основе заранее подготовленных данных обучаются модели, подбираются объяснительные 

механизмы и формируется многоуровневый контур интерпретации. Общая схема апробации 

платформы в рассматриваемом сценарии представлена на рисунке 4.17. Полученные модельные 

и объяснительные артефакты далее используются при создании прикладного программного обес-

печения для конкретной медицинской задачи. 
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Рисунок 4.17 – Общая схема апробации платформы на задаче автоматизированного анализа 

рентгенограмм грудной клетки при выявлении признаков пневмонии 

4.3.2. Существующие решения 

В анализе рентгенограмм грудной клетки (CXR, Chest X-Ray) в настоящее время активно 

применяются методы глубокого обучения и компьютерного зрения. На практике такие решения 

используются либо как системы компьютерной поддержки диагностики, либо как инструменты 

поддержки принятия врачебных решений. Для настоящего исследования наибольший интерес 

представляют системы, которые не только выявляют патологические изменения, но и позволяют 

локализовать подозрительные участки изображения и представить результат в интерпретируе-

мой форме. 

К числу наиболее известных решений относится Lunit INSIGHT CXR, предназначенная для 

анализа рентгенограмм грудной клетки и поддержки выявления ряда торакальных патологий, 

включая консолидацию, плевральный выпот, пневмоторакс и другие изменения [234]. В контек-

сте пневмонии подобная система может использоваться как инструмент поддержки врача при 

обнаружении участков консолидации и приоритизации подозрительных исследований. Другим 

примером является qXR (Qure.ai) — система автоматизированного анализа рентгенограмм груд-

ной клетки, выполняющая предварительный просмотр исследований, выделение патологических 

находок и поддержку формирования заключения [235]. Решение применяется как инструмент 

CAD/СППР для анализа широкого спектра изменений на CXR и, в частности, может использо-

ваться при поиске признаков пневмонии в составе общего анализа лёгочной патологии. К ком-

плексным решениям относится Annalise Enterprise CXR (Harrison.ai), предназначенная для ана-
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лиза рентгенографии грудной клетки и поддержки выявления большого числа рентгенологиче-

ских находок. В числе её практических достоинств выделяются наличие функций ОИИ, локали-

зации изменений и интеграции в клинический контур PACS/RIS [236]. 

Наряду с рентгенографическими решениями в смежной области представлены системы 

анализа заболеваний органов грудной клетки по данным компьютерной томографии. К ним от-

носятся AI-Rad Companion Chest CT и AVIEW COPD, используемые для автоматизированной по-

стобработки, количественного анализа лёгочной ткани и поддержки диагностики хронических 

заболеваний лёгких [237, 238]. В контексте настоящего исследования такие решения рассматри-

ваются не как прямые аналоги задачи выявления пневмонии на CXR, а как примеры переноса 

интеллектуальных и интерпретируемых контуров на смежные клинические сценарии. 

Существующие решения подтверждают высокий потенциал методов глубокого обучения 

для автоматизированного анализа рентгенограмм грудной клетки, включая выявление воспали-

тельных изменений, локализацию подозрительных областей и поддержку формирования заклю-

чения. Вместе с тем задачи многоуровневой интерпретации, сопоставимой оценки различных ме-

тодов объяснимости, объединения диагностического и объяснительного контуров в единую плат-

форму, а также воспроизводимого выбора объяснителя остаются недостаточно проработанными. 

Это определяет актуальность апробации платформы как интегрального решения, объединяю-

щего классификацию, интерпретацию, пользовательское представление и оценку качества объ-

яснений. 

4.3.3. Постановка задачи 

В исследовании рассматривается задача автоматизированного анализа рентгенограмм 

грудной клетки на платформе. В качестве базового прикладного сценария выбрано выявление 

признаков пневмонии. Такой выбор обусловлен клинической значимостью задачи, доступностью 

открытых данных и возможностью воспроизводимой проверки методов классификации и интер-

претации в медицинском контуре. 

Разрабатываемая система предназначена для поддержки врача-рентгенолога при анализе 

рентгенограмм грудной клетки. На вход системы подаётся рентгеновское изображение 𝑥𝑥, а на 

выходе формируются: классификационное решение 𝑦𝑦�(𝑥𝑥) о наличии или отсутствии признаков 

пневмонии, согласованное объяснительное представление 𝐸𝐸∗(𝑥𝑥), включающее визуальные и ат-

рибутивные компоненты, оценка неопределённости 𝑈𝑈total(𝑥𝑥) и пользовательское представление 
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результата, пригодное для последующей экспертной интерпретации. В соответствии с архитек-

турой, разработанной во второй главе, в прикладном сценарии должны быть реализованы следу-

ющие компоненты: подготовка и структурирование набора рентгеновских изображений грудной 

клетки, предобработка медицинских изображений и формирование обучающей, валидационной 

и тестовой выборок, обучение и сравнительный анализ современных архитектур свёрточных 

нейронных сетей, построение автоматизированного контура выявления признаков пневмонии и 

интеграция методов ОИИ, обеспечивающих визуализацию значимых областей и формирование 

интерпретируемого вывода, а также оценка практической применимости разработанной системы 

в качестве инструмента поддержки принятия врачебных решений. 

В рамках поставленной задачи необходимо различать внешний контур подготовки данных 

и платформенный контур апробации. Подготовка и верификация рентгенографических данных 

выполняются отдельно, вне платформы. На платформе в автоматизированном режиме AutoML 

строятся и настраиваются классификационные модели, подбираются объяснительные меха-

низмы и формируется иерархически организованный контур интерпретации результата. Резуль-

татом работы платформы в данном сценарии являются обученная модель ИИ, согласованный 

набор объяснений модели и рекомендации по построению прикладной иерархической системы 

анализа изображений. Уже на основе указанных артефактов реализуется прикладное программ-

ное обеспечение, ориентированное на использование в контуре поддержки принятия врачебных 

решений. 

4.3.4. Введение в предметную область 

Пневмония представляет собой инфекционно-воспалительное заболевание лёгких, при ко-

тором патологический процесс затрагивает респираторные отделы лёгочной ткани и сопровож-

дается воспалительной экссудацией [230]. Заболевание может протекать с различной степенью 

тяжести, от относительно лёгких форм до состояний, угрожающих жизни пациента. Клиническая 

значимость пневмонии определяется риском нарушения газообмена, ухудшения дыхательной 

функции и развития осложнений, особенно у пациентов пожилого возраста, детей и лиц с сопут-

ствующей хронической патологией [230]. 

Клинические проявления пневмонии включают повышение температуры тела, кашель, 

слабость, боль в грудной клетке, одышку и признаки дыхательной недостаточности. Однако кли-

ническая картина заболевания не всегда бывает однозначной, особенно у ослабленных пациентов 

и лиц старших возрастных групп. В связи с этим важную роль в диагностике пневмонии играют 
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методы лучевой визуализации, позволяющие подтвердить наличие воспалительных изменений в 

лёгочной ткани и оценить их распространённость [230, 231]. 

Одним из основных методов первичной инструментальной диагностики пневмонии явля-

ется рентгенография органов грудной клетки [230, 231]. Воспалительные изменения на рентге-

нограммах обычно проявляются в виде участков инфильтрации и уплотнения, визуализируемых 

как затемнения различной формы, интенсивности и локализации. По этой причине рентгеногра-

фия широко применяется для подтверждения диагноза и оценки распространённости воспали-

тельного процесса. 

Интерпретация рентгенограмм грудной клетки при пневмонии представляет собой слож-

ную диагностическую задачу. Рентгенологическая картина зависит от стадии заболевания, выра-

женности инфильтрации, возраста пациента и наличия сопутствующей патологии. На ранних эта-

пах пневмонии воспалительные изменения на рентгенограммах могут быть малозаметны, что по-

вышает вероятность пропуска патологии. Диагностику также затрудняет то, что признаки пнев-

монии нередко сходны с проявлениями других состояний, включая ателектазы, застойные изме-

нения, опухолевые процессы и туберкулёзные очаги [230, 231]. 

Дополнительные трудности связаны с тем, что разные специалисты могут по-разному ин-

терпретировать один и тот же снимок, особенно при слабовыраженных или пограничных изме-

нениях. Исследования показывают, что согласованность экспертных оценок рентгенологических 

признаков внебольничной пневмонии остаётся невысокой [232, 233]. Это указывает на объектив-

ную сложность визуальной диагностики, ограничивает воспроизводимость результатов и делает 

особенно востребованными объяснимые системы поддержки принятия решений. 

Следовательно, интерпретация рентгенограмм грудной клетки при пневмонии является не 

только клинически важной, но и методически сложной задачей. Для её решения недостаточно 

добиться высокой точности классификации, необходим и объяснимый вывод, позволяющий 

врачу понять, какие признаки изображения повлияли на решение модели. Поэтому сценарий вы-

явления признаков пневмонии выбран в настоящей работе как базовая прикладная задача для 

апробации платформы. 

4.3.5. Практическая реализация 

Практическая реализация включала два взаимосвязанных контура: внешний контур под-

готовки данных и платформенный контур апробации. Подготовка и верификация медицинских 

данных выполнялись отдельно, вне платформы. На данном этапе использовались открытые дата-



172 

 

сеты рентгенограмм грудной клетки, включающие нормальные исследования и снимки с призна-

ками пневмонии. Перед формированием итоговой выборки изображения проходили экспертную 

проверку с участием врача-рентгенолога: некорректные, неоднозначные и низкокачественные 

случаи исключались. После этого выполнялись разметка классов, предобработка данных и раз-

деление выборки на обучающую, валидационную и тестовую части. Количественная характери-

стика исходных и итоговых выборок приведена в таблице 4.5. 

В качестве основного источника данных использовался набор Kaggle Chest X-Ray Images 

[239], дополненный вспомогательной выборкой изображений для ручной проверки, верификации 

разметки и отладки методов объяснимости. Для формирования итоговой выборки выполнялись 

исключение дубликатов, удаление некорректно размеченных или дефектных изображений, нор-

мализация структуры классов и разделение набора на обучающую, валидационную и тестовую 

подвыборки. Принятая схема подготовки данных обеспечила воспроизводимую основу для по-

следующей апробации платформенного классификационного и объяснительного контуров. 

Схема формирования итогового датасета представлена на рисунке 4.18. 
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Таблица 4.5 — Характеристика исходных и итоговых выборок рентгенограмм грудной клетки 

Источник 
данных 

Исход-
ное 

число 
изобра-
жений 

Число 
исклю-
чённых 
изобра-
жений 

Критерии ис-
ключения 

Ито-
говое 
число 
изоб-
раже-
ний 

Классы 
Распределе-

ние 
train/val/test 

Kaggle Chest 
X-Ray Images 
(Pneumonia) / 
Kermany et al. 

[239] 

5 856 624 

дубликаты, низ-
кое качество 

снимка, некор-
ректная или неод-

нозначная раз-
метка 

5 232 Normal / 
Pneumonia 

4 186 / 523 / 
523 

NIH ChestX-
ray8 / ChestX-
ray14 [240] 

108 948 101 746 

нерелевантные 
классы, многоме-

точные случаи 
вне целевой по-
становки, низкое 
качество, дубли-

каты 

7 202 Normal / 
Pneumonia 

5 761 / 720 / 
721 

CheXpert-
small [241] 224 316 213 548 

нерелевантные 
наблюдения, 

uncertain-label 
случаи, низкое ка-
чество, несоответ-

ствие бинарной 
постановке 

10 
768 

Normal / 
Pneumonia 

8 614 / 1 077 
/ 1 077 
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Рисунок 4.18 – Формирование итогового набора данных рентгенограмм грудной клетки 

Рисунок 4.18 отражает не только структуру подготовленного набора данных, но и границу 

между внешним этапом формирования данных и последующей платформенной апробацией. На 

внешнем этапе формируется и верифицируется набор изображений, после чего на платформе 

строятся классификационная модель, объяснительный контур и рекомендации по организации 

иерархической системы анализа. 

Для повышения устойчивости модели и снижения риска переобучения в процессе обуче-

ния применялась медицински допустимая аугментация рентгеновских изображений грудной 

клетки. Использовались небольшие геометрические преобразования, не нарушающие анатоми-

ческую правдоподобность снимка, включая малые повороты, ограниченные сдвиги и масштаби-
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рование, а также умеренные фотометрические преобразования, моделирующие вариации усло-

вий съёмки и цифровой обработки, прежде всего изменение яркости и контрастности. Аугмента-

ции, способные исказить анатомически корректную пространственную ориентацию рентгено-

граммы, в контур обучения не включались. 

На следующем этапе осуществлялась собственно платформенная апробация. В данной за-

даче использовался автоматизированный режим AutoML, в рамках которого платформа применя-

лась как среда выбора, настройки и оценки моделей глубокого обучения. При этом платформа 

использовалась не для подготовки исходных медицинских данных, а для построения и оценки 

модельного и объяснительного контуров на заранее сформированной выборке. 

На этапе построения классификационной модели обучение осуществлялось на платформе 

в автоматизированном режиме AutoML, предусматривающем подбор архитектуры, настройку ги-

перпараметров и сравнительную оценку кандидатов на валидационной выборке. В процедуре от-

бора рассматривались современные архитектуры свёрточных нейронных сетей, включая ResNet-

34, DenseNet121 и EfficientNetB0; исходным уровнем служила базовая свёрточная сеть Custom 

CNN. По результатам автоматизированного подбора в качестве основной архитектуры была вы-

брана модифицированная сеть ResNet-34, продемонстрировавшая наилучшее соотношение точ-

ности, устойчивости и вычислительной эффективности для задачи анализа рентгенограмм груд-

ной клетки. Модель принимает на вход изображения размером 224×224 пикселей и формирует 

вероятностный вывод о наличии признаков пневмонии. Сравнительные результаты по архитек-

турам-кандидатам приведены в таблице 4.6. После завершения обучения выполнялась итоговая 

оценка качества на тестовой выборке. Для количественной оценки эффекта платформенного от-

бора результаты выбранной архитектуры сопоставлены с базовой моделью Custom CNN, приня-

той за исходный уровень. При переходе от базовой модели к выбранной средствами AutoML сети 

ResNet-34 значение Accuracy выросло с 0,83 до 0,93, AUC с 0,88 до 0,97, F1-score с 0,85 до 0,95, 

то есть на 0,10, 0,09 и 0,10 в абсолютном выражении. Этот эффект характеризует выбор более 

подходящей архитектуры в фиксированной экспериментальной постановке, а не изменение ка-

чества одной и той же модели после её переноса на платформу. 

Таблица 4.6 – Сравнение архитектур-кандидатов, рассмотренных в контуре AutoML при выявле-

нии признаков пневмонии 

Архитектура Accuracy AUC F1-

score 

Precision Recall Итог 

ResNet-34 (модель-по-

бедитель) 

0,93 0,97 0,95 0,91 0,99 Выбрана как ос-

новная модель 
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Архитектура Accuracy AUC F1-

score 

Precision Recall Итог 

DenseNet121 0,91 0,95 0,93 0,89 0,97 уступает победи-

телю 

EfficientNetB0 0,90 0,95 0,92 0,88 0,96 уступает победи-

телю 

ResNet-18 0,89 0,94 0,91 0,87 0,95 уступает победи-

телю 

MobileNetV3-Large 0,88 0,93 0,90 0,86 0,94 уступает победи-

телю 

ConvNeXt-Tiny 0,89 0,94 0,91 0,88 0,93 уступает победи-

телю 

InceptionV3 0,87 0,92 0,89 0,85 0,93 уступает победи-

телю 

VGG16 0,85 0,90 0,87 0,83 0,91 уступает победи-

телю 

Xception 0,88 0,93 0,90 0,87 0,92 уступает победи-

телю 

ViT-B/16 0,86 0,91 0,88 0,84 0,92 уступает победи-

телю 

Custom CNN baseline 0,83 0,88 0,85 0,81 0,89 базовый уровень 

По результатам автоматизированного отбора архитектур в контуре AutoML наилучшие 

значения основных метрик продемонстрировала модель ResNet-34, обеспечившая Accuracy = 

0,93, AUC = 0,97, F1-score = 0,95, Precision = 0,91 и Recall = 0,99. С учётом достигнутого качества 

классификации, высокой полноты выявления патологических случаев и устойчивости валидаци-

онных результатов данная архитектура была выбрана в качестве основной модели для последу-

ющего построения объяснительного контура платформы. 

Таким образом, на данном этапе платформа используется как среда получения воспроиз-

водимых модельных артефактов, которые затем могут быть перенесены в прикладной программ-

ный контур. 

Для интерпретации итогового решения в системе был сформирован отдельный объясни-

тельный контур, связанный с классификационной моделью. В реализации использовались ме-

тоды Grad-CAM [61], LIME [54], SHAP [55] и Integrated Gradients [62]. Указанные методы обес-
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печивали получение взаимодополняющих визуальных и атрибутивных объяснений, которые со-

поставлялись и агрегировались в рамках единого платформенного контура. Их состав, роль и 

ограничения систематизированы в таблице 4.7 (расширенный перечень методов приведён в таб-

лице Б.1 приложения Б), а архитектура объяснительного контура представлена на рисунке 4.19. 

В логике главы 2 они выступают как частные механизмы формирования объяснительных объек-

тов на различных уровнях интерпретации. 

Карты четырёх методов относятся к одному изображению и имеют общую пространствен-

ную природу, поэтому их совместная обработка выполняется в режиме агрегирования (раздел 

2.5). Каждая карта приводится к сетке входного изображения 224×224 и нормируется по (3.24), 

после чего строятся консенсусная карта (3.25), карта строгого согласия (3.26) и карта межметод-

ного разброса (3.27). Консенсусная карта является частным случаем (2.39) с равными весами, что 

соответствует весам (2.47) при 𝛼𝛼 = 𝛽𝛽 = 0; при ненулевых 𝛼𝛼 и 𝛽𝛽 вклад метода определяется его 

качеством 𝑄𝑄 и неопределённостью 𝑈𝑈; способ получения таких оценок показан в калибровочном 

эксперименте (таблица 4.8). Среднее по пикселям значение квадрата карты (3.27) соответствует 

дисперсионной оценке (2.56)–(2.57) и может служить оценкой межметодной составляющей 

𝑈𝑈method в (2.62). Структурированное представление, передаваемое LLM-модулю, содержит ре-

зультаты этих этапов: классификационное решение 𝑦𝑦(𝑥𝑥) и его вероятность, описание значимых 

областей агрегированных карт и оценку межметодной неопределённости 𝑈𝑈method(𝑥𝑥). 

В данном сценарии LLM-модуль вербализовал агрегированное объяснительное представ-

ление. В экспериментальном контуре использовался облачный доступ к языковым моделям. Для 

клинического развёртывания та же схема рассчитана на локально развёрнутую модель. Конкрет-

ная LLM не закреплена в архитектуре, модуль получает только структурированный вход, поэтому 

замена модели не меняет классификационного вывода, карт объяснения и метрик. Из этой роли 

следуют требования к шаблону инструкции: LLM должна назвать класс и его вероятность, опи-

сать расположение значимых областей и степень согласия методов, указать оценку неопределён-

ности и не добавлять признаков, диагнозов и рекомендаций, отсутствующих во входном объекте. 

Чтобы возможные неподтверждённые утверждения не влияли на результаты анализа, текст не 

возвращается в вычислительный контур и не используется при расчёте метрик качества, неопре-

делённости и выборе объяснителя. Автоматическая фактологическая проверка сгенерированного 

текста в этой реализации не выполнялась. 

Таблица 4.7 – Методы ОИИ, использованные в платформенном контуре при анализе рентгено-

грамм грудной клетки 
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Метод 
Тип объяс-

нения 

Уровень объ-

яснитель-

ного контура 

Роль в интерпре-

тации 

Основные 

преимуще-

ства 

Ограничения 

Grad-

CAM 

визуальное, 

активацион-

ное 

модельный локализация обла-

стей изображения, 

повлиявших на ре-

шение классифика-

ционной модели 

нагляден, хо-

рошо приме-

ним к CNN, 

удобен для 

анализа ме-

дицинских 

изображений 

ограниченная 

простран-

ственная точ-

ность, зависит 

от архитек-

туры сети 

LIME локальное, 

суррогатное 

признаковый построение локаль-

ного интерпрети-

руемого приближе-

ния решения мо-

дели 

модельно-

независим, 

даёт ло-

кально по-

нятное объ-

яснение 

чувствителен 

к параметрам 

локальной ап-

проксимации, 

возможна не-

стабильность 

результата 

SHAP атрибутив-

ное, на ос-

нове значе-

ний Шепли 

признаковый оценка вклада при-

знаков или обла-

стей изображения в 

итоговое предска-

зание 

строгая тео-

ретическая 

основа, сопо-

ставимость 

вкладов 

высокая вы-

числительная 

стоимость, 

чувствитель-

ность к вы-

бору фонового 

распределения 

Integrated 

Gradients 

атрибутив-

ное, гради-

ентное 

признаковый оценка вклада 

входных компо-

нент относительно 

базовой точки 

аксиомати-

чески кор-

ректен, хо-

рошо приме-

ним к глубо-

ким нейрон-

ным сетям 

зависит от вы-

бора baseline, 

чувствителен 

к способу за-

дания опор-

ного состоя-

ния 

Представленные в таблице 4.7 методы образуют фактически использованный объясни-

тельный контур апробации платформы на задаче выявления признаков пневмонии по рентгено-

граммам грудной клетки. Их совместное применение позволило дополнить классификационный 
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вывод визуальными и атрибутивными объяснениями, а последующее агрегирование результатов 

и передача их в LLM-модуль обеспечили переход к связному текстовому пояснению, более удоб-

ному для восприятия специалистом. 

 
Рисунок 4.19 – Архитектура объяснительного контура платформы при анализе рентгенограмм 

грудной клетки 

Для количественной проверки протокола воспроизводимого выбора объяснителя из раз-

дела 2.8 выполнен отдельный калибровочный эксперимент. Использовались отдельно обученная 

модель ResNet-34 и калибровочная выборка 𝐷𝐷cal из 80 рентгенограмм, по 40 изображений каж-

дого класса. Для методов Grad-CAM, LIME, SHAP и Integrated Gradients фиксировались одни и 

те же изображения, модель, целевой класс «пневмония» и параметры вычисления. Верность объ-

яснения и межметодное расхождение оценивались на 80 изображениях, устойчивость и повторя-

емость — на 16, sanity-проверка чувствительности к рандомизации параметров модели — на 8. 

По этим показателям кандидаты сопоставлялись по качеству, устойчивости, неопределённости и 

вычислительной стоимости, как предусмотрено протоколом раздела 2.8. Результаты приведены 

в таблице 4.8. 

В таблице 4.8 𝐹𝐹 — показатель верности объяснения, 𝑆𝑆 — его устойчивость, 𝑈𝑈внутр — ва-

риативность результатов повторных запусков метода при фиксированной модели (оценка состав-

ляющей 𝑈𝑈run из (2.62)), 𝐷𝐷меж — межметодное расхождение (оценка составляющей 𝑈𝑈method), 

Sanity — чувствительность объяснения к рандомизации параметров модели, 𝑄𝑄 — интегральная 

оценка качества, 𝐽𝐽 — итоговый критерий выбора объяснителя по протоколу раздела 2.8. Межмо-

дельная составляющая 𝑈𝑈model не оценивалась, поскольку для всех методов использовалась одна 

модель ResNet-34. Пороговые значения, веса критериев и параметры вычисления зафиксированы 

до сопоставления методов. Полнота 𝑞𝑞comp из (2.64) в этом эксперименте отдельно не вычислялась 

и в интегральную оценку 𝑄𝑄 не входила. 
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Таблица 4.8 – Сопоставление методов объяснения в калибровочном эксперименте 

Метод F ↑ S ↑ Uвнутр ↓ Dмеж ↓ Sanity ↑ Q ↑ J ↑ 

Grad-CAM 0,532 0,819 0,000 0,182 0,532 0,674 0,642 

LIME 0,476 0,542 0,228 0,191 0,530 0,537 0,488 

SHAP 0,414 0,869 0,000 0,166 0,559 0,615 0,579 

Integrated Gradients 0,467 0,724 0,000 0,151 0,414 0,611 0,586 

 

Всем обязательным пороговым условиям удовлетворил только Grad-CAM; итоговый кри-

терий выбора для него составил 𝐽𝐽 = 0,642. LIME не прошёл пороги по 𝐹𝐹 и 𝑆𝑆, SHAP — по 𝐹𝐹, 

Integrated Gradients — по 𝐹𝐹, 𝑆𝑆 и sanity-проверке. Тем самым основания допуска или исключения 

каждого кандидата зафиксированы явно. На всей калибровочной выборке верность Grad-CAM 

составила 0,532, на подвыборке из 40 снимков с признаками пневмонии — 0,502. Точечная 

оценка sanity-проверки для Grad-CAM выше порога, но её доверительный интервал пересекает 

границу допуска, поэтому этот результат следует считать пограничным. Эксперимент подтвер-

ждает работоспособность процедуры сопоставимого и воспроизводимого выбора объяснителя, 

но сам по себе не характеризует анатомическую корректность карт и их пригодность для специ-

алиста. Согласие между методами также не подтверждает правильность локализации патологи-

ческих изменений. 

Поэтому результаты дополнительно рассмотрел врач-рентгенолог в рамках качественной 

экспертной оценки. Оценивались соответствие локализованных областей рентгенологически зна-

чимым участкам изображения, понятность визуального представления и возможность использо-

вать объяснение как вспомогательный элемент анализа. По результатам просмотра отмечено со-

держательное соответствие формируемых областей объяснения рентгенологически значимым 

участкам исследованных изображений. Экспертная оценка не рассматривалась как самостоятель-

ная клиническая валидация. Замечания эксперта были использованы при формировании пользо-

вательского контура системы. 

Результат калибровочного эксперимента показывает и условие, при котором предпочти-

телен один объяснитель. Если порогам допуска удовлетворяет единственный кандидат, включе-

ние остальных методов в агрегирование (2.39) перенесло бы в итоговое объяснение их низкую 

верность или неустойчивость. Основной контур рисунка 4.19 и калибровочный эксперимент вы-

полнены раздельно: в основном контуре четыре карты агрегируются с равными весами (3.25), а 

калибровка показывает, что при переносе её порогов в этот контур основой пользовательского 

представления должна стать карта Grad-CAM, а карты LIME, SHAP и Integrated Gradients — со-

поставительными свидетельствами, не входящими в агрегат. Совместная обработка нескольких 



181 

 

объяснителей оправдана, когда порогам удовлетворяют несколько кандидатов с близкими значе-

ниями 𝐽𝐽, а межметодное расхождение 𝐷𝐷меж невелико: согласованные области усиливаются в кон-

сенсусной карте (3.25), а расходящиеся выделяются картой разброса (3.27) и увеличивают 

𝑈𝑈method. Тем самым ошибки отдельных объяснителей не маскируются усреднением, а отража-

ются в оценке неопределённости. 

На завершающем этапе был реализован пользовательский интерфейс системы в виде веб-

приложения, обеспечивающего представление классификационного результата, визуального 

объяснения и текстового сопровождения в единой рабочей форме. Пользовательский слой плат-

формы реализует переход от внутреннего модельного и объяснительного контура к форме пред-

ставления, пригодной для последующей экспертной интерпретации и использования в контуре 

поддержки принятия решений. Пример работы реализованного конвейера и пример пользова-

тельского интерфейса приведены соответственно на рисунках 4.20 и 4.21. 

 
Рисунок 4.20 – Работа реализованного конвейера на базе платформы для анализа рентгенограмм 

грудной клетки 
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Рисунок 4.21 – Пример пользовательского интерфейса веб-приложения 

В рамках работы были разработаны и зарегистрированы программы для ЭВМ, отражаю-

щие как базовый сценарий интерпретируемой классификации пневмонии, так и последующее 

развитие предложенного решения. Первоначально платформенный и объяснительный контур 

был апробирован на задаче выявления признаков пневмонии по рентгеновским изображениям. В 

дальнейшем на основе сформированной архитектуры, пользовательского интерфейса и механиз-

мов интерпретации было разработано отдельное веб-приложение для мультиуровневого и интер-

претируемого анализа ХОБЛ. В настоящем разделе задача пневмонии рассматривается как ис-

ходный прикладной сценарий, а последующее решение для ХОБЛ — как подтверждение перено-

симости разработанного платформенного подхода на смежные клинические задачи. 

После завершения платформенной апробации были получены ключевые артефакты: обу-

ченная классификационная модель, подобранный набор объяснительных методов, согласован-

ный контур визуальной и атрибутивной интерпретации, а также рекомендации по организации 

иерархической системы анализа изображений. Уже на основе этих артефактов был реализован 

пользовательский интерфейс в виде веб-приложения, обеспечивающего представление класси-

фикационного результата, визуального объяснения и текстового сопровождения в единой рабо-

чей форме. В этой логике прикладное программное обеспечение рассматривается не как сама 
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платформа, а как надстройка над моделями и объяснительным конвейером, полученными в ре-

зультате её апробации. 

4.3.6. Основные выводы по результатам 

В разделе 4.3 выполнена прикладная апробация платформы на задаче автоматизирован-

ного анализа рентгенограмм грудной клетки при выявлении признаков пневмонии. Полученные 

результаты показали, что для задач данного типа существенное значение имеют как показатели 

классификационного качества, так и возможность представить результат анализа в объяснимой 

форме для клинического анализа. 

На внешнем подготовительном этапе выполнены отбор, экспертная верификация и струк-

турирование открытых наборов данных рентгенограмм грудной клетки, включающих исследова-

ния с признаками пневмонии и нормальные снимки. В качестве основного источника данных 

использовался набор Kaggle Chest X-Ray Images, дополненный вспомогательной выборкой изоб-

ражений для ручной проверки, верификации разметки и отладки методов объяснимости. Это 

обеспечило формирование выборки, пригодной для воспроизводимой апробации платформен-

ного классификационного и объяснительного контуров. 

На платформе в автоматизированном режиме AutoML выполнены подбор архитектуры и 

сравнительный отбор моделей-кандидатов. По результатам данного этапа в качестве основной 

классификационной архитектуры выбрана модифицированная ResNet-34, обеспечившая наилуч-

шее сочетание качества классификации, устойчивости и вычислительной эффективности. Одно-

временно в платформенном контуре были подобраны и согласованы методы объяснения. 

Существенным результатом стала интеграция классификационного и объяснительного 

контуров в единую платформенную схему. Использование нескольких методов ОИИ позволило 

дополнить классификационный вывод визуальными и атрибутивными объяснениями, локализу-

ющими области изображения, повлиявшие на решение модели. Дополнительное формирование 

текстового представления результата обеспечило переход от внутреннего объяснительного кон-

тура к пользовательскому уровню предъявления [242, 243]. Тем самым в прикладном медицин-

ском сценарии апробированы основные элементы теоретико-методического аппарата главы 2: 

формирование объяснительных объектов, их совместное использование, переход к согласован-

ному объяснению и пользовательскому представлению. 

В результате работы платформы получены обученная модель ИИ, подобранные объясне-

ния модели и согласованный иерархический конвейер анализа, пригодный для дальнейшего пе-
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реноса в прикладное программное обеспечение. На основе указанных артефактов было реализо-

вано веб-приложение, объединяющее автоматическую классификацию, визуальное объяснение и 

текстовое сопровождение диагностического вывода. Следовательно, в разделе 4.3 демонстриру-

ется не только частное решение задачи анализа CXR при пневмонии, но и прикладное подтвер-

ждение выносимого на защиту положения об апробации платформы на задачах биомедицинского 

анализа изображений. 

Одновременно показано, что разработанный в базовом сценарии платформенный контур 

обладает переносимостью на смежные задачи анализа заболеваний органов грудной клетки. Это 

подтверждено последующей реализацией веб-приложения для мультиуровневого и интерпрети-

руемого анализа ХОБЛ, построенного на тех же архитектурных и объяснительных механизмах, 

которые были апробированы на задаче классификации пневмонии. Платформа может рассматри-

ваться как основа для построения интерпретируемых медицинских приложений более общего 

класса. 
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ЗАКЛЮЧЕНИЕ 

В диссертационной работе решена научная задача, заключающаяся в разработке методов, 

моделей, алгоритмов и программных решений для многоуровневого формирования, согласова-

ния, объединения и сопоставимой оценки объяснений в системах ИИ с учётом неопределённости, 

а также в создании и программной реализации платформы, обеспечивающей воспроизводимый 

контур их применения в прикладных задачах анализа данных и поддержки принятия решений. 

Основные результаты диссертационного исследования состоят в следующем. 

1. Выполнен системный обзор современного состояния методов ОИИ, позволивший 

выявить ограничения существующих подходов и обосновать необходимость многоуровневого 

формирования, согласования и объединения объяснений в гетерогенных интеллектуальных си-

стемах. 

2. Разработаны методы многоуровневого формирования и согласования объяснений, 

обеспечивающие взаимосвязь признакового, модельного, интерпретируемого и результирую-

щего уровней представления. 

3. Разработаны методы агрегирования, объединения и комплексирования при ансам-

блировании гетерогенных объяснений, а также формальный аппарат операций над многоуровне-

выми модельными и постмодельными объяснениями. 

4. Разработаны методы учёта и квантификации неопределённости объединённого 

объяснения, позволяющие рассматривать итоговое объяснение как самостоятельный объект ана-

лиза. 

5. Разработан протокол автоматизированного воспроизводимого выбора метода объ-

яснения и метрический контур сопоставимой оценки качества объяснений, учитывающий согла-

сованность, устойчивость, воспроизводимость и пригодность для практического применения. 

6. Создана и программно реализована платформа, обеспечивающая оркестрацию вы-

числений, выбор моделей и методов объяснения, формирование объяснений и сопоставимую 

оценку их качества в воспроизводимом контуре анализа данных. Для её реализации разработаны 

соответствующие архитектурные, алгоритмические и программные решения. 

7. Проведена апробация разработанных методов и платформенных решений на био-

медицинских задачах анализа маммографических изображений, диагностики стенозов коронар-

ных артерий при коронарографии и диагностики заболеваний органов грудной клетки. 

8. Подтверждена практическая значимость результатов: разработаны три программы 

для ЭВМ, результаты внедрены в специализированное программное обеспечение системы под-

держки принятия врачебных решений, использованы в деятельности медицинских и научных ор-

ганизаций, при выполнении научно-исследовательских работ и в учебном процессе. 
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Полученные результаты в совокупности образуют целостный научно-методический и про-

граммно-алгоритмический аппарат ОИИ, ориентированный на многоуровневое формирование и 

согласование объяснений, их объединение с учётом неопределённости, а также на обеспечение 

воспроизводимости и сопоставимости результатов интерпретации. Предложенные решения обес-

печивают переход от использования отдельных объясняющих методов к их системной интегра-

ции в составе единого вычислительного контура, что расширяет возможности применения ОИИ 

в задачах с высокой ценой ошибки и повышенными требованиями к обоснованности, проверяе-

мости и практической значимости результата. 
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ПРИЛОЖЕНИЕ А 

Таблица А.1 – Категории оценки по системе BI-RADS 

Катего-
рия BI-
RADS 

Тип исследова-
ний Характеристики Рекомендации Вероятность 

РМЖ 

BI-RADS 0 Профилактиче-
ское обследова-

ние 

Невозможно прийти к 
однозначному выводу 
по результатам визуа-
лизации (маммогра-

фия плохого качества, 
неправильная укладка, 
недостаточно проек-

ций). Необходимы до-
полнительные изобра-

жения или данные 
предыдущего обследо-

вания. 

При невозможно-
сти интерпрета-

ции выполненного 
исследования 

необходимо про-
ведение повтор-

ного исследования 
в ЛПУ по месту 

прикрепления или 
выполнение до-

полнительных ме-
тодов визуализа-

ции. 

Не определена 

BI-RADS 1 Профилактиче-
ское обследова-

ние 

Изменений в молоч-
ных железах не выяв-

лено (возрастная 
норма). 

 
Допускаются: неизме-
ненные аксиллярные 
лимфатические узлы 

Плановая маммо-
графия согласно 
плану обследова-
ния в ЛПУ по ме-
сту прикрепления. 

 
При выявлении 

«плотного фона» 
(тип плотности по 
ACR – С, D (см. 

таблицу 4.1)) обя-
зательно выполне-
ние УЗИ в плано-

вом порядке в 
ЛПУ по месту 
прикрепления. 

0 % 

BI-RADS 2 Профилактиче-
ское обследова-

ние 

– Доброкачественные 
образования (простые 
кисты, липомы/фибро-

липомы, фиброаде-
номы без отрицатель-
ных изменений в ди-

намике); 
– доброкачественные 
обызвествления (рас-

Плановая маммо-
графия согласно 
плану обследова-
ния в ЛПУ по ме-
сту прикрепления. 

 
При выявлении 

«плотного фона» 
(тип плотности по 

0 % 
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Катего-
рия BI-
RADS 

Тип исследова-
ний Характеристики Рекомендации Вероятность 

РМЖ 

пределение диффуз-
ное, региональное 
либо единичное); 

– интрамаммарные 
лимфатические узлы; 

– галактоцеле; 
– гамартомы; 

имплантаты молочных 
желез; 

– нарушения архитек-
тоники (рубцовые из-

менения); 
– отек после лучевой 

терапии. 

ACR – С, D) обя-
зательно выполне-
ние УЗИ в плано-
вом порядке в ГП 
по месту прикреп-

ления. 

BI-RADS 3 Диагностическое 
обследование 

– Впервые выявлен-
ные вероятно доброка-
чественные изменения 

после проведенного 
УЗИ: фиброаденома, 
киста, или нет воз-

можности сравнить с 
данными предыдущих 

исследований; 
– очаговая асимметрия 

ткани; 
– единичная группа 

точечных микрокаль-
цинатов; 
– мастит; 

– втяжение соска без 
видимого объемного 

образования. 

Контроль через 6 
месяцев. Не ис-

ключается прове-
дение биопсии и 
дальнейшего ди-
намического кон-

троля. 

> 0, но < 2 % 

BI-RADS 4 Диагностическое 
обследование. 

Выставляется по 
результатам ком-
плексного кли-

нико-лучевого об-
следования. 

– Изменения, подозри-
тельные на злокаче-
ственный процесс; 

– односторонняя подо-
зрительная лимфаде-

нопатия. 
4а – низкая степень 

вероятности наличия 
злокачественного про-

цесса: 
– объемное образова-
ние с частично размы-

Трепан-биопсия с 
последующей 

морфологической 
верификацией. 

4a: > 2 % ≤ 10 
% 4b: >10 % ≤ 

50 % 4c: > 50 % 
< 95 % 
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Катего-
рия BI-
RADS 

Тип исследова-
ний Характеристики Рекомендации Вероятность 

РМЖ 

тым контуром (ати-
пичная фиброаде-

нома); 
– пальпируемые оди-

ночные и сложные ки-
сты; – локальная асим-

метрия; 
– нарушение архитек-

тоники; 
– абсцесс. 

4b – промежуточная 
степень вероятности 

наличия злокачествен-
ного процесса: 

– сгруппированные 
аморфные или мелкие 
плеоморфные микро-

кальцинаты; 
– образование с нечёт-

кими краями; 
– увеличение размеров 
ранее выявленного об-
разования; – дефекты 
наполнения при дук-

тографии; 
– л/у с подозрением на 
метастатическое пора-

жение. 
4с – высокая степень 
вероятности наличия 

злокачественного про-
цесса: 

– скопление плео-
морфных микрокаль-
цинатов, увеличение 
их количества в дина-

мике; 
– узловое образова-
ние, имеющее при-

знаки рака. 

BI-RADS 5 Диагностическое 
обследование. 

Выставляется по 
результатам ком-
плексного кли-

Достоверно злокаче-
ственные изменения: 
– объемное образова-
ние высокой плотно-
сти с неровными лу-
чистыми контурами; 

Трепан-биопсия с 
последующей 

морфологической 
верификацией. 

≥ 95% 
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Катего-
рия BI-
RADS 

Тип исследова-
ний Характеристики Рекомендации Вероятность 

РМЖ 

нико-лучевого об-
следования. 

– сегментарное или 
линейное распределе-
ние мелких линейных 
и плеоморфных каль-

цинатов; 
объемное образование 
с неровным лучистым 
контуром в сочетании 
с плеоморфными каль-

цинатами. 

BI-RADS 6  Верифицированный 
неоперированный рак 

молочной железы. 

Лечение в МО 3-
го уровня. 

Доказана 
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ПРИЛОЖЕНИЕ Б 

Таблица Б.1 – Расширенный набор методов ОИИ 

Метод Тип объясне-
ния 

Уро-
вень 

объяс-
нитель-

ного 
кон-
тура 

Роль в ин-
терпретации 

Основные 
преимуще-

ства 

Ограниче-
ния 

Grad-CAM 
визуальное, 
активацион-

ное 

модель-
ный 

локализация 
областей 

изображения, 
повлиявших 
на решение 

CNN 

нагляден, хо-
рошо приме-
ним к CNN, 
удобен для 

медицинских 
изображений 

ограничен-
ная про-

странствен-
ная точность, 

зависит от 
архитектуры 

Grad-CAM++ 
визуальное, 
активацион-

ное 

модель-
ный 

уточнённая 
локализация 
значимых об-

ластей при 
множествен-
ных очагах 

лучше рабо-
тает при не-
скольких ак-
тивных зонах 

вычисли-
тельно слож-
нее базового 
Grad-CAM 

Score-CAM 
визуальное, 
активацион-

ное 

модель-
ный 

построение 
карт значимо-
сти без пря-
мого исполь-
зования гра-

диентов 

меньше шу-
мит, устойчи-
вее к неста-

бильным гра-
диентам 

более высо-
кая вычисли-
тельная стои-
мость 

LayerCAM визуальное, 
многослойное 

модель-
ный 

выделение 
значимых об-
ластей на раз-
ных уровнях 
глубины сети 

учитывает 
информацию 
нескольких 

слоёв 

сложнее ин-
терпретиро-
вать и 
настраивать 

EigenCAM 
визуальное, 
активацион-

ное 

модель-
ный 

получение 
компактной 

карты наибо-
лее информа-
тивных зон 

не требует 
расчёта гра-

диентов, 
быстро рабо-

тает 

слабее связан 
с целевым 
классом 

HiResCAM 
визуальное, 
активацион-

ное 

модель-
ный 

более точная 
простран-

ственная ло-
кализация ре-

левантных 
областей 

повышенная 
детализация 

тепловой 
карты 

зависит от 
структуры 
модели 

Occlusion 
Sensitivity 

визуальное, 
perturbation-

based 

призна-
ковый / 
модель-

ный 

оценка 
вклада участ-
ков изобра-

жения путём 

интуитивно 
понятен, хо-
рошо согла-

суется с 

очень мед-
ленный на 
больших 
изображе-
ниях 
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Метод Тип объясне-
ния 

Уро-
вень 

объяс-
нитель-

ного 
кон-
тура 

Роль в ин-
терпретации 

Основные 
преимуще-

ства 

Ограниче-
ния 

маскирования 
фрагментов 

идеей при-
чинного 
вклада 

RISE 
визуальное, 
perturbation-

based 

призна-
ковый / 
модель-

ный 

построение 
карт значимо-
сти на основе 

случайных 
масок 

модельно-не-
зависим, при-
меним к чёр-
ным ящикам 

высокая вы-
числительная 
стоимость, 
стохастич-
ность 

LIME локальное, 
суррогатное 

призна-
ковый 

построение 
локального 
интерпрети-
руемого при-
ближения ре-

шения мо-
дели 

модельно-не-
зависим, даёт 
локально по-
нятное объяс-

нение 

чувствителен 
к параметрам 
локальной 
аппроксима-
ции 

SHAP 
атрибутивное, 
на основе зна-
чений Шепли 

призна-
ковый 

оценка 
вклада при-

знаков/супер-
пикселей в 

итоговое ре-
шение 

строгая тео-
ретическая 

основа, сопо-
ставимость 

вкладов 

ресурсоёмок, 
требует акку-
ратного вы-
бора фоно-
вого распре-
деления 

KernelSHAP 
атрибутивное, 
модельно-не-

зависимое 

призна-
ковый 

универсаль-
ная оценка 

вкладов при-
знаков для 
произволь-

ных моделей 

применим к 
широкому 

классу моде-
лей 

медленный, 
чувствителен 
к выбору вы-
борки фона 

TreeSHAP 
атрибутивное, 
специализиро-

ванное 

призна-
ковый 

объяснение 
деревообраз-
ных моделей 
и ансамблей 

точный и 
быстрый для 
tree-based мо-

делей 

неприменим 
к CNN 
напрямую 

Integrated 
Gradients 

атрибутивное, 
градиентное 

призна-
ковый 

оценка 
вклада вход-
ных компо-

нент относи-
тельно базо-

вой точки 

аксиоматиче-
ски кор-

ректен, хо-
рошо рабо-

тает для глу-
боких сетей 

зависит от 
выбора 
baseline 

DeepLIFT 
атрибутивное, 
градиентопо-

добное 

призна-
ковый / 
модель-

ный 

оценка 
вклада вхо-
дов по срав-
нению с ре-
ференсным 
состоянием 

часто ста-
бильнее 

обычных гра-
диентов 

зависит от 
выбора опор-
ного состоя-
ния 



216 

 

Метод Тип объясне-
ния 

Уро-
вень 

объяс-
нитель-

ного 
кон-
тура 

Роль в ин-
терпретации 

Основные 
преимуще-

ства 

Ограниче-
ния 

SmoothGrad атрибутивное, 
градиентное 

призна-
ковый 

подавление 
шума в гра-
диентных 

картах путём 
усреднения 

по зашумлён-
ным входам 

улучшает ви-
зуальное ка-
чество карты 

не является 
самостоя-
тельным объ-
яснителем, а 
усиливает 
базовый ме-
тод 

Guided 
Backpropagation 

визуально-гра-
диентное 

модель-
ный 

выделение 
тонких ло-

кальных дета-
лей, влияю-
щих на акти-

вацию 

высокая дета-
лизация визу-

ального ре-
зультата 

низкая 
устойчивость 
как самосто-
ятельного 
объяснения 

CAM 
визуальное, 
активацион-

ное 

модель-
ный 

базовая лока-
лизация зна-
чимых обла-
стей для сов-

местимых 
CNN-архи-

тектур 

простота и 
историческая 
интерпрети-

руемость 

требует ар-
хитектурных 
ограничений 

Counterfactual 
Explanations 

контрфакту-
альное 

резуль-
тирую-
щий / 
интер-
прети-
руемый 

формирова-
ние альтерна-
тивного сце-
нария: что 

нужно изме-
нить для 

смены реше-
ния 

полезно для 
экспертного 

анализа и 
СППР 

сложно стро-
ить для изоб-
ражений без 
артефактов 

Prototype-based 
Explanations прототипное 

интер-
прети-
руемый 

сопоставле-
ние случая с 
похожими 

примерами из 
обучающей 

выборки 

хорошо вос-
принимается 
врачом как 
аналогия 

требует каче-
ственного 
репозитория 
прототипов 

Concept 
Activation Vectors 
(TCAV) 

концептуаль-
ное 

интер-
прети-
руемый 

оценка 
вклада семан-
тических кон-
цептов в ре-
шение мо-

дели 

переход от 
пикселей к 

содержатель-
ным поня-

тиям 

требует зара-
нее заданных 
концептов 
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ПРИЛОЖЕНИЕ В 

Свидетельства о государственной регистрации программ для ЭВМ 
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